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REDUCCIO DE DIMENSIONS
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3. Reduccio de dimensions

En el capitol 2 s’han explicat diferents algorismes de calcul de -caracteristiques
discriminants. En un procés qualsevol de classificacié d’imatges digitalitzades, el nombre
de caracteristiques que s’acostuma a calcular pot ser relativament elevat (en general
inferior a 100, perd). Suposem que m és el nombre de caracteristiques utilitzades en un
determinat problema de classificacié. Moltes vegades, a causa d’una banda, que les
caracteristiques discriminants no son independents entre si i, per tant, aporten informacio
redundant, i de I’altra, que part de la seva informacio conté soroll i, per tant, aporten
confusié al problema, és convenient transformar adequadament el conjunt de m
caracteristiques discriminants en un conjunt m* (amb m* < m) més reduit de variables
independents que ens permeti afrontar el problema amb més garanties d’exit i amb un
estalvi important de temps de calcul en les etapes posteriors. Aquest procés s’anomena
reduccio de dimensions (feature extraction). A partir d’ara, quan parlem de variables farem
referencia a les magnituds resultants de transformar les caracteristiques discriminants.
Aquestes variables seran, en general, una combinacio lineal de les caracteristiques i, en el
cas ideal, les variables seran linealment independents i, per tant, no contindran la
informacié redundant i tampoc el soroll que aporten les caracteristiques. Les variables, una
a una, aporten més informacio que les caracteristiques discriminants.
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REDUCCIO DE DIMENSIONS

Resumint, quan es parla de reduir les dimensions d’un problema es fa referéncia a trobar, a
partir de les m caracteristiques discriminants, un nombre inferior m* de variables que
continguin el maxim possible d’informacié sobre el problema. Per tant, el procés de
reducci6 de dimensions té dues etapes. La primera consisteix a transformar les
caracteristiques en variables (matematicament es pot interpretar com un canvi de
variables). La segona etapa es basa a determinar el nombre m* de variables que s’han de
retenir, és a dir, el subconjunt m* del conjunt total de variables que s’utilitzaran per
caracteritzar tots els objectes. Aquesta segona etapa és necessaria perqué els algorismes de
reduccio de dimensions generalment ordenen les variables, concentrant la major part de la
informacio en les primeres i deixant pel final les restants, que contindran molt soroll. Per
tant, és necessari rebutjar part de les variables i quedar-se només amb les m* primeres.

En els apartats 3..1 al 3.4. es detallen quatre algorismes diferents de reduccié de
dimensions i en I’apartat 3.6. s’expliquen diferents métodes de seleccié del nombre m* de
variables que cal retenir.

La figura 3.1. explica graficament la transformacio de les caracteristiques en un nombre
més reduit de variables:

1— caracteristica 1 +— variable 1

1— caracteristica 2 +— variable 2

1, caracteristicam 4, variable m*<m
Algorisme de

reduccié de dimensions

Figura 3.1.

En aquest treball no es treballa amb un altre conjunt de técniques ben estudiades,
anomenades seleccié de caracteristiques (feature selection), que consisteixen a realitzar
una seleccio de les millors caracteristiques i a rebutjar les restants. Aquestes tecniques
s’utilitzen, sobretot, quan es tenen moltes caracteristiques. Vegeu [Jai97] i [Kud00].

Els algorismes de reduccié de dimensions proporcionen informacio de les caracteristiques
discriminants que tenen meés pes en les variables. Cal tenir present que les variables son
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REDUCCIO DE DIMENSIONS

combinacions lineals de les caracteristiques. Per tant, les caracteristiques que son poc
discriminants tindran poc pes en les variables. Es veu, doncs, que una reduccié de
dimensions ja comporta, indirectament, una seleccié de caracteristiques. D’altra banda, si
es vol, es pot fer una selecci6é de caracteristiques eliminant les que tinguin pesos molt
baixos. A més, el procés de reducci6 de dimensions és, en general, molt rapid. Es per
aquests motius que s’ha preferit una reduccié de dimensions a una seleccid de
caracteristiques.

3.1 Analisi de components principals (Principal Compo-
nents Analysis, PCA)

La PCA és una técnica multivariable, la finalitat de la qual és simplificar I'estructura de les
dades del problema. Aquest algorisme permet passar d’un problema de m caracteristiques a
un problema de m* variables (amb m* < m), anomenades variables o components
principals (PC). Aquest fet, a més de reduir la dimensionalitat del problema (nombre de
variables que cal considerar), permet reduir el cost computacional de les etapes posteriors.
Aquesta técnica també s’anomena Karhunen-Loeve Expansion.

La PCA és una téecnica ampliament utilitzada en diverses arees del coneixement, com ara la
medicina, la psicologia, la quimica, I’economia, etc. Consulteu [Fuk72], [Krz79], [Cua81],
[Eas82], [Seb84], [Bee87], [Mur87], [Dun89], [Kow91], [Joh92], [Bas94] i [Esb94].

La PCA és I’algorisme que transforma les caracteristiques en components principals.
Aquests son combinacions lineals de les caracteristiques, son ortogonals entre si i tenen
variancia maxima. Hi ha tants PC com caracteristiques (m) i estan definits de manera que
el primer d'aquests (PC,) explica la maxima variancia, el segon (PC,) explica la maxima
variancia residual i aixi successivament (fins al PCy,).

X2

X1
Figura 3.2.
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REDUCCIO DE DIMENSIONS

La figura 3.2. mostra un conjunt de n objectes als quals s’han calculat m = 2
caracteristiques, X; i Xo. Si es representen els n objectes en I’espai de les caracteristiques
(els eixos horitzontal i vertical seran, respectivament, les caracteristiques x; i X»), s'obté un
navol de punts. EI PC, és I'eix que explica la maxima variancia del navol de punts i per
tant, esta dirigit en la direccié de maxima dispersio, mentre que el PC, és perpendicular a
aquest i explica la maxima variancia residual.

Si es disposa d’un conjunt de n objectes a cada un dels quals s’han calculat m
caracteristiques discriminants, tota aquesta informacio es pot concentrar en la matriu de
caracteristiques X = {x;}, amb i =1,2..,n i j=1,2...,m. Les m caracteristiques defineixen
un espai R™. En aquest espai es poden representar els n punts corresponents als n objectes.
La PCA busca el conjunt de m eixos ortogonals y; (PC) que millor s'ajusti al conjunt de n
punts d'aquest espai, per tal de reemplacar els m eixos originals x; d'aquest.

Potencialment es pot calcular un maxim de m PC (tants com caracteristiques té el
problema). La direccié del PC i-éssim respecte a I’espai vectorial X definit per les
caracteristiques ve donada pel vector columna v; (els v; s6n vectors propis de la matriu
XT.X). Els PC s6n ortonormals (compleixen: Vitvj=0, Vi =] ivi.vi= 1) i incorrelacionats
(compleixen: vi'.S.v; = 0, i = j, sent S la matriu global de covariancia) i les seves
variancies son iguals als valors propis (s§i = /; ) corresponents als vectors propis vi. Com

que els PC son ortogonals, es poden considerar el resultat d’una rotacié més una translacio
dels eixos originals, per tal d’alinear-los amb els eixos naturals del ndvol de punts (en
I’espai de les caracteristiques, cada punt representa un objecte).

Un dels objectius basics de la PCA és concentrar la maxima variancia (informacio) en els
primers components principals. D’aquesta manera, els Gltims components només
contindran soroll. Quan es tenen en compte només els primers PC, d’una banda s'elimina el
soroll i de l'altra se simplifica el problema, ja que s’aconsegueix reduir el nombre de
variables i, per tant, les dimensions.

El primer component principal o PC, és l'eix que millor s'ajusta al ndvol de punts i
compleix la condicié que la suma de distancies de tots els punts (objectes) a ell és minima.
També es pot interpretar que la suma dels quadrats de les projeccions dels punts en aquest
eix €s maxima (és equivalent a maximitzar la variancia dels punts quan es projecten en
aquest eix).

La figura 3.3. explica les afirmacions anteriors:
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X2

b _pc,

X1
Figura 3.3.

a: posicid del punt en I'espai R™ (aquesta posicid és un valor constant)
b: distancia del punt al nou eix
c. projeccié del punt sobre el nou eix

Es compleix: a®=b*+c’

(3.1)

Com que a és constant, minimitzar b és equivalent a maximitzar c.

S’anomena v; el vector director de I’i-éssim PC. El quadrat de la projecci6 de la matriu X
de caracteristiques en el nou eix es calcula com:

XV (Xv) =vI X Xv =V .SV (3.2)

on S=X"X (3.3)

S'obté la forma quadratica v'.S.v. Perqué els valors d'aquesta no siguin molt grans ni molt
petits, s'acostuma a imposar que el vector v sigui unitari:
Viv=1l (3.4)
Si es compleix la condicié anterior, també es complira la seguent:
Vi.Sv=Vv.Sv-A(viv-1) (3.5)
Perqué I'expressio anterior sigui maxima, es deriva i s’obté:
2SVv-2Av=0 = Sv=Av (3.7)

vy :vector propide S= X T X

Resulta com a solucio: _ _
M1 :valor propi associat a vy

Per tant, v, és el primer eix principal i 4,, el primer valor propi. El valor propi és un factor
de mérit de I'eix, ja que dona la variancia total explicada per aquest.

El segon PC ha de ser ortogonal al primer i també, suposem, el seu vector director unitari:

VISV - A(VIv-1) - (Vi) (3.8)
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on derivant s'obté:
2S5V-2Av-uv; =0 (3.9

Multiplicant I'expressio anterior per v," resulta que x = 0, de manera que:

2SVv-2Av=0 = Sv=Av. (3.10)

Vo :vector propi de S=X T x
Ao :valor propi associat a vy

Resulta com a soluci6:

Aquest procediment es pot repetir successivament fins calcular els m vectors i valors
propis. Els valors propis que s'‘obtenen decreixen en valor: A; >, >... > An. Els valors
propis A; representen la variancia de I'eix principal v;.

La projeccié dels valors de X sobre I’i-essim vector propi s'anomena score (y; = X.vj, és un
vector columna). Els scores son els valors de les variables i es faran servir en I’etapa de
classificacid. Es poden calcular tants scores com caracteristiques tingui el problema.
L’agrupacio de tots els vectors columna y; en una matriu forma la matriu de scores Y. Si
agafem els m vectors columna v; es forma la matriu V, complint-se:

Y(n,m) = X(n,m)-V(m,m) (311)

Es molt atil representar graficament els scores més representatius dels n objectes. En
qualsevol problema de classificacié és molt desitjable que els objectes pertanyents a la
mateixa classe quedin agrupats i que les diferents classes quedin separades entre si
(problema linealment separable).

Un metode molt comd de calcular la matriu de vectors propis V consisteix a fer la
descomposicio en valors singulars (svd) de la matriu X:

SVd(X) = U(n’m).ZEm’m).VT(mym) (312)

Les matrius anteriors compleixen:
U: matriu ortogonal (U".U = I,). Els seus vectors columna sén vectors propis de X.X".

V: matriu ortogonal (V'.V = I). Els seus vectors columna sén vectors propis de X".X (les
seves columnes s'anomenen loadings).

2 matriu diagonal. La seva diagonal conté els valors singulars s; = _/A; , ordenats de

j ’
major a menor.
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La descomposicio en valors singulars és aplicable a tota matriu X, amb n >m. En cas que
n <m,estequesj =0, per j = n+1...m. Les corresponents columnes de U també seran
nul-les.

L’ algorisme i el programa en codi C per realitzar la descomposicié en valors singulars
d’una matriu es troben detallats en [Pre92].

Algorisme PCA

L’ algorisme PCA és el seguent:

1.- S’agafa la matriu base Xg,n).

2.- La matriu anterior se centra o s’autoescala, de manera que s’obté la matriu transformada

X*(n’m).

3.- Es realitza la descomposici6 en valors singulars de la matriu X*:

svd(X*) = U.ZV"

4.- Es calculen les noves coordenades dels punts o scores corresponents a la matriu X*, com:

Yam = X*am-Vm

3.2 Analisi de variables canoniques (Canonical Variables
Analysis, CVA)

La CVA és una técnica la idea original de la qual va ser aportada per Fisher [Fis36],
[Fis38]. Mes tard va ser desenvolupada en el cas de dues dimensions per Foley i Sammon
[Sam70], [Fol75]. Posteriorment ha estat ampliament emprada per a dues i meés
dimensions. Vegeu [Dud73], [Lac75], [Che92], [Joh92], [Kii92], [Ren92], [Krz93] i
[Krz94].

La CVA és una técnica molt Gtil amb vista a reduir el nombre de caracteristiques
(dimensionalitat del problema), cosa que permet obtenir un problema més manejable. A
més, és un metode desenvolupat per accentuar les diferéncies entre les diferents classes
d’objectes. L’avantatge principal d’aquest algorisme és que esta basat en criteris de
discriminacio o separaci6 de classes, i no en criteris d’ajust de punts (criteris de regressio),
com seria el cas de la PCA.
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La figura 3.4. mostra que el nombre de caracteristiques es pot reduir de dues a una
simplement projectant les dades de dues dimensions sobre una linia. Tot i que els objectes
es trobin ben separats en I’espai de dues dimensions, pot ser que en projectar-los sobre
aquesta linia es produeixi un cert grau de confusio. Girant aquesta linia, pero, podem trobar
una direccié en la qual la confusi6é sigui minima (maxima separaci6 entre les diferents
classes).

X2 X2

Y1

X1 X1

Figura 3.4.

En el cas de dues dimensions, la CVA pretén trobar la linia que separi millor els valors
mitjans (centres de gravetat) de cada classe. En el cas de m dimensions i ¢ classes, la CVA
ens porta a s = minim[(m-1,c),(m,c-1)/, eixos ortogonals en la metrica S (matriu global de
covariancia). Aquests eixos son optims per separar els valors mitjans de les classes i
s’anomenen variables, variables canoniques, funcions discriminants, coordenades
discriminants o, simplement, discriminants.

Considerem un problema de classificacié multiclasse. Tenim c classes d’objectes amb n;

C
objectes pertanyents a la classe i-essima. EI nombre total d’objectes ve donat per n= > n; ,
i=1

on cada objecte queda definit per m caracteristiques. El vector de caracteristiques d’un
objecte qualsevol vindra donat per X" = (X;,X,.. Xn).

Cas 1. Problema amb ¢ = 2 classes

Fisher [Fis38] va suggerir transformar les observacions m-dimensionals x (caracteristiques)
en observacions univariades y (variables), de manera que les y es trobessin el maxim de
separades possible. Fisher no va suposar que les classes tinguessin distribucié normal, pero
va suposar la hipotesi que tenien identiques matrius de covariancies. Va pensar que
seleccionant combinacions lineals adequades de les caracteristiques x podria aconseguir les
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variables canoniques y optimes per separar les dues poblacions. Va suggerir maximitzar el
quocient:

diferencia entre els valors mitjans de les y
variancia conjunta de les dues classes en I'espai de les y

Es defineixen:
Vector de caracteristiques: X" = (X¢,Xz...,Xm) (3.13)

Vector dels coeficients de la combinacid lineal: v7 = (Vy,V,...,V)
(3.14)

Vector de variables:y =v'.x
(3.15)

Matriu conjunta de covariancies de les dues classes:

$i=5,=8= - (Xii = %i)(Xii = xi)T (3.16)
' ? np+no — |z]_JZ: . S I

Com que es compleix la relacio segient:

Sy= ZlZ i =) - VTR =vT 212 O = XD = X)) v,
i=1j=1 i=1j=1

resulta que:
S,=Vv'.Sv (3.17)

El quocient que s’ha de maximitzar resulta ser:

(Yl—Y2)2:(VT Xl v Xz)

= (3.18)
Sy vl S
Ara cal maximitzar ¢:
_o oo 20vT X =T X)) (X = X W' S — (vT X —vT X,)%.28v
ov (v .Sw)?
D’aqui resulta que:
v=ct.Sh(% —Xy). (3.19)
La constant normalment s’agafa igual a 1, de manera que s’obte:
y =VIxX=(%-%)". Stx (3.20)
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Cas 2. Problema amb ¢ > 2 classes

El procés que s’ha de realitzar és idéntic a I’anterior, pero generalitzat a ¢ classes. Vegeu
[Joh92].

Es defineixen les matrius segiients:

Matriu de dispersio entre classes (Between-Groups Covariance Matrix):
< T
B(m,m) = 2_Ni-(Xi —X)-(Xj —X) (3:21)
i=1
Matriu de dispersio interna de les classes (Within-Groups Covariance Matrix):

c c N
Wmm) = 20 =D.8i = 3 (xij — %) - (xij = i)' (3.22)
i=1 i=1j=1
Matriu de dispersi¢ total (Overall Covariance Matrix):

1§

HMD-

S(mm)— Xij =% ) (%5 =% )" (3.23)

Com que se suposen totes les classes amb igual variabilitat, es té:

Si=S,

.=S.=S$ (3.24)

D’aqui resulta que:

C
=(n-c).S, amb n=>n (3.25)
i=1
Per tant, W i S només difereixen en un escalar.
Per tal de calcular uns nous eixos que permetin separar optimament les diferents classes,
Fisher va suggerir maximitzar el quocient seglent:

> (Distancia de les classes a la mitjana global en I'espai de les y al quadrat)

o= o (3.26)
variancia conjunta de les y
D’aqui resulta que:
2 c
ES\V. y EZ(V. y)(¥i -9 _Ei(VT-Xi-VT.X)(VT.Xi——vT.X)T
o=11_ S p=ct —ct.!=
vl .Sy vi W v Wy
C
vl { > (X —X)(X — X)T }v T
i=1 v .Bv
¢=ct T = ct'. (3.27)
Vi Wy v W.v
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Maximitzant ¢ s’obté:
Zi’ =0 = (B-AW)v=0 = (W'B-Alv=0. (3.28)

En resulta un problema de valors i vectors propis. Si m > ¢, no hi ha més de s = c-1
solucions no nul-les, donades per:

iz vectors propis de W:B i=1.2....s
vi: vectors propis de W'.B i=1.2...s
Resulta:

Yoo = Xam:-Vins)

Les columnes de la matriu V sén els vectors propis vi.

Es pot demostrar que: Vi W.v; = v; W.vi= 0 Vi #]
(3.29)

Per tant, els vectors propis v; son ortogonals en la métrica definida per W.

Algorisme CVA

L’algorisme CVA és el segient:

1.- S’agafa la matriu base X

2.- La matriu anterior se centra o s’autoescala, de manera que s’obté la matriu transformada

X*(n’m).

. 1 i .
3.- Es calculen els vectors de mitjanes de cada classe: Xj =—- Z' X*jj ambi=12,..c)
Ni =1

c
n;.Xj, on n:_zlni.
|:

4.- Es calcula X =

S|
Lo

C
5.- Es calcula la matriu de dispersié B: By my = X ni.(x; —X).(x; =X)" .
i1

Es una matriu simétrica i semidefinida positiva. El seu rang és, com a maxim, c-1, ja que el

rang del producte extern de dos vectors és inferior o igual a 1.

c N
6.- Es calcular la matriu de dispersio W: Wimm) =2 Z'(x*ij = X;) - (X% =X )"
i=1 j=1

Es una matriu simétrica i semidefinida positiva i és proporcional a la matriu de covariancies.

7.- Es compleix: B.vi= AWy, = (WLB).v; = Ay
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En resulta un problema de valors propis. Perd la matriu (W'.B) no és simétrica, i per
diagonalitzar-la cal realitzar abans la descomposicié de Cholesky de la matriu W (vegeu

[Pre92]), resultant: W = L.L", on L és una matriu que té zeros per sobre de la diagonal.

El problema queda expressat d’aquesta manera:
(LLYYLB.v;i = 4. vi = C.(L".v) = A.(L".v),
amb C=LB.LY".

La matriu C és simetrica i els seus valors propis son els mateixos que els del problema

original.
7.1 Es fa la descomposici6 de Cholesky de W i es determinant la matriu L.
7.2 Es calcula la matriu C = L.B.(L™)".

7.3 Es determinen els s primers vectors propis normalitzats (a;) de C, ordenats de manera que
els seus valors propis estiguin en ordre decreixent. A partir d’aquests es construeix la

matriu A les columnes de la qual son els a;.
8.- Com que C.(L".vj)) = 4i.(L".v;), es veu que els vectors propis a; de la matriu C compleixen:
a; = LT.Vi = V= (LT)'l.ai.
Avra cal construir la matriu de vectors propis del problema original:
Ving = (LT)_l(m,mrA(m,s)-
9.- Les variables es calculen d’aquesta manera:

Yo = X*am-Vins

Defectes que presenta el métode CVA

La problematica que presenta I’algorisme CVA es pot resumir en els punts seguents:

1.

64

Suposa igual variancia per a totes les classes. Assumeix que totes les classes estan
disperses de la mateixa manera, fet que normalment no és aixi.

. Les variables canoniques no son necessariament ortogonals en I’espai definit per les

caracteristiques discriminants. En canvi, son ortogonals en I’espai definit per la matriu
W.

La CVA no pot ser aplicada directament a conjunts en que el nombre de caracteristiques
sigui superior al nombre d’objectes menys el nombre de classes. Aixo es deu al fet que a
llavors, la matriu W esdevé singular (i, per tant, no es pot invertir).
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Relacio entre els components principals i les variables canoniques

Krzanowski [Krz95] interpreta els components principals com combinacions lineals de les
variables originals (caracteristiques discriminants) de la forma: y; = vi'.x, tals que
maximitzen I’expressid v'.S.v sota les restriccions d’ortonormalitat:

Vivi=1(Vi) i vv=0(Vi=j) amb ij=1.2...m. (3.30)

Els vectors de coeficients v; sén els vectors propis corresponents als valors propis de S
ordenats en valor decreixent. En el cas de centrar les dades, la matriu S es calcula de la
manera seguent:

=

S= I (Xij - X) . (Xij - X)T (331)

1

Mo

—
Il

i=1

Tal com s’acaba d’explicar, els components principals son ortogonals en I’espai definit per
les caracteristiques.

V és la matriu les columnes de la qual, estan formades pels vectors propis vi, i compleix:
V.V =V =1, (3.32)

Aix0 ens indica que la transformacié de les caracteristiques x en les variables y
(components principals), donada per I’expressié Y = X.V, és ortogonal. Geomeétricament,
significa que els PC formen 90° entre si i que els nous eixos OY; s’originen en efectuar una
rotacio rigida dels eixos originals OX;.

En canvi, Krzanowski interpreta les variables canoniques com les combinacions lineals
donades per I’expressié yi = vi'.x, tals que maximitzin el quocient v'.B.v/ v'.W.v sota les
restriccions d’ortonormalitat en la métrica W:

ViIPWy = 1(Vi) 0 vt Wy =0 (Vi =j), amb ij=1.2..s. (3.33)

Els vectors vj, amb i=1,2..,s, sén els vectors propis corresponents als valors propis de la
matriu W™.B, ordenats en valor decreixent.

X2

Graella original Graella deformada
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Figura 3.5.

En el cas de les variables canoniques, els eixos que aquestes originen no tenen perque ser
ortogonals en I’espai de les variables originals (caracteristiques). Per tant, no formaran 90°
entre si. Geometricament, els nous eixos OY; no es poden veure com una simple rotacio
dels eixos originals OX;, ja que els nous eixos no seran ortogonals entre si. Aix0 implica
que la graella de referencia definida pels eixos OX; apareix deformada en I’espai definit
pels eixos Oy;. En la figura 3.5. es pot veure la deformacio de la graella original.

Interpretacio geometrica dels components principals i de les variables
canoniques

La figura 3.6. mostra tres classes d’objectes (a, b i c), representades en I’espai de les
caracteristiques:

2 b
1
a
_
c
— D
Figura 3.6.

Eix 1: correspon al primer component principal. Es I’eix que millor ajusta el conjunt global
de punts, sense diferenciar les diferents classes. EIs components principals son optims per
ajustar les dades a un model de regressid. L’eix 1 correspon a la matriu S.

Eix 2: correspon a la primera variable canonica. Es I’eix en el qual les diferents classes
apareixen maximament separades. Les variables canoniques son optimes per separar les
diferents classes, son optimes per classificar. L’ eix 2 correspon a la matriu B.
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3.3. Analisi de components principals discriminants
(Discriminant Principal Components Analysis, DPCA)

La DPCA és una técnica desenvolupada per Yendle i Macfie [Yen89]. Quan es tenen pocs
objectes, la CVA estandard és inviable (perqué la matriu W esdevé singular) i en aquests
casos moltes vegades s’aplica la PCA seguida de la CVA. La técnica DPCA ve a ser una
fusio entre la PCA i la CVA i també és aplicable en el cas de tenir pocs objectes.

Els objectius fonamentals de la DPCA son:
1. Accentuar al maxim la distancia entre classes.

2. Trobar variables discriminants que siguin ortogonals en I’espai de les
caracteristiques.

3. Aconseguir que el métode serveixi en el cas de tenir pocs objectes de cada
classe, fins i tot quan la matriu W sigui singular.

Per assolir tots els objectius anteriors, Yendle i Macfie van proposar trobar unes noves
direccions v; que siguin ortogonals en I’espai definit per les caracteristiques X, tals que
maximitzin I’expressio:

vi B* i, (3.34)
on B* és una versid escalada de la matriu de dispersié Between-Group B.

Per accentuar al maxim la distancia entre classes diferents, cal basar-se en la matriu B.
Pero les variables que tenen un valor elevat de la variancia Between-Groups no tenen
perqué ser les més discriminants, ja que poden presentar al mateix temps un valor elevat de
la variancia Within-Group. En el camp de la classificacio és molt conegut que el poder
discriminatori esta governat pel quocient:
variancia between - groups
variancia within - group

(3.35)

La DPCA esmena aquest problema reescalant cada caracteristica de la matriu original X
per la desviacio estandard Within-Groups. Aixo significa que la caracteristica i de I’objecte
j es divideix per ./w; . Aixi, xj passa a transformar-se en x; /./w; , fet totalment

equivalent a recalcular la matriu B = (bjj) per la matriu B* = (b*;), on:
b*ij = b'J/(“ Wii " WJJ ) (336)

Després, s’aplica la PCA a la matriu B*, obtenint-se les noves direccions que seran els
vectors propis de B* i compliran les condicions d’ortonormalitat:
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vivi=1li vivi=0 Vizj=12..m (3.37)
Algorisme DPCA

L algorisme DPCA és el seguent:

1.- S’agafa la matriu base X

2.- La matriu anterior es centra o s’autoescala, de manera que s’obté la matriu transformada

X*(n’m).

3.- Es calculen les matrius de dispersié Between-Groups i Within-Groups, donades

respectivament per B | Wnm.

4.- Es calcula la matriu transformada B*, que té per components:

bij
bri= 0
. Af Wij W”

5.- Es realitza la PCA sobre la matriu B*. S’ha de calcular la descomposicié en valors singulars

de la matriu B*:

svd(B*) = U.ZV"

6.- Les variables es calculen de la manera seglient:

Y(n,rn) = X*(n,rn)-v(m,m)

3.4. Analisi de variables canoniques ortogonals
(Ortogonal Canonical Variables Analysis, OCVA)

La OCVA és una tecnica que va ser desenvolupada per Krzanowski [Krz95] amb la
finalitat de realitzar un algorisme matematic que fos al més similar possible a la CVA, pero
de tal manera que proporcionés un conjunt de direccions perpendiculars entre si en I’espai
definit per les caracteristiques.

Per poder aplicar I’algorisme OCVA cal tenir calculada la matriu de caracteristiques X
A partir d’aquesta es calcularan les direccions successives ViV, ...V, que maximitzin el
quocient segtient:

viT B.v

viT Wy
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A aquestes direccions, se’ls imposen les restriccions d’ortonormalitat:
vi'vi=1 i Vi’.Vj =0 Vi ¢j.

Per trobar els valors optims dels v; cal disposar d’un algorisme que ens permeti minimitzar
una funcié multivariable. En aquest cas, s’ha elegit I’algorisme de minimitzacié de
funcions de Powell per raons d’eficiencia i perqué és un dels métodes més emprats. Per a
detalls sobre I’algorisme, vegeu [Pre92].

Primer s’ha de calcular la matriu X. Per tal de trobar la primera direccio v;, es comenca la
cerca del minim de la funcié ¢*. A I’algorisme de Powell, cal donar-li un valor inicial per
comencar la cerca del minim. Aquest pot ésser:

Vio' = (1/-/m .., 1/-/m) (3.38)

A partir d’aqui, I’algorisme determina el vector vy que minimitzi el quocient ¢*. Després
aquest vector s’ha de normalitzar. Un cop es té vi, s’ha de trobar la direccié v, que
produeixi el segiient valor més baix de ¢ i que sigui ortogonal a vi. Per fer aixo cal
projectar les dades en el subespai ortogonal a v;. Aquest fet s’aconsegueix construint la
matriu:

Xg) = X - XLy, (3.39)

La matriu X, substituira la matriu X en el calcul de #". Es tornara a aplicar el métode de
Powell agafant com a vector inicial:

Voo = Vio - (Vio'.V1).Vs (3.40)

D’aqui resultara el vector v* que s’haura de fer ortogonal a vy mitjancant el proces
d’ortogonalitzacio de Gram-Schmidt. Aixo es fa de la seglient manera:

Vo = V¥ - (v, V).V (3.41)

Després, el vector v, es normalitzara. En els passos successius, i situats en el pas t-éssim,
per calcular el valor minim de ¢ es fara servir la matriu:

Xo = Xen “XVea Ve (3.42)

i s’aplicara el métode de minimitzacié de Powell, agafant com a vector inicial:
1
Vi, =V1o — 2 (Vip Vi)V (3.43)
i=1

L’ algorisme de minimitzacidé ens proporcionara el vector v*, que es fara ortogonal en els

vectors vy, Vz ..., V. aplicant el procés d’ortogonalitzacié de Gram-Schmidt:
t1
Ve =VFE=Y(V; VH)y;. (3.44)
i=1
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Un cop fet aquest procés m vegades, s’obté la matriu V., les columnes de la qual estaran
formades pel sistema de vectors ortonormals v, amb i =1,2...,m.

Algorisme OCVA

L’ algorisme OCVA és el seglent:

1.- S’agafa la matriu base X

2.- La matriu anterior se centra o s’autoescala, de manera que s’obté la matriu transformada
X*(n‘m).

A partir d’aqui, de manera iterativa es realitza el calcul dels vectors ortogonals que minimitzen

la funcié ¢™:

Pas 1.- S’agafa X, = X i s’aplica el métode de minimitzacié de Powell a la funcié 47,
prenent el vector inicial vi,' = (1/-/m ...,1/-/m ). D’aqui resulta el vector v, que s’ha de

normalitzar.

Pas 2.- Es calcula X, = Xg - X.v..vy'. Després s’aplica el métode de minimitzaci6 de Powell a
la funcié ¢*. Cal prendre com a llavor el vector inicial vz, = Vy, - (Vi .V1).V; i I’algorisme
de Powell proporcionara el vector v*. Després es calcula v, = v* - (v,".v*).v; i es

normalitza.

Pas t.- Es calcula Xy = Xy -X.VerVe" i S’aplica el métode de minimitzacié de Powell a ¢*

t-1
prenent el vector inicial vy =vio - % (vloT vij).vj. D’aqui resulta el vector v*. Es

t-1
calcula vy =v*-3 (viT V*).v; iesnormalitza.
1=

Del tram d’algorisme anterior resulten els m vectors ortonormals.

3.- Es construeix la matriu Vi m), les columnes de la qual estaran formades pels m vectors v;,

ortonormals entre si.

4.- Es calculen les noves coordenades dels punts corresponents a la matriu X* aplicant la

formula seglient:

Yam = X*am-Vim
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3.5. Pretractament de les dades

Com que les caracteristiques sota analisi sovint poden presentar valors molt diferents, és
comu fer un pretractament de les dades (matriu X) abans d’aplicar els algorismes de
reduccié de dimensions. Els dos tipus més freqlents de pretractament son el centrat i
I’estandarditzaci6 (o autoescalat) de les dades.

Es molt freqiient passar els algorismes de reduccio de dimensions (PCA, CVA, DPCA i
OCVA) per triplicat: a la matriu X sense cap mena de pretractament, a la matriu X centrada
i a la matriu X autoescalada. Després es comprova quin dels tres pretractaments
proporciona resultats més satisfactoris.

Centrat de les dades

Quan les diferents caracteristiques del problema tenen valors mitjans forca diferents, és
convenient centrar-les respecte al seu valor mitja. El centrat de les dades es fa columna a
columna. A I’element i-éssim de la j-éssima columna de la matriu X de dades, se li aplica
la seguient transformacio de centrat:

X'y =Xy - Xj, (3.45)

on x;és el valor mitja de la j-essima columna de la matriu X de dades.

Estandarditzaci6é o autoescalat de les dades

Quan les diferents caracteristiques del problema tenen valors mitjans forca diferents i/o
variabilitats bastant diferents, és convenient estandarditzar-les. Aquesta transformacié de
les dades es realitza columna a columna. A I’element i-essim de la j-essima columna de la
matriu X de dades, se li aplica la seglent transformacié d’estandarditzacio:

Xij — X

Xj=——1, (3.46)
5]

on x; és el valor mitja de la columna j-éssima de la matriu X de dades i s; és la seva

desviacio estandard.

3.6. Nombre optim de variables que cal retenir

En els apartats 3.1. a 3.4. s’han explicat els diferents metodes de transformacio de les
caracteristiques discriminants en variables. Aquest apartat analitza quin és el nombre optim
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m* de variables que cal retenir, és a dir, el subconjunt m* del conjunt total de variables que
s’utilitzaran per caracteritzar tots els objectes.

Els algorismes de seleccio del nombre de variables que cal retenir serveixen per als
meétodes PCA, CVA, DPCA i OCVA ja que els valors propis resultants d’aquests metodes
tenen interpretacions semblants. Com més gran sigui el valor propi, més separacio entre
classes genera aquest en els casos de la CVA ,la DPCA i ’OCVA, i més variancia explica
en el cas de la PCA.

Un resum dels diferents metodes utilitzats per obtenir el nombre de variables que s’han de
retenir es troba a [Krz93]. Els metodes son els seglents:

e Diagrama de caigudes (Scree Diagram). Consisteix a fer un grafic del valor numeéric
dels valors propis 4; respecte a i. Quan el pendent es fa pla, vol dir que afegint més
variables, aquestes practicament no aporten mes informacio. Es retenen les m* primeres
variables corresponents a la regié on la corba no és plana. Vegeu [Krz93] i [Esb94].

La figura 3.7. mostra un exemple d’aplicacié d’aquest métode. En aquest cas particular,
com que per més de tres variables el pendent de la corba resulta molt pla, ens quedarem
amb les tres primeres variables.

Figura 3.7.

e Valor relatiu de les m* primeres variables. Es retenen les primeres m* variables que
compleixen que la relacié seglent:

m* m
P, =100. 34, /DA, (3.47)
i=1 i=1
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sigui superior al 80 %, al 90 % o al 95 %, depenent dels autors. Consulteu [Krz93].

Valors propis superiors a la unitat. Molts autors apliquen el metode de retenir totes
les variables els valors propis associats a les quals tenen un valor superior a la unitat.
Aix0 implica que aquestes variables expliguen com a minim tanta variancia
(informacid) com les caracteristiques del problema. Consulteu [Krz93].

Distribucio esférica. Si les dades es trobessin distribuides uniformement en tots els
eixos, sense presentar direccions privilegiades, tindriem una distribucio esférica i tots
els valors propis serien iguals i de valor:

m
A=Y 2 Im. (3.48)
i=1

Per tant, suposarem importants els valors propis de valor numeric superior a A i
menyspreables els restants. Consulteu [Krz93].

Diagrama de caigudes de I’error de classificacié calculat aplicant validacio creuada.
La validacié creuada (leave-one-out, vegeu [Lac67]) és una tecnica iterativa que
consisteix a classificar un a un tots els objectes del conjunt de calibratge. Es basa a
treure el primer objecte del conjunt de calibratge i predir la classe a la qual pertany.
Després es reintrodueix 1’objecte anterior en el conjunt de calibratge, es retira el segon i
es passa a predir aquest Gltim. Aquest procés es repeteix per a tots els objectes del
conjunt de calibratge.

Aquest criteri de seleccid del nombre de variables que s’han de retenir s’aplica un cop
es té a punt I’algorisme de prediccié o de classificaci6. Consisteix a anar aplicant
iterativament I’algorisme de classificacio al conjunt d’objectes de calibratge, retenint en
el primer pas només la primera variable per a cada objecte, en el segon pas es retenen
les dues primeres variables i aixi successivament fins a agafar-les totes. Una vegada fet
aixo, es fa un grafic del valor de la funcié error de classificacié respecte al nombre de
variables retingudes. Els valors de la funcio error de classificacié es calculen aplicant
validaci6 creuada a les dades de calibratge. Quan el pendent es fa pla, vol dir que encara
que afegim més variables, aquestes practicament no aporten més informacié. Ens
quedarem amb les m* primeres variables corresponents a la regié on la corba no és
plana.
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e Degeneraci6é dels valors propis Aquest metode, el van desenvolupar North, Bell i
Callahan, vegeu [Nor82]. En I’article es defineix el concepte de degeneracié dels valors
propis. El valor propi A, (amb A; > Ai+1) sera degenerat si compleix:

di- A< A+ Ghinn = A <Aiyg - 1*“ (3.49)
(04

2 . .
on o~ |— 1 n:nombre total d’objectes.
n
Es retenen les primeres variables corresponents als valors propis A; no degenerats.

e Meétode d’Eastment i Krzanowski Aquest métode es troba desenvolupat en [Eas82] i
s’aplica sobretot en processos de prediccio (regressio multivariable) després d’haver
calibrat el model. Per seleccionar el nombre optim de variables parteix del calcul de
I’expressio seguent:

W)= PRESS(r —1)- PRESS(r) | (D (350)
- D, PRESS(r) |’ '

on
Di=n+m-2r, DL.=n.m-m-D,.

r és el nombre de variables que s”han de retenir.
El valor optim de r és el valor més gran de r que compleixi que W(r) > 1.

El PRESS (Predictive Residual Error Sum of Squares) és una mesura de I’exactitud de
la resposta proporcionada pel model matematic i es defineix de la manera segtent:

PRESS:_nZ g(y.J Vi ), (3.51)

on yij és la sortida teorica (1 o 0) del conjunt d’objectes de calibratge i y’j; és la sortida
d’aquests proporcionada pel model matematic.

Com s’acaba de veure, hi ha multiples criteris per determinar el nombre de variables que
s’han de retenir, i en molts dels casos no tots portaran al mateix resultat. Aixo ens indica
que no hi ha cap metode universal de seleccié del nombre optim de variables que cal
retenir i que la decisio depen forca del criteri de I’investigador. Moltes vegades s’escull el
criteri que indica un nombre més alt de variables que cal retenir.
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