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ResumenEn los últimos años el desbalane de las lases se ha reonoido omo un problemaruial en áreas omo el aprendizaje automátio y la minería de datos. Este tipode problema genera una perdida de efetividad del lasi�ador, porque generalmenteasume que los datos de entrada siguen una distribuión relativamente balaneada.El problema del desbalane de las lases aparee uando existen muhos más ele-mentos de una o algunas lases, que de la otra u otras lases (dos o múltiples lases).Esta desproporión en el tamaño de las diferentes lases en un mismo onjunto dedatos, puede oasionar una disminuión en la efetividad del lasi�aión sobre laslases menos representadas.En el aso espeí�o de las redes neuronales arti�iales, el desbalane de las lasesoasiona lentitud en la onvergenia de las lases minoritarias, lo que se tradue enuna pobre apaidad de generalizaión del lasi�ador.En este trabajo se estudia el problema del desbalane de las lases en el ámbitode las redes neuronales arti�iales. Para ello se entrena la red on el algoritmobak-propagation on proesamiento por grupos desde tres enfoques distintos.1. Inlusión de funiones de oste al proeso de entrenamiento para disminuir losefetos del desbalane de las lases.2. Desomposiión del problema para simpli�ar el tratamiento del desbalane delas lases a través del uso de redes neuronales modulares.3. Reduión de la región de solapamiento de las lases menos representadas apartir de ténias de orreión de los datos, para mejorar la efetividad dellasi�ador sobre estas lases.En síntesis, este trabajo presenta un estudio empírio omparativo de los efetosy posibles tratamientos del problema del desbalane de las lases sobre tres modelosde red neuronal arti�ial. vii
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AbstratIn reent years the lass imbalane problem has been reognized how a ruial pro-blem in areas suh as mahine learning and data mining. This kind of problemsresult in loss of performane of the lassi�er, beause it usually assumes that theinput data follow a relatively balaned distribution.The problem of lass imbalane appears when there are many more elementsfrom one or several lass have more elements than the other or other lasses (twoor multiple lasses). This disproportion of the lasses size in a same data set, andiminish the lassi�ation auray about the lasses less represented.In the spei� ase of the arti�ial neuronal networks, the lass imbalane ausesslow onvergene of the minority lasses, resulting in a poor generalization apaityof the lassi�er.In this work the lass imbalane problem in the ontext of arti�ial neuronalnetworks is studied. For that, the network is trained with bak-propagation algorithmin bath mode using three di�erent approahes.1. Cost funtions are inluded in the training proess to lessen the lass imbalanee�ets.2. Deomposition of the problem to simplify the handling of lass imbalanethough the use of modular neuronal networks.3. Reduing the overlapping region of minority lasses with orretion data teh-niques, to improve the auray of these lasses.Summarizing, this work presents a omparative empirial study of the e�ets anda possible treatments of the lass imbalane problem, using three neural networkmodels.
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Capítulo 1Introduión
Contenido1.1 Redes Neuronales Arti�iales . . . . . . . . . . . . . . . . 11.2 El problema del desbalane de las lases . . . . . . . . . 31.3 Objetivos de la tesis . . . . . . . . . . . . . . . . . . . . . . 31.4 Desripión de los datos . . . . . . . . . . . . . . . . . . . 41.5 Estrutura del doumento . . . . . . . . . . . . . . . . . . 71.1 Redes Neuronales Arti�ialesUna Red Neuronal Arti�ial (Arti�ial Neural Network, ANN) es un modelo matemá-tio que trata de emular a los sistemas neuronales biológios en el proesamiento dela informaión [Lippmann 1988℄. Atualmente, gozan de gran popularidad entreteórios y espeialistas en el área de aprendizaje automátio, minería de datos yreonoimiento de formas.Una de las prinipales razones del auge de las ANNs es que están dotadasde algoritmos que les permiten aprender a partir de ejemplos o datos de entrada[Russell 1996℄, por lo que no preisan para su funionamiento de un modelo a prioridel problema a tratar. No obstante, en algunas de ellas se asume que los datos deentrada siguen una distribuión de probabilidad espeí�a.Al día de hoy existen numerosos modelos de ANNs entre los que se enuentranlas ANNs basadas en funion de base radial (Radial Basis Funtion, RBF ) y elpereptron multiapa (Multilayer Pereptron, MLP ). Ambos modelos de ANNs sononsiderados de propagaión haia adelante (feedforward) y omparten varias ara-terístias en omún [Huthinson 1995℄. Por ejemplo, son aproximadores universales1



2 1.1. Redes Neuronales Arti�iales[Haykin 1999℄, modelos on apas no lineales [Looney 1997℄ o pueden ser entrenadoson métodos similares de desenso por gradiente [Shwenker 2001℄. Sin embargo,presentan notables diferenias [Ding 2004℄.La prinipal diferenia entre las redes RBF y el MLP está en la funión deativaión de los nodos oultos [Jain 1996℄. En las redes RBF esta funión dependede la distania entre los vetores de entrada y los entros de la red, mientras queen la red MLP depende diretamente del produto del vetor de entrada y el vetorde pesos. En otras palabras, en las redes RBF se asume que los datos de entradasiguen alguna distribuión de probabilidad partiular1 mientras que en el MLP nose presenta esta araterístia.Las redes MLP y RBF han sido ampliamente utilizadas en tareas de lasi�aión,aproximaión de funiones, modelado y problemas de ontrol [Ding 2004℄. No obs-tante, aún se onoe poo de estos modelos lo que se tradue en debilidades talesomo la lentitud en el aprendizaje y la pobre apaidad de generalizaión que seobserva en un número importante de apliaiones prátias [Barandela 2001℄.El inremento de la rapidez del proedimiento de entrenamiento y la mejora de lapreisión en el resultado, han motivado un esfuerzo importante en la investigaión deriterios más adeuados para de�nir parámetros y algoritmos vinulados al proesode aprendizaje.En [Anand 1993℄ se propone una modi�aión al algoritmo bak-propagation paraaelerar la onvergenia del MLP en problemas de dos lases, y en [Anand 1995℄ seextiende el estudio a problemas de múltiples lases. Otras alternativas para aelerarla onvergenia de la red se han presentado en [Jaobs 1988, Fahlman 1988℄. En[Lippmann 1988, Cybenko 1989, Funahashi 1989℄ se ha estudiado la apaidad derepresentaión del MLP en relaión al número de apas oultas presentes, mientrasque en [Pao 1989, Kanellopoulos 1997℄ se ha disutido la estimaión del númeroóptimo de nodos para las apas oultas.Por su parte, las redes RBF han sido estudiadas desde diferentes enfoques. Se hapriorizado en el estudio de la on�guraión de la apa oulta [Uykan 2000℄ o en suonstruión, a partir de otros modelos omo por ejemplo las máquinas de soportevetorial (Support Vetor Mahines, SVM) [Shölkopf 1997℄, o los árboles de deisión[Kubat 1998℄. También las redes RBF se han estudiado omo asos espeiales delmodelo Alternative mixture of experts [Xu 1995, Xu 1998℄. Otra tendenia ha sidoel uso de algoritmos genétios para la optimizaión de los parámetros de la red[Harpham 2004℄.A pesar de los numerosos estudios dirigidos a mejorar la efetividad de las ANNs,en la atualidad existen uestiones que aún no han sido resueltas del todo omo elproblema oasionado por distribuiones de lases no balaneadas [Zhou 2006℄. Este1Por lo general una distribuión normal.



Capítulo 1. Introduión 3problema aparee uando existen muhos más elementos de una lase que de la otra.Por ejemplo, en la deteión de fraudes en llamadas telefónias [Fawett 1997℄, eldiagnóstio de enfermedades raras [Newman 1998℄ o en la identi�aión de piezasdefetuosas [Murphey 2004℄.Las distribuiones de lases no balaneadas no son un fator exlusivo en laresoluión de problemas de dos lases, sino que también apareen on freueniaen dominios de múltiples lases [Serpio 1993℄. Sin embargo, la mayor parte de lasinvestigaiones han sido dirigidas a problemas de dos lases [Zhou 2006℄.1.2 El problema del desbalane de las lasesGeneralmente, los lasi�adores son diseñados para trabajar on bases de datos onlases relativamente balaneadas [Japkowiz 2002℄, es deir, sobre onjuntos de datosdonde no hay diferenia signi�ativa en el número de elementos de las diferenteslases. Sin embargo, en muhas apliaiones la desproporión del número de muestrasentre lases es onsiderable [Kotsiantis 2003℄.Investigaiones reientes reonoen al problema del desbalane de las lases omoun fator rítio en el diseño, onstruión y entrenamiento del lasi�ador ANN[Zhou 2006℄.Estudios realizados a las ANNs han a�rmado que el problema del desbalane delas lases oasiona que las lases menos representadas tengan una menor partiipaiónen el proeso de entrenamiento, lo que se ve re�ejado en una disminuión de laapaidad de generalizaión de la red, o en un inremento del tiempo neesario parala onvergenia del método [Anand 1993, Bruzzone 1997a, Lu 1998, Murphey 2004℄.Básiamente, el problema del desbalane de las lases oasiona lentitud en laonvergenia de la red y redue la apaidad de generalizaión de ésta, por lo queuna tarea prioritaria es minimizar los efetos del desbalane de las lases sobre lasANNs.1.3 Objetivos de la tesisUna de las prinipales razones que ontribuye al bajo rendimiento de una ANN es lafalta de representatividad de los datos de entrenamiento. Además, puede ourrir queexistan importantes desproporiones en el número de muestras de las distintas lases(problema del desbalane de las lases) [Murphey 2004℄, apariión de solapamientoentre lases [Alejo 2006℄ y ruido2 en los datos de entrenamiento, o muestras atípias32Datos on errores originados en su mediión o registro.3Exepiones a la regla o elementos que no enajan en un tipo o modelo.



4 1.4. Desripión de los datos[Barandela 2001℄.En este trabajo, se estudia el problema del desbalane de las lases (en dominiosde dos y múltiples lases), y se evaluan distintas alternativas para reduir su in�u-enia y efetos sobre el algoritmo bak-propagation (on proesamiento por grupos)apliado a tres arquiteturas distintas de ANN.En partiular, esta investigaión se entra en el análisis y evaluaión de las si-guientes estrategias:
• Inlusión de funiones de oste en el algoritmo de aprendizaje para ompensarel desbalane de las lases.
• Empleo de redes neuronales modulares para el tratamiento de problemas demúltiples lases desbalaneados. El objetivo es desomponer los problemas demúltiples lases en subproblemas de dos lases y de esta forma simpli�ar laresoluión del desbalane de las lases.
• Apliaión de ténias de orreión de los datos para reduir el área de on-fusión de las lases menos representadas.El objetivo �nal de estas estrategias es tratar el problema del desbalane de laslases para mejorar la apaidad de generalizaión de la red y aelerar su proeso deonvergenia.1.4 Desripión de los datosEn los últimos años los onjuntos de datos almaenados en el depósito de la Universi-dad de California (UCI Database Repository) [Newman 1998℄ han sido ampliamenteutilizados en diversos estudios sobre aprendizaje automátio, minería de datos y re-onoimiento de formas. Así mismo, han servido omo punto de referenia paradistintas investigaiones.Para evaluar las posibilidades de las estrategias estudiadas en esta investigaiónse tomaron one onjuntos de datos (de dos y múltiples lases) de la UCI DatabaseRepository [Newman 1998℄. Corresponden a diferentes dominios en uanto a tamaño,dimensionalidad y omplejidad.Adiionalmente, se utilizaron dos bases de datos de múltiples lases (Cayo yFeltwell) relaionadas on imágenes de perepión remota. Estas bases de datos hansido estudiadas en el ontexto del problema del desbalane entre lases en dominiosde múltiples lases.En esta seión se omenta brevemente algunas de las prinipales araterístiasde los onjuntos de datos empleados en este trabajo.



Capítulo 1. Introduión 5Problemas de dos lases
• Caner. Consiste en distinguir entre áner de mama maligno o benigno. Lasaraterístias son obtenidas a partir de una imagen digitalizada de una as-piraión on aguja �na (Fine Needle Aspiration, FNA) de un tumor mamario.Estas araterístias desriben los núleos de las élulas presentes en la ima-gen. La base de datos Caner está distribuida en dos lases (áner benigno ymaligno) on 445 y 238 muestras respetivamente, y ada muestra está repre-sentada por 9 araterístias.
• Pima Indian Diabetes (Diabetes). En este onjunto de datos se debe iden-ti�ar si las paientes son diabétias o no de auerdo a los riterios estableidospor la Organizaión Mundial de la Salud. Esta base de datos está distribuidaen dos lases on 500 paientes no diabétios y 268 paientes diabétios. Cadamuestra está representada por un vetor de 8 dimensiones.
• German Credit (German). Esta base de datos sirve para identi�ar po-teniales lientes on bajo o alto riesgo reditiio en funión de su solveniaeonómia. Inluye araterístias omo la edad, el estado de la uenta deahorro del liente, tipo de automóvil, empleo, entre otras. En [Newman 1998℄están disponibles dos onjuntos de datos de German Credit. Uno on datosmezlados (ategórios y numérios) y otro on datos numérios úniamente.En este trabajo se hae referenia a la base de datos numéria que uenta on700 lientes buenos y 300 lientes malos identi�ados por 24 araterístias.
• Ionosphere. El objetivo es reonoer eletrones libres en la ionosfera omoresultado de mediiones que identi�an alguna estrutura en la ionosfera (medi-iones buenas) y aquellas que no (mediiones malas). Está distribuida en 225mediiones buenas y 126 mediiones malas representadas por 34 araterístias.
• Liver. Este onjunto de datos es onoido omo BUPA Liver Disorders. Estárelaionado a problemas de hígado oasionados por el onsumo exesivo dealohol. Fue generada por BUPA Medial Researh Company. Inluye 345muestras representadas por seis atributos y dos lases (on 200 y 145 muestras).Cada ejemplo orresponde a una muestra tomada a un hombre soltero.
• Phoneme. El onjunto de datos de Phoneme proviene del proyeto ELENA[Guérin-Dugué 1995℄. Contiene voales proedentes de 1809 sílabas aisladas.Cino atributos araterizan a ada voal. El objetivo de esta base de datos esdistinguir entre voales de la lase nasal y la lase oral (3818 y 1586 muestras,respetivamente).



6 1.4. Desripión de los datos
• Sonar. Se trata de disernir entre señales de sonar rebotadas en roas (97)y de las rebotadas de ilindros metálios (111). Ambas señales son obtenidasdesde distintos ángulos y ondiiones. Cada muestra es un vetor de señales de60 araterístias en el rango de [0, 1℄ y representan la energía para una bandade freuenia integrada durante un determinado lapso de tiempo.
• Balane. Este onjunto de datos se generó a partir de los resultados ex-perimentales de un modelo psiológio. Cada ejemplo es lasi�ado omo elextremo de una balanza (dereha, izquierda) o un punto de equilibrio. Losatributos son el peso a la izquierda, la distania a la izquierda, el peso de ladereha, y la distania dereha. La forma orreta de enontrar la lase es elmayor de (distania-izquierda ∗ peso-izquierda) y (distania-dereha ∗ peso-dereha). Si son iguales está equilibrada. Cada lase está ompuesta de 49(equilibrada), 288 (izquierda) y 288 (dereha) muestras.
• Vowel. Este problema onsiste en la distinión de los 11 fonemas voalesdel inglés (lases). Los datos ontienen informaión de la pronuniaión de15 loutores (8 hombres y 7 mujeres) pronuniando seis vees ada fonema loque hae un total de 11 ∗ 15 ∗ 6 = 990 ejemplos. La señal de voz se proesómediante un �ltro de paso bajo y se digitalizaron a 12 bits on una freueniade muestreo de 10kHz. Un análisis posterior produjo los 10 atributos (queidenti�an a ada muestra o ejemplo) a partir de los oe�ientes de re�exión.Los onjuntos de datos Balane y Vowel fueron oloados en la seión de pro-blemas de dos lases porque en este trabajo son tratados omo bases de datos dedos lases. En el apítulo 3 se detalla el preproesamiento realizado a estas bases dedatos para transformarlas a problemas de dos lases.Problemas de múltiples lases
• Cayo. Este onjunto de datos representa un ayo de una región del golfo deMéxio. Está distribuida en 11 lases y tiene un total de 6020 muestras eti-quetadas y uatro araterístias. Las lases están distribuidas de la siguienteforma: Nubes (838 muestras), Sombras (293 muestras), Bosque (624 mues-tras), Yanal (322 muestras), Caminos (133 muestras), Arenas (369 muestras),Mangle (324 muestras), Pantanos (722 muestras), MarNorte(789 muestras),MarSurCerano (833 muestras) y MarSurLejano (772 muestras).
• Eoli6. Fue obtenida a partir de E.oli [Newman 1998℄. Esta última es unabase de datos biológia generada por el Institute of Moleular and Cellular



Capítulo 1. Introduión 7Biology4 de la universidad de Osaka, Japón. Está distribuida en 8 lases. yen este trabajo por onsideraiones prátias se eliminaron las lases 7 y 8que orresponden a las lases imL (inner membrane lipoprotein) y imS (innermembrane, leavable signal sequene), dado que ada lase sólo disponen de dosmuestras, y este heho di�ulta la apliaión e�iente del método de validaiónruzada.
• Feltwell. Hae referenia a una seión (de 250 x 350 píxeles) de una imagen deperepión remota de una zona reservada para la agriultura erana a la villade Feltwell (Reino Unido) [Serpio 1993℄. Para ada píxel se seleionaron 15araterístias en funión de un riterio heurístio y un análisis de orrelaión.Se seleionaron 10944 píxeles que perteneen a ino lases relaionadas ala agriultura: remolaha de azúar (3531 píxeles), hojarasa (2441 píxeles),suelo (896 píxeles), patatas (2295 píxeles) y zanahorias (1781 píxeles). Paramás detalle véase [Roli 1996℄.
• Satimage. Fue extraída de [Newman 1998℄ y orresponde a una imagen deperepión remota. Cada una de las 6435 muestras en esta base de datos estáompuesta por uatro bandas espetrales de la misma esena. El vetor dearaterístias orresponde a una región uadrada de 3x3 píxeles. Por lo tanto,las 36 araterístias representan a ada uno de los nueve píxeles en ada unade las uatro imágenes espetrales. Está dividida en 6 lases on 1533, 703,1358, 626, 707, y 1508 muestras respetivamente.1.5 Estrutura del doumentoEste trabajo ha sido organizado en diferentes apítulos que tratan los prinipalestemas de interés para esta investigaión. A ontinuaión, se presenta un bosquejogeneral de la estrutura de este doumento.
• Capítulo 2: Las bases teórias fundamentales para el estudio de las redesneuronales arti�iales son disutidas en este apítulo. Se hae una desripiónde los avanes que han sufrido las ANNs, así omo de las prinipales estruturasonexionistas e investigaiones más relevantes en este ampo.
• Capítulo 3: En este apítulo se analiza el impato y efeto del problemadel desbalane de las lases en las ANNs entrenadas on el algoritmo bak-propagation on proesamiento por grupos. El problema del desbalane entre4Informaión detallada sobre la distribuión de los datos, preisión de lasi�aión y araterís-tias espeí�as de la base de datos E.oli se puede enontrar en [Nakai 1991℄ y [Horton ℄.



8 1.5. Estrutura del doumentolases es estudiado en dominios de dos y múltiples lases. Así mismo, se pro-ponen y evalúan algunas estrategias basadas en funiones de oste para tratarde reduir sus efetos.
• Capítulo 4: Las ANNs modulares son una tendenia en el diseño de la ANN.Están basadas en el prinipio de divide y venerás. En este apítulo se estudiaeste tipo de redes para tratar de resolver problemas desbalaneados de múltipleslases dividiendolos en subproblemas de dos lases, para así tratar el problemadel desbalane on métodos efetivos para dos lases y de forma independiente.
• Capítulo 5: En los últimos años ha resurgido el interés por examinar laalidad de la Muestra de Entrenamiento (ME) y la validez de sus elementos.En este apítulo se estudian y adaptan ténias tomadas del ontexto de la regladel veino más próximo para tratar de eliminar situaiones imperfetamentesupervisadas, elementos atípios y muestras en la zona de solapamiento, on la�nalidad de mejorar la efetividad de las ANNs entrenadas on bases de datosdesequilibradas. Se busa minimizar el área de onfusión de la lase minoritariay de esta forma reduir los efetos del desbalane.
• Capítulo 6: Este apítulo está dediado a resumir las prinipales onlu-siones obtenidas a lo largo de la investigaión, así omo las aportaiones másrelevantes. Se omentan brevemente los diferentes enfoques utilizados para re-duir los efetos del desbalane en las fases de entrenamiento y lasi�aiónde las redes MLP, RBF y RBF+VF. Para �nalizar se disuten algunas de laslíneas de mayor interés para futuras investigaiones.En síntesis, esta tesis presenta un estudio empírio omparativo de los efetosy posibles tratamientos del problema del desbalane de las lases (en dominios dedos y múltiples lases) sobre tres modelos de ANNs, entrenadas on el algoritmobak-propagation on proesamiento por grupos.
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Contenido2.1 Inspiraión biológia . . . . . . . . . . . . . . . . . . . . . 92.2 Bosquejo histório . . . . . . . . . . . . . . . . . . . . . . . 102.3 Neurona arti�ial . . . . . . . . . . . . . . . . . . . . . . . 122.4 Red Neuronal Arti�ial . . . . . . . . . . . . . . . . . . . . 152.5 Pereptron Multiapa . . . . . . . . . . . . . . . . . . . . . 212.6 Redes Neuronales de Funiones de Base Radial . . . . . 302.7 Red RBF vs MLP . . . . . . . . . . . . . . . . . . . . . . 372.8 Redes Modulares . . . . . . . . . . . . . . . . . . . . . . . . 372.9 Análisis del error en la ANN . . . . . . . . . . . . . . . . 432.10 Aspetos experimentales . . . . . . . . . . . . . . . . . . . 502.1 Inspiraión biológiaLa idea que impulsó el desarrollo de las Redes Neuronales Arti�iales (Arti�ial Neu-ral Networks, ANNs) ha sido la de imitar al sistema de proesamiento más omplejoque se onoe hasta ahora, el erebro humano. El erebro está formado por millonesneuronas organizadas en apas [Hilera 1995℄. Las neuronas son un tipo espeial deélulas nerviosas que proesan informaión. Están ompuestas de distintas partes:Cuerpo o soma, axón y dendritas [Jain 1996℄.Las neuronas se omunian unas on otras y on el exterior sin toarse a travésde unos espaios de interomuniaión llamados sinapsis [Russell 1996℄. La omuni-aión entre neuronas tiene lugar omo resultado de la liberaión de unas sustanias9



10 2.2. Bosquejo histórioeletro-químias llamadas neurotransmisores. Las dendritas reiben estas señaleselétrias (que pueden ser exitadoras o inhibidoras) mediante iones provenientes deotras neuronas, y se aumulan en el uerpo o soma de la neurona hasta alanzar unierto valor umbral1.En ese momento se genera un impulso que onsiste en liberar neurotransmisoresque a través del axón llegarán a las dendritas de otras neuronas (ver Fig. 2.1). Enel aso de las neuronas reeptoras su axón envía señales haia el erebro, y en el delas neuronas motoras manda señales desde el erebro haia el resto del uerpo2.La omplejidad del erebro humano es extraordinaria debido al enorme númerode neuronas y onexiones existentes entre ellas. Se estima que el erebro humanoontiene más de ien mil millones de neuronas y de 1.000 a 10.000 sinapsis porneurona [Chudler 2006℄.Es importante notar que aunque el tiempo de onmutaión de la neurona esmuho menor que los elementos de las omputadoras [Jain 1996℄, el erebro tienela apaidad de realizar tareas miles de vees más rápidas que las atuales super-omputadoras. Esta versatilidad es utilizada por el erebro humano a través de lainformaión que reibe por medio de los sentidos para interpretar su entorno: re-onoimiento de rostros, omuniaión mediante lenguaje natural, et.2.2 Bosquejo histórioEn la antigüedad Platón (427-347 a.C) y Aristóteles (384-422 a.C) dieron a onoerlas primeras expliaiones teórias sobre el erebro y el pensamiento. Las mismasideas sobre el proeso mental las mantuvieron Desartes (1596-1650) y los �lósofosempiristas del siglo XVIII [Hilera 1995℄. Sin embargo, la historia del onoimiento delas neuronas omenzó on el ientí�o aragonés Santiago Ramón y Cajal desubridorde la estrutura neuronal del sistema nervioso [Martín 2001℄.Más adelante, en 1943 el neuro�siólogo Warren MCulloh y el matemátio Wal-ter Pitts [MCulloh 1943℄ oniben una teoría aera de la forma de trabajar de lasneuronas arti�iales. En 1949 Donald Hebb [Hebb 1949℄ publia el libro �The orga-nization of behavior - a neurophysiologial theory" en el que se establee la onexiónentre la Fisiología y la Psiología. Propone una ley de aprendizaje que le permiteexpliar ualitativamente algunos ejemplos experimentales de aráter psiológio.En 1958 Rosenblatt [Rosenblatt 1958℄ publia �The Pereptron: a probabilistimodel for information storage & organization in the brain" donde se aborda uno1Valor mínimo de una magnitud a partir del ual se produe un potenial de aión.2La desripión que se presenta en esta seión es una visión general simpli�ada; la neurobiologíaes un tema muho más omplejo de lo que se esboza en este apartado. Informaión más detalladase puede enontrar en [Brunak 1990℄.
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Fig. 2.1: Esquema simpli�ado de una neurona biológia. Imagen tomada de[Gúzman 2004℄de los modelos neuronales de mayor impato en los iniios de la neuroomputaión.Rosenblatt opinaba que la herramienta de análisis más apropiada era la teoría deprobabilidades. Esta teoría se basa en la separabilidad estadístia para araterizarlas propiedades más visibles de estas redes de interonexión ligeramente aleatorias.En 1959 Bernard Widrow y Marial Ho� [Widrow 1960℄ desarrollan el modeloADALINE (ADAptative LINear Elements) equipado on un potente algoritmo deaprendizaje. Es la primera red neuronal apliada a un problema real3.Con la publiaión de �Pereptrons: An Introdution to Computational Geo-metry"4 por Marvin Minsky y Seymour Papert del Instituto de Tenología de Massa-hussets, surgen numerosas rítias que frenaron hasta 1982 el reimiento que es-taban experimentando las investigaiones sobre ANNs. A pesar de esto, algunosinvestigadores ontinuaron avanzando en este ampo del onoimiento.James Anderson plantea un modelo lineal llamado Asoiador Lineal y en 1977diseña una potente extensión a este modelo llamado Brain-State-in-a-Box (BSB)[Anderson 1977℄. Kunihiko Fukushima [Fukushima 1979℄ desarrolla el Neoognitron,un modelo de red neuronal para el reonoimiento de patrones visuales. TeuvoKohonen [Kohonen 1977℄ propone un modelo similar al propuesto por Anderson de3Fue usada omerialmente durante varias déadas omo �ltros adaptativos para eliminar eosen líneas telefónias.4En este trabajo se presentan las limitaiones del Pereptron de Rosenblatt. Prinipalmente laimposibilidad de este modelo de resolver problemas no linealmente separables.



12 2.3. Neurona arti�ialforma independiente.En 1982 oiniden numerosos eventos que haen resurgir el interés por las ANNs.John Hop�eld [Hop�eld 1982℄ presenta su trabajo sobre ANN en la Aademia Na-ional de Cienias de los Estados Unidos de Ameria5. En este trabajo esribe onlaridad y rigor matemátio una red a la que se ha dado su nombre, pero además,muestra ómo tales redes pueden trabajar de forma óptima.En 1987 Stephen Grossberg [Grossberg 1987℄ aporta importantes innovaioneson su modelo ART (Adaptative Resonane Theory) y junto a Mihel Cohen elaboraun importante teorema sobre la estabilidad de las ANNs reurrentes en términos deuna funión de energía. La publiaión de �PDP Books"6 editados por David Rumel-hart y James M Clelland supone un verdadero aonteimiento por la presentaióndel método de retropropagaión (�bak-propagation") [Rumelhart 1986℄.Por otra parte, en 1982 se elebra la U.S.-Japan Joint Conferene on Coopera-tive/Competitive Neuronal Networks, y la ompañía Fujitsu omienza el desarrollode omputadoras on apaidad de aprendizaje para apliaiones en robótia.En 1986 el Amerian Institute of Physis (AIP) iniia lo que ha sido la reuniónanual Neural Networks for Computing. En 1987 el IEEE elebra la primera on-ferenia internaional sobre ANN. Ese mismo año se forma la International NeuralNetworks Soiety (INNS). En 1988 surge la International Joint Conferene on NeuralNetworks (IJCNN) omo resultado de la unión entre la IEEE y la INNS.La alternativa europea es la International Conferene on Arti�ial Neural Net-works (ICANN) surgida en septiembre de 1991. También meree una refereniaaparte la reunión anual Neural Information Proessing System (NIPS) elebrada enDenver (Colorado) desde 1987.2.3 Neurona arti�ialEl modelo de neurona arti�ial más onoido es el de MCulloh-Pitts [MCulloh 1943℄.La teoría de MCulloh-Pitts se basa en ino suposiiones [Freeman 1991℄:1. La atividad de una neurona es un proeso todo-nada.2. Es preiso que un número �jo de sinapsis (> 1) sean exitadas dentro de unperiodo de adiión latente para que se exite una neurona.3. El únio retraso signi�ativo dentro de un sistema nervioso es el retardo sináp-tio.5National Aademy of Sienes of the United States of Ameria.6Parallel Distributed Proessing, Vol. I and II.



Capítulo 2. Redes Neuronales Arti�iales 134. La atividad de ualquier sinapsis inhibitoria impide por ompleto la exitaiónde la neurona en ese momento.5. La estrutura de la red de interonexiones no ambia on el transurso deltiempo.En la Fig. 2.2 se ilustra el modelo de neurona arti�ial de MCulloh-Pitts7.
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14 2.3. Neurona arti�ial3. Umbral o bias. Aumenta la apaidad de proesamiento de la neurona y elevao redue la entrada a ésta según sea su valor positivo o negativo.4. Sumador o integrador (net) que ombina linealmente las señales de entradaponderadas on sus respetivos pesos (wi) y el umbral.5. Funión de ativaión f(net) que suele limitar la amplitud de la salida de laneurona (y).La funión de ativaión es la que de�ne en última instania la salida de la neurona.En la Tabla 2.1 se muestra la analogía entre las neuronas biológias y las arti�ialesque se planteó en el modelo de MCulloh-Pitts.Tabla 2.1: Analogía entre las neuronas biológias y las arti�iales.Neurona biológia Neurona arti�ialSinapsis Pesos sináptios(w)Axón Respuesta de la neurona y(funión de ativaión f(net))Dendritas Señales de entrada (x)Soma Sumador o integrador (net)El modelo de MCulloh-Pitts asume varias suposiiones que no re�ejan el ver-dadero omportamiento de las neuronas biológias [Jain 1996℄. Sin embargo, dihomodelo ha sido generalizado de diferentes formas. Atualmente, la funión de ati-vaión puede admitir distintos modelos. Entre las más omunes podemos destaar:
• Funión lineal. Se utiliza uando no se desea aotar la salida de la neurona.

f(net) = c · net , (2.1)donde c es un valor onstante.
• Funión esalón. Adopta la forma

f(net) =

{

+1 si net > 0

−1 si net < 0
(2.2)y proporiona una salida bivaluada.
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• Funión sigmoidea. Es habitual en muhos modelos neuronales y provoa unatransformaión no lineal de su argumento. Una de las funiones más utilizadases la funión logístia de�nida por

f(net) =
1

1 + exp(−a · net + b)
, a > 0 , (2.3)donde a es el parámetro de inlinaión que ajusta la pendiente de la funión y

b el sesgo o bias.
• Funión Gaussiana. Su uso es omún uando se requiere de una transformaiónno lineal del espaio de entrada a otro on mayor dimensionalidad. Se puedeexpresar omo:

f(net) = c · exp

(−net2

2σ2

)

, (2.4)donde c es una onstante y σ2 la varianza o amplitud de la funión.2.4 Red Neuronal Arti�ialUna red neuronal arti�ial (Arti�ial Neural Network, ANN) es un prototipo deproesamiento de informaión inspirado en la estrutura del erebro humano uyoobjetivo es reproduir sus meanismos de aprendizaje. Esta onformada por un grannúmero de neuronas arti�iales interonetadas en base a un modelo que asigna unarespuesta a ada omponente, donde lo que se pretende emular no es la estruturabiológia sino su funionamiento.A lo largo del tiempo se han presentado numerosas de�niiones del onepto redneuronal arti�ial. A ontinuaión se presentan algunas de la más relevantes.
• En el DARPA Neural Network Study [DARPA-USA 1988℄ se de�ne que unaANN es un sistema ompuesto de muhos elementos simples de proeso operan-do en paralelo y uya funión está determinada por la estrutura de la red, lospesos de las onexiones y el proesado realizado en los elementos o nodos deálulo.
• En [Freeman 1991℄ se die que una ANN es un onjunto de proesadores enparalelo onetados entre sí en forma de grafo dirigido. Está organizado de talmodo que la estrutura de la red es la adeuada para el problema que se estáonsiderando.
• Zurada [Zurada 1992℄ establee que los sistemas de ANNs son sistemas elularesfísios que puedan adquirir, almaenar y usar onoimiento empírio.



16 2.4. Red Neuronal Arti�ial
• Nigrin [Nigrin 1993℄ de�ne a la ANN omo un iruito ompuesto de un númeroelevado de elementos simples de un proeso on una base neurológia. Cada ele-mento opera on informaión loal. Así, ada elemento opera asínronamentepor lo que no hay un reloj total del sistema.
• Haykin [Haykin 1999℄ propone que una ANN es un proesador distribuido y onestrutura paralela que tiene una tendenia natural a almaenar onoimientoexperimental haiéndolo apto para su uso. Se paree al erebro en dos osas:1) el onoimiento es adquirido por la red a través de un proeso de aprendizajey 2) este onoimiento se almaena en los pesos sináptios o onexiones entrelas neuronas.Independientemente de la de�niión a la que se haga referenia en una ANN sepueden identi�ar las siguientes araterístias:
• Está formada por elementos de proesamiento senillos.
• Tiene un alto grado de interonexión.
• La omuniaión se realiza por mensajes simples esalares.
• La interaión es adaptable entre elementos.
• Presenta una estrutura en paralelo o distribuida.2.4.1 Proeso de aprendizajeEl proeso de aprendizaje o entrenamiento de la ANN onsiste en modi�ar lospesos de las onexiones sistemátiamente para odi�ar la relaión de entrada-salida[Freeman 1991℄. En otras palabras, es el meanismo por el ual los parámetros libresde la ANN son adaptados a través de un proedimiento de estimulaión del ambienteen el ual está ontenida.El tipo de aprendizaje está determinado por la manera en la ual el ambio de losparámetros es realizado [Russell 1996℄. Este proeso implia la siguiente seueniade eventos:
• La red es estimulada por su entorno.
• La ANN sufre ambios en sus parámetros omo resultado de esta estimulaión.
• La ANN responde al entorno de manera diferente por los ambios ourridos ensu estrutura interna.



Capítulo 2. Redes Neuronales Arti�iales 17Lo más omún es usar la arquitetura y el tipo de aprendizaje omo riterios delasi�aión de las ANNs (ver Fig. 2.3). Es por ello que un tipo de lasi�aiónque se realiza sobre las ANNs obedee al tipo de aprendizaje utilizado por dihasredes. Así, se pueden distinguir dos tipos de aprendizaje: el supervisado y el nosupervisado. La diferenia fundamental entre ambos estriba en la existenia de unagente externo (supervisor) que ontrole este proeso.Un tipo espeial de aprendizaje es el híbrido que ombina el supervisado y el nosupervisado. Unas apas de la red utilizan un aprendizaje de naturaleza supervisadamientras que otras apas realizan un aprendizaje de forma no supervisada.Al onjunto presrito de reglas de�nidas para soluionar un problema de adquisi-ión de onoimiento se le llama algoritmo de aprendizaje. No existe un únio algo-ritmo de aprendizaje para el diseño de la red, y ada algoritmo obedee a una reglade aprendizaje espeí�a. Básiamente existen 4 reglas [Jain 1996℄:
• Correión de error: En el paradigma de aprendizaje supervisado se estableeun valor deseado (d) omo salida de la ANN para ada entrada (x). Duranteel proeso de aprendizaje la salida (y) generada por la red suele no ser iguala la salida deseada. El prinipio básio de la orreión del error es usar elerror generado por la red (d − y) para modi�ar las onexiones de los pesosgradualmente y así reduir este error.
• La regla de Boltzmann: Es una regla de aprendizaje estoástia obtenida apartir de prinipios de la teoría de la informaión y de la termodinámia. Elobjetivo del aprendizaje de Boltzmann es ajustar los pesos de onexión detal forma que el estado de las unidades visibles satisfaga una distribuión deprobabilidades deseada. Puede ser vista omo un aso espeial de orreióndel error, en el uál el error no es medido diretamente omo la diferenia entrela salida deseada y la atual, sino que orresponde a la orrelaión de las salidasde las neuronas.
• Regla Hebbiana: Es un meanismo dependiente del tiempo y de ámbito loal.Inrementa la e�ienia de una sinapsis en funión de la orrelaión entre lasatividades pre y post-sináptias. Si dos neuronas están simultanea y repeti-damente ativas, las onexiones entre ellas deben ser fortaleidas y en asoontrario deben ser debilitadas.
• Regla del aprendizaje ompetitivo: Suele deirse que las neuronas ompitenunas ontra otras on el �n de llevar a abo una tarea. Con este tipo deaprendizaje se pretende que uando se presenta a la red ierta informaión deentrada, sólo una de las neuronas de salida de la red o un ierto grupo deneuronas sean ativadas (hasta alanzar su valor de respuesta máximo). Por



18 2.4. Red Neuronal Arti�ialtanto, las neuronas ompiten para ativarse quedando �nalmente una o ungrupo omo neuronas venedoras, y el resto quedan anuladas siendo forzadasa que sus valores de respuesta sean mínimos.El otro riterio de organizaión de las ANNs es mediante la arquitetura quedisponen (ver Fig. 2.3). Se pueden tener dos posibilidades distintas: a) Si la arqui-tetura de la red no presenta ilos8 la red se llama unidireional (feedforward), yb) si se puede trazar un amino de una neurona a sí misma entones este tipo deredes se denominan reurrentes o realimentadas [Russell 1996℄.

Fig. 2.3: Esquema de las prinipales arquiteturas de ANN.2.4.2 Prinipales estruturas onexionistasAtualmente, existen una gran antidad de estruturas onexionistas o ANNs dis-tintas. En este apartado nos limitamos a mostrar algunas de las estruturas mássobresalientes. De [Jain 1996℄ se toma una visión generalizada de algunas de lasaraterístias más importantes de las ANNs y se presentan en la Tabla 2.2. Semuestran los tipos de arquiteturas, las reglas de aprendizaje, los algoritmos de en-trenamiento y algunas de las apliaiones en las que se han utilizado estas estruturasonexionistas.8No se puede trazar un amino de una neurona a sí misma.



Capítulo 2. Redes Neuronales Arti�iales 19Algunas apliaiones de las ANNsLas apliaiones prátias de esta rama de la investigaión ientí�a y tenológiason múltiples y no pareen tener �n. En el terreno de la mediina han apoyadola obtenión de diagnóstios on mayor preisión y menor riesgo para los paientes,además de permitir el análisis de las imágenes de diversos estudios línios, y failitarla elaboraión de mediamentos [Papik 1998℄.En apliaiones �nanieras se examinan diariamente los movimientos del merado�naniero y se realiza la prediión de los índies bursátiles on lo ual se ubre lafunión de asesoría. También hay programas que apoyan los proesos de transa-iones banarias mediante la deteión de fraudes [Chan 1999℄ no evidentes paraotros sistemas de ontrol.En el tema de la ediión de sonido un programa basado en este prinipio permitedisriminar voes o sonidos ambientales sin detrimento de las demás señales de lagrabaión. Graias a la apliaión de las redes neuronales también es posible lasi�ary busar imágenes en un atálogo dado, además de predeir ambios en los rasgosfaiales o en el omportamiento humano.Los estudios de nutriión han reibido el apoyo de las redes neuronales arti�iales,prinipalmente para el ontrol de alidad. Otros ejemplos se pueden enontrar en ladeteión de fraudes en llamadas telefónias [Fawett 1997℄, o en la identi�aión deprodutos defetuosos en la línea de ensamblaje para la fabriaión de automóviles[Murphey 2004℄.Una visión más detallada sobre las ANNs puede enontrarse en la letura delos trabajos de Lippmann [Lippmann 1988℄, Jain [Jain 1996℄, o los libros de Haykin[Haykin 1999℄ y Looney [Looney 1997℄.Tabla 2.2: Algunas araterístias importantes de las prinipalesde las estruturas onexionistasParadigma Regla Arquitetura Algoritmo ApliaionesAprendizaje EntrenamientoSupervisado Correión Pereptron Pereptron Reonoimientode error mono Adaline de formas,multiapa Madaline aproximaiónBak-propagation de funiones,ontrolBoltzman Reurrente Algoritmo de ReonoimientoBoltzman de formasHebbian Feedforward Análisis de Análisis demultiapa disriminaión datos,lineal Reonoimiento



20 2.4. Red Neuronal Arti�ialTabla 2.2: Algunas araterístias importantes de las prinipalesde las estruturas onexionistas (ontinuaión).Paradigma Regla Arquitetura Algoritmo ApliaionesAprendizaje Entrenamiento de formasCompetitiva Competitiva Cuantizaión Autoasoiaiónvetorial Compresión dedatosRedes ART ARTMap AutoasoiaiónReonoimientode formasNoSupervisado Correión Feedforward Proyeión de Análisis dede error multiapa Sammons datosHebbian Feedforward Análisis de Análisis yo ompetitiva omponentes ompresión deprinipales datosRedes de Memoria AutoasoiaiónHop�eld asoiativa optimizaiónCompetitiva Competitiva Cuantizaión Autoasoiaiónvetorial Compresión dedatosMapas Kohonen SOM Categorizaión,Autoorgani- análisis dezativos de datosKohonenRedes ART ART1, ART2 CategorizaiónHíbrido Correión RBF Bak-propagation Reonoimientode error y regresión y de formas,ompetitiva ténias de aproximaiónagrupamiento9 de funiones,prediión yontrol
9Las ténias de agrupamiento tratan de reunir objetos semejantes mediante el uso de riteriosde similaridad.



Capítulo 2. Redes Neuronales Arti�iales 212.5 Pereptron MultiapaEl Pereptron Multiapa (Multilayer Pereptron, MLP ) es uno de los modelos deANNs más onoidos y utilizados en la atualidad [Jain 1996℄. Se ha apliado atareas de lasi�aión, prediión, aproximaión de funiones y ontrol.Nae en el ampo de la inteligenia arti�ial omo un intento de modelar la es-trutura neuronal del erebro y la apaidad de aprendizaje de este sistema biológio[Haykin 1999℄.El MLP es una estrutura interonexionista ompuesta por una o más apasoultas entre los nodos de entrada y los de salida [Lippmann 1988℄. Estas apasestán integradas por nodos que pueden o no estar onetados diretamente a losde entrada y a los de salida. Se arateriza fundamentalmente porque no existenonexiones entre neuronas de la misma apa ni onexiones haia atrás. Cada apaalimenta a todas las neuronas de la apa siguiente.En el MLP la antidad de neuronas de entrada se orresponde on la dimensióndel vetor de entrada (x) y el número de neuronas en la apa de salida on el totalde lases en la ME. La antidad de neuronas y apas oultas no está prede�nida porlo que ha sido objeto de estudio durante muhos años [Haykin 1999℄. La Fig. 2.4muestra un MLP on tres apas: entrada, oulta y salida.
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22 2.5. Pereptron MultiapaUn MLP es onsiderado un prototipo de entrada-salida dado que a ada entradaxn = [x1, x2, ..., xI ] se produe una salida zn dondezn = f(yn,U), para yn = f(xn,W), (2.5)W =
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,y la funión de ativaión f(·) es de�nida omo
f(net) = 1/(1 + exp(−a · net + c)) , (2.6)o bien

f(net) = a · tanh(b · net + c) , (2.7)donde a, b y c son onstantes, y net10 es el sumador o integrador que ombinalinealmente las señales de entrada de la neurona on sus respetivos pesos. Ambasfuniones (E. 2.6, E. 2.7) umplen on dos ondiiones fundamentales:
• No linealidad: neesaria para superar los inonvenientes de la separabilidadlineal.
• Difereniabilidad: impresindible para el uso de algoritmos de entrenamientoo aprendizaje robustos.El MLP supera muhas de las limitaiones del pereptron de Rosenblatt perono fue utilizada en el pasado por falta de un algoritmo de entrenamiento efetivo[Lippmann 1988℄. Más adelante on la popularizaión del algoritmo bak-propagation[Rumelhart 1986℄ el MLP se onvirtió en una atrativa alternativa para la resoluiónproblemas omplejos.2.5.1 Algoritmo Bak-propagationEl proeso de aprendizaje o entrenamiento del MLP onsiste en la estimaión desus parámetros libres (pesos de la red). El algoritmo bak-propagation desrito (for-malmente) en primer lugar por Werbos [Werbos 1974℄, posteriormente por Parker[Parker 1985℄ y �nalmente por Rumelhart [Rumelhart 1986℄, es el método de apren-dizaje más ampliamente utilizado en el MLP. Esta basado en una ténia de desenso10En el aso de la Fig. 2.4, la variable net puede asumir dos valores dependiendo de la apa enque se enuentre (en la oulta netj =

∑I

i=1 wijxi, o en la salida netk =
∑J

j=1 ujkyj).



Capítulo 2. Redes Neuronales Arti�iales 23por gradiente que utiliza la minimizaión del error uadrátio medio (Mean SquareError, MSE ) mediante un proeso iterativo. El MSE es de�nido omo:
E(V ) =

1

2N

N
∑

n=1

K
∑

k=1

(dn
k − zn

k )2 , (2.8)donde dn es la salida esperada de la red, V = {W,U} los parámetros libres de lared, y zn(·) la salida real. N es el total de muestras de entrenamiento y K el númerode lases.El método de desenso por gradiente iterativo puede ser formulado omo sigue
V t+1 = V t + ηi∇E(V t) , (2.9)donde t es la t-ésima iteraión y ηi la razón de aprendizaje o learning rate11 (0 <

ηi ≤ 1). Al pasar de la iteraión t a la t + 1 el algoritmo aplia la orreión
∇V = V t+1 − V t = ηi∇E(V t) , (2.10)en la direión opuesta al vetor gradiente ∇E(V t).En términos generales, el algoritmo bak-propagation para un MLP de tres apasse puede resumir omo sigue:1. Iniializar aleatoriamente on valores pequeños los pesos de la red. General-mente on valores entre −0.5 y 0.5.2. Aleatoriamente elegir una muestra de entrada x(n).3. Propagar la señal haia adelante a través de la red.
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i )) , (2.11)donde z

(n)
k es la salida de la red para la entrada x

(n)
i ; g(·) y h(·) representan lafunión de ativaión (E. 2.6).4. Calular δL

k para la apa de salida.
δL
k = [z
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k (1− z

(n)
k )](d

(n)
k − z

(n)
k ) , (2.12)donde L es el número de apas oultas mas 1 (en este aso L = 2).11Ésta tiene una enorme in�uenia en la onvergenia del método [Anand 1993, Looney 1997℄.



24 2.5. Pereptron Multiapa5. Calular las deltas (δ) para las apas previas por propagaión del error haiaatrás.
δl
j = [yn

j (1− y
(n)
j )]
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∑
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u
(t)
jk δL

k , (2.13)para l = (L−1), ..., 1, donde t = (1, ..., T ) es el número de iteraión o repetiióndel algoritmo.6. Atualizar los pesos usando
u
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k y
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j )(t), (2.14)para la apa de salida y
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(t)
ij + (ηiδ

l
jx

(n)
i )(t), (2.15)para la apa oulta.7. Regresar al paso 2 y repetir para la siguiente muestra hasta alanzar el mínimode error (�jado a priori) o hasta alanzar el número máximo de iteraiones.En el anexo B se presenta a mayor detalle el desarrollo matemátio seguido parala obtenión de las reglas de atualizaión del algoritmo bak-propagation.2.5.2 Razón de aprendizaje y MomentoEn el algoritmo bak-propagation la eleión apropiada de la razón de aprendizaje (η)es un fator rítio para la efetividad de la red [Looney 1997℄, porque determina lamagnitud de las atualizaiones en los pesos. Si η es demasiado pequeña la veloidadde la onvergenia es exesivamente lenta y la probabilidad de quedar atrapado en unmínimo loal se eleva, mientras que si η es demasiado grande ondue a inestabilidad(osilaiones) dentro de la funión de error on el peligro de pasar por enima delmínimo global [Haykin 1999℄.Para ayudar a disminuir las osilaiones en la funión de error de una iteraión aotra e inrementar la veloidad de onvergenia, en [Rumelhart 1986℄ se propone laténia llamada momento (µ). Cuando se alula el valor del ambio de peso ∇v seañade una fraión del ambio anterior. Este término adiional tiende a mantener losambios de peso en la misma direión: de aquí el término momento [Freeman 1991℄.La adiión del término momento µ da omo resultadov(t+1) = v(t) + η∇v(t) + µ∇v(t−1), 0 < µ < 1, (2.16)donde t es la t-ésima iteraión y v el vetor de pesos. Los valores más omúnmenteusados para el momento son µ ≈ 0.9 [Duda 2001℄.



Capítulo 2. Redes Neuronales Arti�iales 252.5.3 Arquitetura del MLPEn la estrutura del MLP es fundamental la eleión del número de apas oultas y laantidad de nodos en ada una de ellas. En [Lippmann 1988℄ se india que los MLP deuna apa oulta son apaes de produir regiones de deisión linealmente separables,las de dos apas pueden generar zonas onvexas erradas o abiertas, y �nalmente lasde tres apas poseen la apaidad de dividir el espaio de observaión en áreas dediversas formas. En [Cybenko 1989℄ se estudia la apaidad de representaión delMLP en relaión al número de apas oultas. Ahora se sabe que un MLP on unaapa oulta es apaz de enontrar ualquier relaión que pueda ser aproximada poruna funión ontinua, y que on dos apas oultas ualquier relaión que impliquefuniones disontinuas [Russell 1996℄. No obstante, se ha demostrado que para lamayoría de los problemas bastará on una apa oulta [Funahashi 1989℄.Otro problema relaionado a la topología del MLP es la determinaión del númeroóptimo de nodos por apa oulta. A diferenia de la eleión del número de apasoultas, la identi�aión del número de neuronas oultas neesarias para resolverun problema es aún más ompliado. Al día de hoy no existe ninguna soluiónsistematizada que sea ompletamente aeptada para realizar esta labor. Sin embargo,algunos métodos se han desarrollado on este propósito. En la tabla 2.3 se muestranalgunas de estas estrategias.La importania de obtener el número idóneo de neuronas oultas desansa en elheho de que determinan la apaidad de representaión de la red y la omplejidadde la frontera de deisión [Duda 2001℄.En la atualidad, el proeso más omún para la estimaión del número de ele-mentos en la apa oulta es realizado mediante prueba y error. En otras palabras,el investigador usando su experienia �ja el número de nodos para ada apa oulta.2.5.4 Heurístias para mejorar el rendimiento del algoritmo bak-propagationA menudo se die que el diseño de una red neuronal es más un arte que una ieniaen el sentido de que el ajuste de muhos de sus parámetros depende diretamentede la experienia personal del diseñador. Sin embargo, existen métodos que mejoransigni�ativamente el desempeño del algoritmo bak-propagation. En [Haykin 1999℄se desriben los siguientes.Atualizaión seuenial o proesamiento por grupos (�bath mode")La prinipal diferenia entre el proesamiento por grupos y el seuenial reside en laforma de alular el error de propagaión haia atrás. En el proesamiento seuenial



26 2.5. Pereptron MultiapaTabla 2.3: Número óptimo (NJ) de neuronas oultas sugerido en algunos trabajos.
NI representa la antidad de neuronas en la apa de entrada, Nw identi�a el númerototal de onexiones en la red, N es la antidad de muestras de entrenamiento y NKlas neuronas orrespondientes a la apa de salida.Autor(es) EstrategiaHeht-Nielsen [Heht-Nielsen 1990℄ NJ ≤ NI + 1Jadid y Fairbairn [Jadid 1996℄ NJ = N

R+NI+NK
donde R = −5Lahtermaher y Fuller [Lahtermaher 1995℄ 0.11N

NI+1 ≤ NJ ≤ 0.3N
NI+1Masters [Masters 1993℄ NJ ≈ (NI ·NK)1/2Pao [Pao 1989℄ NJ = 2NI ; o NJ = NI + 1;Duda et al. [Duda 2001℄ Nwk ≈ N

10
Nwk onexiones por unidad oultaUpadhaya and Eryureka [Upadhyaya 1992℄ Nw = Nlog2(N);

Nw esta relaionado a NJel error es obtenido a partir de la entrada de ada prototipo xn, mientras que en elproesamiento por grupos éste es estableido omo el promedio de error de todos losprototipos ontenidos en la ME.El proesamiento seuenial presenta dos ventajas fundamentales: 1) Es simplede implementar y 2) proporiona soluiones efetivas a problemas omplejos.Por su parte, el proesamiento por grupos failita el estableimiento de ondi-iones teórias para la onvergenia del algoritmo, además de simpli�ar su pa-ralelizaión.Maximizaión de la informaión ontenida en los datos de entrenamientoLos datos presentados al algoritmo bak-propagation deberían elegirse basándose enque la informaión ontenida en estos datos sea lo más grande posible para adatarea. Esto pude ser logrado de dos formas distintas: 1) el uso de ejemplos que



Capítulo 2. Redes Neuronales Arti�iales 27resulten en el mayor error de entrenamiento, o 2) utilizando ejemplos radialmentediferentes de aquellos previamente proesados. Estas dos heurístias están motivadaspor el deseo de busar en mayor profundidad el espaio de pesos.En las tareas de lasi�aión de muestras usando el algoritmo bak-propagationen modo seuenial, es omún utilizar una ténia simple que onsiste en presentaraleatoriamente los datos de entrenamiento en ada iteraión.Una ténia más re�nada es presentada en [LeCun 1993℄. Para entrenar la red sepresentan más muestras �difíiles" que �fáiles". Por �difíiles" entiéndase aquelloselementos que generan mayor error durante el entrenamiento, mientras que los �fá-iles" tendrán un omportamiento opuesto. Sin embargo, esta ténia presenta lossiguientes inonvenientes 1) altera la distribuión de los datos y 2) es muy sensiblea la existenia de muestras atípias o mal lasi�adas.Funión de ativaiónLos MLP entrenados on el algoritmo bak-propagation pueden aprender más rápida-mente12, uando la funión de ativaión orresponde a un modelo de neurona queutilie una funión de ativaiones antisimétria13. Esta ondiión no es satisfehapor la funión logístia (E. 2.6), y sí por la funión de ativaión tangente hiper-bólia de�nida en la E. 2.7.Valores objetivoEs importante que los valores objetivo (las respuestas deseadas de la red) sean elegi-dos dentro del rango de la funión de ativaión. Más espeí�amente, la respuestadeseada dk para la neurona k en la apa de salida del MLP debería ser desplazadamediante un valor de ompensaión ǫ, alejándola del valor de la funión de ativaióndependiendo de si este valor es positivo o negativo. De lo ontrario, el algoritmo bak-propagation tiende a llevar a in�nito los parámetros libres de la red y el proeso deaprendizaje se hae más lento al ser dirigido por neuronas oultas en saturaión.Normalizaión de los datosLos datos de entrada a la red deberían ser preproesados de manera que su valormedio sobre el onjunto de entrenamiento ompleto este erano a ero o pequeñoomparado on su desviaión estándar [LeCun 1993℄. Para apreiar el signi�adoprátio de esta regla onsideremos el aso extremo donde las variables de entradason onsistentemente positivas.12En términos de número de iteraiones.13Se die que una funión de ativaión f(v) es antisimétria si f(−v) = −f(v).



28 2.5. Pereptron MultiapaEn esta situaión, los pesos de una neurona en la primer apa oulta sólo puedeninrementarse juntos o derementarse juntos. En onseuenia, si el vetor de pesosde esas neuronas tiene que ambiar de direión sólo puede haerlo al zigzaguear suamino a través de la super�ie de error, proeso que es normalmente lento y deberíaser evitado.Para aelerar el entrenamiento del bak-propagation el proeso de normalizaióndebe inluir dos aspetos: 1) los datos de entrenamiento deben ser no orrelaionadosy 2) sus ovarianzas deben tomar valores aproximadamente iguales [LeCun 1993℄.IniializaiónUna buena eleión de los valores iniiales de los pesos y los umbrales puede ser degran ayuda en el diseño exitoso de la red. La pregunta lave es: ¾Cuál es una buenaeleión?.Cuando a los pesos se les asignan valores iniiales grandes es altamente probableque las neuronas de la red entren en saturaión. Si esto ourre los gradientes loalesen el algoritmo bak-propagation asumen valores pequeños, lo ual a su vez ausaráque el proeso de aprendizaje sea más lento. Sin embargo, si a los pesos se les asignanvalores iniiales pequeños el algoritmo bak-propagation puede operar en un áreamuy aplanada alrededor del origen de la super�ie de error; esto es partiularmenteierto en el aso de las funiones de ativaión antisimétrias [Haykin 1999℄ omo lafunión tangente hiperbólia (E. 2.7). Por estos motivos debe evitarse el uso devalores tanto grandes omo pequeños para la iniializaión de los pesos.La eleión apropiada para la iniializaión ae en algún lugar en medio de estosdos asos extremos.Aprender desde pistasAl aprender a partir de un onjunto de entrenamiento se trabaja on una funión
S(·) que establee una relaión entrada-salida desonoida. El proeso de aprendizajeexplota la informaión ontenida en los ejemplos aera de la funión S(·) para inferiruna implementaión aproximada de ella.El proeso de aprendizaje desde ejemplos puede ser generalizado para inluiraprendizaje desde pistas, que puede lograrse inluyendo informaión previa que sepueda obtener de la funión S(·) en el proeso de aprendizaje [Abu-Mostafa 1995℄.Tal informaión puede inluir propiedades de la varianza, simetrías, o ualquier otroonoimiento aera de la funión S(·) que puede emplearse para aelerar la búsquedade su implementaión aproximada y aún más importante, mejorar la alidad de laestimaión �nal.



Capítulo 2. Redes Neuronales Arti�iales 29Razón de aprendizaje: meanismo para aelerar la onvergeniaTodas las neuronas en un MLP idealmente aprenderían a la misma veloidad. Sinembargo, las últimas apas usualmente tienen gradientes loales mayores que lasapas en la parte iniial de la red. Por lo tanto, se debería asignar una tasa deaprendizaje η on un valor más pequeño en las últimas apas que en las primeras.Las neuronas on muhas entradas deberían tener una tasa de aprendizaje menorque las neuronas on poas entradas, de manera que el tiempo de aprendizaje seasimilar para todas las neuronas de la red. En [LeCun 1993℄ se sugiere que para unaneurona dada, la tasa de aprendizaje debería ser inversamente proporional a la raízuadrada de los pesos onetados a esa neurona14.2.5.5 Modi�aiones al algoritmo bak-propagationEn la atualidad se han propuesto diversas alternativas al algoritmo bak-propagationdirigidas a superar sus de�ienias. Estas propuestas tienen el objetivo de aelerarla onvergenia del método. Por ejemplo, la regla delta-bar-delta está basada en lautilizaión de razones de aprendizaje adaptativas [Jaobs 1988℄, o el Quikprop quese entra en la modi�aión de los pesos en funión del valor gradiente obtenido enla iteraión atual y la anterior [Fahlman 1988℄.Por otra parte se ha propuesto la apliaión del gradiente onjugado para evitarque la red quede atrapada en mínimos loales [Haykin 1999℄. El algoritmo basadoen gradiente onjugado onsiste en el álulo de la segunda derivada del error onrespeto a ada peso, y en obtener el ambio a realizar a partir de este valor y el dela primera derivada.Algunos trabajos relativamente reientes en redes neuronales utilizan métodosestoástios de optimizaión, los uales no requieren derivadas y tienen la ventajade que pueden eludir mínimos loales. Entre estas estrategias abe itar el métodode Nelder y Mead ombinado on mínimos uadrados lineales [Hsu 1999℄, el reoidosimulado [Bárdossy 1998℄ y los algoritmos genétios [Yao 1993℄.La abundania de trabajos sobre el ajuste de pesos india que no hay un proe-dimiento omúnmente aeptado, y que para ada ANN el éxito de la misma dependede la e�ienia del método de optimizaión y de su apaidad para eludir los mínimosloales.14Para mayor detalle el letor interesado debería estudiar los apítulos V de [Looney 1997℄, elVIII de [Rojas 1996℄, la seión 4.6 y 6.8 de [Haykin 1999℄ y [Duda 2001℄ respetivamente, queestán dediados a estudiar diversos algoritmos diseñados para dar mayor estabilidad y eleridad ala onvergenia del MLP entrenado on métodos de desenso por gradiente.



30 2.6. Redes Neuronales de Funiones de Base Radial2.6 Redes Neuronales de Funiones de Base RadialLas redes reuronales de Funiones de Base Radial (Radial Basis Funtion, RBF)son un poderoso tipo de redes de propagaión haia adelante [Looney 1997℄. Estasredes fueron introduidas a �nales de los años 80 en la soluión de problemas deinterpolaión de funiones multivariadas [Powell 1987℄.En los últimos años por la simpliidad de su arquitetura y método de entre-namiento, las redes RBF se han onvertido en una atrativa alternativa al MLP[Wettsherek 1992, Uykan 2000℄. La prinipal diferenia entre las redes RBF y elMLP esta en la funión de ativaión de los nodos oultos [Ding 2004℄.Una red RBF se arateriza por tener sólo tres apas que realizan atividadesdiferentes (Fig. 2.5). La apa de entrada relaiona a la red on el entorno. Lasegunda apa o también llamada oulta aplia una transformaión no lineal al espaiode entrada15. La terera apa o de salida es lineal y sólo da las respuestas de la reda las estimulaiones reibidas del entorno.
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Fig. 2.5: Arquitetura general de una red RBF: I nodos en la entrada, J neuronasoultas y K nodos de salida. zn es la salida real de la red y dn la esperada para laentrada xn. wjk son los pesos de la red (k = 1...K; j = 1...J).15Observe que no existen pesos entre los datos de entrada y las unidades oultas.



Capítulo 2. Redes Neuronales Arti�iales 31El modelo de red RBF estándar puede ser formulado omo sigue
zk(x) =

J
∑

j=1

wjkhj(‖x − cj‖) + w0k , (2.17)donde
hj(‖x− cj‖) = exp

(

−‖x− cj‖2
2σ2

j

)

, (2.18)
‖ · ‖ representa la norma Eulidiana, hj es la funión ativaión en la apa oultaon entro en cj y varianza σ2

j . El vetor de pesos (wjk) establee la relaión entrela apa oulta y la de salida, w0k representa el valor asignado al sesgo o �bias".2.6.1 Proeso de aprendizajeEl entrenamiento o aprendizaje de una red es el proeso por el ual los parámetroslibres de la red son adaptados a partir de las estimulaiones reibidas del ambiente,y de esta forma puedan desempeñar las tareas que se les asignen e�ientemente[Jain 1996℄. En el aso partiular de las redes RBF, los parámetros libres que hayque adaptar al problema son: pesos (w), entros (c) y varianzas (σ2) [Looney 1997℄.Antes de iniiar el proeso de entrenamiento de la red se deben onsiderar dosaspetos básios: a) seleionar el modelo de RBF para la apa oulta y b) determinarel número neesario de neuronas oultas para resolver el problema.Algunos modelos de RBF se muestran a ontinuaión:1. Cuadrátia: h(x) = (x2 + c2)
1
2 para algún valor c > 0 y x ∈ R2. Cuadrátia Inversa: h(x) = 1

(x2 + c2)
1
2
para algún valor c > 0 y x ∈ R3. Funión Gaussiana: h(x) = exp(− (x−c)2

2σ2 ) para algún valor c > 0 y x ∈ REn la red RBF es omún el uso de funiones basadas en una distribuión deprobabilidad normal o Gaussiana (E. 2.18) [Ghodsi 2003℄ y determinar empíria-mente el número de neuronas de la apa oulta. No obstante, en los últimos años seha inrementado el interés por automatizar este proeso [Shölkopf 1997, Xu 1998,Harpham 2004℄.2.6.2 Aprendizaje HíbridoLas apas de la red RBF realizan diferentes tareas. Por lo tanto, el entrenamientode la red puede ser dividido en dos fases [Haykin 1999℄. La primera fase onsiste endeterminar el número y posiiones de los entros, así omo la varianza de las RBF enla apa oulta. La segunda fase orresponde a la estimaión de los pesos de la red.



32 2.6. Redes Neuronales de Funiones de Base Radial2.6.3 Loalizaión de los entros de las RBFEstudios teórios y empírios han mostrado que el rendimiento de las redes RBFdependen diretamente de los valores usados por la apa oulta [Uykan 2000℄.Existen numerosas formas de entrenar una red RBF y se reonoen por la formaen omo los entros son loalizados [Shwenker 2001℄. A ontinuaión, se desribenbrevemente dos de las formas más omunes para realizar esta tarea.Seleión aleatoriaUna de las ténias más senillas para la seleión de los entros onsiste en elegirlosde forma aleatoria desde los datos de entrada. Este método no puede ser onsideradoóptimo [Lowe 1989℄ ya que se asume que los datos de entrenamiento están dispuestosde auerdo a la distribuión real del problema.Estrategias lusteringOtro enfoque es el uso de estrategias de lustering para la ubiaión de los entros dela red [Shwenker 2001℄. Por ejemplo, el algoritmo k -means16 [Duda 2001℄, el LVQ(learning vetor quantization) [Gray 1984℄, o los mapas autoorganizados de Kohonen(Selft Organization Maps, SOM) [Kohonen 1990℄.2.6.4 Desviaión EstándarPara �jar el valor de la desviaión estándar de las RBF se suele utilizar algún valorheurístio. En [Haykin 1999℄ se sugiere el uso de un valor proporional a la distaniamáxima entre los entros omo se expresa a ontinuaión:
σ =

dmax√
2J

, (2.19)donde dmax es la distania máxima entre los entros elegidos y J el número deentros. Esta fórmula asegura que la forma de las funiones no sea demasiado suaveni exesivamente pronuniada, ondiiones que deben ser evitadas.No obstante, al estableer el mismo valor de σ para todas las RBF se asume quelos datos están distribuidos de manera uniforme, situaión que poas vees ourre enla prátia [Benoudjit 2003℄.En [Saha 1989℄ se sugiere una σ distinta para ada RBF y se propone el uso dela estrategia heurístia nearest neighbour (E. 2.20). El valor de σj se obtiene de16Es el algoritmo más freuentemente empleado on este propósito.



Capítulo 2. Redes Neuronales Arti�iales 33multipliar la distania entre el entro cj y su veino más próximo cp por un valoronstante de solapamiento (r).
σj = r ·min(‖cj − cp‖) . (2.20)Se han propuesto otras alternativas heurístias para la ubiaión de σ, por ejem-plo, el p-nearest neighbour [Moody 1989℄. En este proedimiento σ es estableidaomo el promedio de las distanias del entro cj y sus p veinos más próximos (E.2.21).

σj =
1

p

(

p
∑

i=1

‖cj − ci‖2
)

1
2

. (2.21)2.6.5 Cálulo del vetor de pesosAl obtenerse los parámetros libres de la apa oulta (c y σ) solo resta estimar losvalores de los pesos (W) de la red. Esta tarea se puede realizar a través de laapliaión de algún método de optimizaión lineal [Jain 1996℄.Suponiendo que f(xn) = dn es la salida deseada para la entrada xn (n = 1, ..., N).La E. 2.17 se puede generalizar mediante notaión matriial de la siguiente manera:
HW = D (2.22)en otras palabras,











h(·)11 h(·)12 · · · h(·)1J

h(·)21 h(·)22 · · · h(·)2J... ... ... ...
h(·)N1 h(·)N2 · · · h(·)NJ





















w11 · · · w1K

w21 · · · w2K... ... ...
wJ1 · · · wJK
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d11 · · · d1K

d21 · · · d2K... ... ...
dN1 · · · dNK











,donde H = (hn(xn)), J el número de entros y K el número de lases en la ME ounidades en la apa de salida (ver Fig. 2.5).A partir de la E. 2.22 se puede alular W omo sigue
W = H

+
D = (HT

H)−1
H

T
D , (2.23)donde H

+ es la matriz pseudo-inversa de H. En [Golub 1996℄ se estudian algunosalgoritmos e�ientes para el alulo de la matriz pseudo-inversa.



34 2.6. Redes Neuronales de Funiones de Base Radial2.6.6 Aprendizaje SupervisadoLas redes RBF al igual que el MLP pueden ser entrenadas por métodos similares dedesenso por gradiente [Ding 2004℄. Así, los parámetros U = {w, c, σ} de la red RBFson obtenidos simultáneamente. A ontinuaión, se presenta una breve desripióndel algoritmo bak-propagation en el ontexto de las redes RBF .Considérese el error ometido por la ANN (E. 2.8), donde la salida real es:
zk(xn) =

J
∑

j=1

wjkhj(‖x− cj‖) + w0k . (2.24)Por lo tanto, nos interesa enontrar una soluión que minimie el MSE (E. 2.8).Esta situaión se puede formular omo un problema de optimizaión sin restriiones.La ondiión neesaria para el valor óptimo es que∇E(U∗) = 0 y que E(U∗) ≤ E(U).Una de las estrategias más populares para la minimizaión del MSE es el métodode desenso por gradiente desrito en la seión 2.5.1. La lave en este método esenontrar los ∇ apropiados para atualizar en ada iteraión los parámetros U =
{w, c, σ}.Al desomponer la E. 2.8 se tiene:

E(U) = E(1) + E(2) + · · ·+ E(N) , (2.25)donde el error parial es
E(n) =

K
∑

k=1

1

2
(dk − zk)

2 , (2.26)y así el problema es simpli�ado, y a partir de la E. 2.26 se pueden obtener lassiguientes reglas de atualizaión para la red RBF.
∇wjk = − ∂E

∂wjk
= −

N
∑

n=1

hj(‖xn − j‖)(dn
k − fn

k ) , (2.27)
∇cji = − ∂E

∂cji
= − 1

σ2
j

N
∑

n=1

[

K
∑

k=1

(dn
k − fn

k )wjk

]

hj(‖xn − j‖)(xn − cji) , (2.28)
∇σj = − ∂E

∂σj
= − 1

σ3
j

N
∑

n=1

K
∑

k=1

(dn
k − fn

k )wjkhj(‖xn − j‖)‖xn − j‖2 . (2.29)Para profundizar en este tema onsúltese el Anexo B donde se presenta el desa-rrollo seguido para llegar a estos resultados.Los parámetros libres (U) de la red también pueden ser obtenidos por algún otrométodo de optimizaión no lineal, omo por ejemplo el método de Quasi-Newton[Lowe 1989℄ o el de gradiente onjugado [Wettsherek 1992℄.



Capítulo 2. Redes Neuronales Arti�iales 352.6.7 Otros enfoques de aprendizajeMúltiples investigaiones han sido dirigidas a la onstruión de la red RBF a partirde otros modelos. Por ejemplo, en [Shölkopf 1997℄ se hae uso de máquinas devetores soporte (SVM) para determinar el número y loalizaión de los entros delas RBF.En [Kubat 1998℄ la fase de entrenamiento no supervisada de la red es realizada apartir de la onstruión de un árbol de deisión donde ada hiperretángulo generadopor el árbol es interpretado omo un luster o nodo de la red.Por otra parte en [Xu 1998℄, las redes RBF son presentadas omo asos espeialesdel modelo Alternative Mixture of Experts (ME) [Xu 1995℄, y los parámetros de laapa oulta y de salida son obtenidos por el algoritmo Expetation-Maximization(EM) [Jordan 1994, Jordan 1995℄.Otra tendenia es la utilizaión de algoritmos genétios [Holland 1992℄. La de-terminaión del número de entros, así omo su loalizaión y varianzas, o la obten-ión de todos los parámetros de la red se han resuelto on el uso de estos métodos[Harpham 2004℄.2.6.8 Red RBF + el Vetor Funional de Pao (red RBF+VF)Las redes RBF + el vetor funional (funtional link nets) (red RBF+VF) es unavariante del vetor funional (funtional link net) de Pao [Pao 1994℄, o de las redesRBF según quiera verse [Dash 2007℄. Es más general que las redes RBF porque tienetanto onexiones no lineales omo lineales.En la Fig. 2.6 se observa que esta estrutura de red se diferenia de las redes RBFporque inluye pesos extras (u) entre la apa de entrada y la de salida (onexioneslineales).Según Looney la prinipal ventaja de las redes RBF+VF es que neesita de unmenor número de nodos oultos, y la adiión de onexiones inrementa su apai-dad de aprendizaje [Looney 1997℄. Teóriamente, la red RBF+VF debería produirmejores resultados que las redes RBF [Looney 2002℄.En general, la red RBF representa un modelo no lineal para la relaión entrada-salida, mientras que las redes RBF+VF inluyen un modelo no lineal y otro lineal(onexiones extras u). Así, la parte lineal del problema no neesita ser aproximadopor un modelo no lineal [Looney 2002℄. Por lo tanto, el modelo red RBF+VF es másompleto que el modelo no lineal red RBF. De heho, una red RBF es la parte nolineal de la red RBF+VF.De manera formal la salida de una red RBF+VF (ver Fig.2.6) se puede expresaromo sigue
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zk(xn) =

J
∑

j=1

wjkhj(‖x− cj‖) + uikxi . (2.30)Observe que la únia diferenia on la E. 2.24 es la adiión del vetor funionalu.



Capítulo 2. Redes Neuronales Arti�iales 372.7 Red RBF vs MLPLas redes RBF y el MLP son ejemplos laros de redes de propagaión haia ade-lante (feedforward) on apas no lineales [Haykin 1999℄. Ambas redes son onside-radas aproximadores universales [Looney 1997℄. Otra araterístia en omún, esque pueden ser entrenadas on métodos similares de desenso por gradiente (porejemplo, on el algoritmo bak-propagation) [Shwenker 2001℄. No obstante, estosdos modelos neuronales presentan importantes diferenias [Haykin 1999, Ding 2004℄.1. Las redes RBF tienen una apa oulta y el MLP pueden tener una o más.2. Generalmente, en el MLP los nodos oultos y los de salida tienen el mismomodelo neuronal mientras que en las redes RBF el modelo neuronal de la apaoulta y la de salida es distinto.3. Los MLP generan una aproximaión global de la relaión no lineal entrada-salida, en tanto que en las redes RBF esta relaión es loal.4. La prinipal diferenia entre las redes RBF y los MLP está en la funión deativaión de los nodos oultos. En las redes RBF depende de la distaniaentre los vetores de entrada y los entros de la red, mientras que en el MLPdepende de el produto del vetor de entrada y el vetor de pesos.2.8 Redes ModularesEn las seiones 2.6 y 2.5 se desriben dos de los modelos de ANNs de propagaiónhaia adelante de mayor popularidad en la atualidad, los MLP y las redes RBF.El MLP se arateriza por el heho de que todos los nodos de la red aportaninformaión para el proesamiento de ada entrada (proesamiento global), mientrasque en la red RBF sólo parte de la red se involura en diho proesamiento (proe-samiento loal). Esta situaión realza la naturaleza omplementaria que existe entreel uno y el otro [Rono 1995℄.En [Jaobs 1990℄ se destaa la importania de lograr un nivel intermedio entreproesamiento loal y global dado que muhas apliaiones no son de naturalezaabsolutamente loal o global. Propone la inorporaión de distintas ANNs paralograr una integraión de ambas araterístias.La idea de unir diferentes prototipos de ANNs para formar uno solo da omoresultado el onepto de ANNModular (ANN-M). Motivadas iniialmente por la altamodularidad existente en los sistemas neuronales biológios y basadas en el prinipiobásio de la ingeniería: Divide y Venerás [Haykin 1999℄, las ANN-M representan



38 2.8. Redes Modularesuna importante tendenia en el desarrollo de ANNs [Auda 1998℄. En esta seión sedisutirán algunos oneptos básios de esta tendenia.2.8.1 Motivaión, de�niión y objetivosEl prinipio Divide y Venerás onsiste en desomponer un problema en subproble-mas más simples del mismo tipo, resolverlos de forma independiente y una vezobtenidas las soluiones pariales ombinarlas para obtener la soluión del problemaoriginal.El equivalente en redes neuronales al prinipio Divide y Venerás son las arquite-turas que dividen el espaio entrada en diferentes subespaios o regiones. Estas arqui-teturas integran varias redes donde ada una orresponde a uno de estos subespaios.Generalmente, estas arquiteturas son denominadas sistemas en omité17(ommitteemahines)[Haykin 1999℄.Las ANN-M según su arquitetura y métodos de aprendizaje se pueden lasi�aren dos ategorías fundamentales:1. Estruturas estátias, en las que las respuestas de los expertos se ombinansegún un meanismo en el que no in�uye el valor de la entrada para dar lugara la salida �nal de la red. A esta ategoría perteneen los siguientes métodos:
• Arquitetura ventaja del onjunto (Ensemble averaging), donde las salidasde las diferentes redes neuronales (expertos) son ombinadas linealmentepara produir una salida global de la red. Durante el proeso de apren-dizaje todos los expertos son entrenados on los mismos datos pero puedendiferir entre sí en las ondiiones iniiales del proeso de entrenamiento(ver Fig. 2.7).
• La estrategia Boosting, pretende elevar el desempeño de un algoritmode aprendizaje débil ombinando varias hipótesis adeuadamente paragenerar un algoritmo de aprendizaje fuerte [Freund 1995℄.2. Estruturas dinámias, donde el valor de la entrada in�uye en la manera en quese integran las respuestas pariales de los expertos para dar lugar a la salidaglobal de la red. Entre ellas se enuentra el modelo Mezla de Expertos y susvariantes.17Por simpliidad a lo largo de este trabajo nos referiremos a los sistemas en omité omo ANNsModulares (ANN-M).
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Fig. 2.7: Diagrama de bloques de la arquitetura ventaja del onjunto (Ensembleaveraging).De�niiónEn [Haykin 1999℄ se presenta la siguiente de�niión sobre el onepto ANN-M : �Sedie que una red neuronal es modular si la omputaión realizada por la red puedeverse desompuesta en dos o más módulos (subsistemas), que operan en entradasdistintas sin omuniarse on el otro. Las salidas de los módulos son mediadaspor una unidad integradora a la que no se le permite realimentar informaión a losmódulos. En partiular, la unidad integradora deide omo serán ombinadas lassalidas de los módulos para formar la salida �nal del sistema, y deide qué módulosdeben aprender que muestras."2.8.2 Diseño de ANN-MPara el diseño de una ANN-M se deben onsiderar las siguientes fases:
• Desomposiión del problema en subproblemas.
• Organizaión de la arquitetura modular.
• Comuniaión entre módulos.Desomposiión del problemaLa desomposiión del problema es el primer paso en el desarrollo de una ANN-M.Se deben tener en mente las propiedades físias y funionales del problema. Cuandola desomposiión del problema depende de la división del espaio de entrada puede



40 2.8. Redes Modularesonseguirse haiendo uso de ténias de agrupamiento (lustering), de autoorganiza-ión (SOM) o de uantizaión vetorial (LVQ).Para que la desomposiión del espaio en grupos sea efetiva el riterio de par-tiión debe ser el apropiado.Generalmente, el riterio de partiión se basa en un prinipio de veindad espaial(por ejemplo la distania eulidiana). Sin embargo, no en todos los asos un riteriode veindad espaial es pertinente. Por ejemplo, en sistemas dinámios ontinuos elriterio de partiión debe inluir no sólo aspetos espaiales sino también temporales[Rono 1995℄.Independientemente de los modelos dinámios, es evidente que un riterio deveindad espaial no será adeuado en todas las situaiones. Cuando el espaio deentrada es heterogéneo será difíil apliar un riterio de veindad espaial efetivo.En estos asos, la únia forma de lograr una desomposiión adeuada será ha-iendo uso de onoimiento a priori o previo del problema [Rono 1995℄. La desom-posiión del problemas en módulos dependerá de sus propiedades físias o funionalesy por lo tanto, no es generalizable a todas las situaiones.Antes de onluir este punto es neesario haer menión del modelo de Jaobs[Jaobs 1991℄. La relevania de este modelo reside en su apaidad de dividir elespaio de entrada de forma autónoma sin neesidad de informaión a priori, o laapliaión de alguna ténia de agrupamiento o de autoasoiaión. Por lo tanto,puede ser usado uando no se tiene informaión a priori o el problema no puedeser desompuesto. Este heho ha onvertido modelo de Jaobs en una atrativaalternativa en el desarrollo de ANN-M.Organizaión de la arquitetura modularLa organizaión de la arquitetura modular se re�ere a la forma en omo las ANN-Mdeben onstruirse. De otra forma, ¾de uantos módulos debe omponerse el pro-totipo?, ¾que tipo de ANN ha de utilizarse en ada módulo?, así omo de su on-�guraión partiular.En [Happel 1994℄ se aplian algoritmos genétios para enontrar la estruturamodular apropiada para el modelo CALM (Categorising And Learning Module)[Murre 1992℄.Otros trabajos se han desarrollado on el objetivo de enontrar mejores métodospara la estruturaión sistemátia de las ANN-M. Por ejemplo en [Dorizzi 1993℄,el número de módulos es �jado en funión del total de lases. Se tendrán tantosmódulos omo lases se enuentren en el problema a tratar. En este aso la estrategiano onsigue superar signi�ativamente los resultados que se pueden obtener on unaúnia ANN.



Capítulo 2. Redes Neuronales Arti�iales 41Si se onsidera el funionamiento de los sistemas biológios neuronales, la mejorforma de lograr la organizaión de la estrutura modular es permitiendo que ellamisma se organie progresivamente por su interaión on el ambiente omo se sugie-re en [Murre 1992℄. Para lograr ésto, es neesaria la integraión de algunas reglasen el algoritmo de aprendizaje que restrinjan la estrutura de la red durante elentrenamiento. Existen dos formas de realizarlo: utilizando métodos de poda omediante proedimientos inrementales.Básiamente, las ténias de poda se entran en la eliminaión de onexiones entreelementos o neuronas de la red. En [LeCun 1990℄ se desribe uno de los métodosde poda más usados. Consiste en la ubiaión y eliminaión de las onexiones entreelementos (o pesos) que al ser removidas ausen variaiones mínimas en la funiónde osto o error de la red. Para mayor informaión sobre estrategias de poda, véaselos trabajos [Reed 1993, Jutten 1995℄.Los proedimientos inrementales tratan de adaptar la estrutura al problemaen partiular. Este proedimiento se iniia on una estrutura pequeña y se vanagregado elementos hasta enontrar una soluión al problema, de tal forma queno se neesita haer una estimaión previa sobre el tamaño de la estrutura. En[Castillo 1991℄ se hae una revisión de algunos proedimientos inrementales.Comuniaión entre módulosUna vez efetuado el análisis del problema, onstruidos y ajustados los módulos quese haen responsables de la resoluión de ada subproblema, es neesario espei�arel meanismo que integre ada una de las soluiones pariales alanzadas para rearla soluión al problema original.Generalmente y de auerdo a la manera en que se ha realizado el reparto de lainformaión, se pueden distinguir diferentes métodos de integraión o ombinaiónde los módulos que se hayan onsiderado. A partir de los trabajos desritos en[Rono 1995, Auda 1998, Haykin 1999, Happel 1994℄ se pueden identi�ar los si-guientes:
• Meanismo �el ganador se lo lleva todo�. En este esquema el módulo o expertoque muestre el valor de salida mayor es quien toma la deisión. Este métodosólo se puede plantear en aquellos sistemas en los que los expertos realizantareas pareidas y ofreen resultados homogéneos.
• Sistemas ooperativos. Se fundamentan en el uso de las salidas de los expertosomo entradas a otros expertos. En [Bottou 1990℄ se introdue formalmente elentorno de trabajo de los sistemas ooperativos.
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• Combinaión lineal de las salidas. En esta estrategia todos los expertos apor-tan parte de la soluión, la ual es ponderada e integrada para determinar lasoluión global. En [Hashem 1997℄ se presenta una breve revisión de algunasde las estrategias de ombinaión lineal más relevantes.
• Combinaión no lineal de las salidas. A diferenia del punto anterior las sa-lidas son ombinadas de forma no lineal. Un ejemplo laro de este tipo deANN-M es el modelo de Jaobs [Jaobs 1990℄, donde la gating network18 mo-dula las respuestas pariales de los expertos antes de dar lugar a la salida globaldel sistema.2.8.3 Ventajas y limitaiones de las Redes ModularesLas ANN-M son modelos muy �exibles que pueden adaptarse a un amplio rango deapliaiones. Representan una atrativa tendenia en el diseño de ANNs. Basadas enel prinipio Divide y Venerás las ANN-M ofreen ventajas desde diferentes enfoques.
• La desomposiión del problema proporiona un aumento de la veloidad deaprendizaje [Anand 1995, Auda 1998℄. Cada módulo experto suele tener menortamaño (elementos de proeso) y se enarga de un subproblema que por de�ni-ión es de resoluión más senilla que la tarea global.
• Las ANN-M failitan la inorporaión de ténias mixtas [Bottou 1990℄. Per-miten la ombinaión de diferentes tipos de estruturas de ANN mientras serespeten las interfaes. Además de admitir reutilizar los módulos (progra-maión orientada a omponentes) o la posibilidad de evaluar el funionamientode los módulos de forma independiente antes de su integraión.
• La representaión de los datos de entrada desarrollada por una red modulartiende a ser más fáil de interpretar que en el aso de las estruturas monolíti-as. En [Rono 1995℄ se destaa que la desomposiión del problema permite lainlusión de onoimiento previo sobre la soluión del mismo, y de esta formase ayuda signi�ativamente en su resoluión.Estas son algunas de las ventajas de apliar ANN-M en lugar de modelos mono-lítios pero omo se esperaría también presenta serias desventajas. Las prinipalesse entran en dos temas básios: a) La desomposiión del problema, y b) la omu-niaión entre módulos. Ambos puntos son líneas de investigaión que permaneenabiertas.18Prototipo de red no lineal.



Capítulo 2. Redes Neuronales Arti�iales 432.9 Análisis del error en la ANNLa esenia del aprendizaje de una ANN es odi�ar la relaión entrada-salida delonjunto de datos de entrenamiento. Para ello, se requiere que la ANN se entrenede forma que aprenda lo su�iente aera del pasado (datos de entrenamiento) pararesponder orretamente en el futuro (datos no vistos previamente19) [Haykin 1999℄.Por lo tanto, es neesario algún riterio que pueda uanti�ar la efetividad dellasi�ador.Lo omún es medir la efetividad de las ANNs a partir de alguna funión error[Looney 1997℄.2.9.1 Funión de errorEl proeso de aprendizaje de la ANN se re�ere al problema de enontrar una es-trutura que aproxime la relaión entrada-salida. Así, la funión de error puede serexpresada omo sigue:
E(W) =

1

2N

N
∑

n=1

‖d(xn)− f(W,xn)‖2, (2.31)donde d(x) es la salida que se quiere obtener de la ANN para el vetor de entradax. f(W,x) orresponde a la salida real y W a los parámetros libres de la red. N esel número de elementos en la ME.La E. 2.31 es utilizada omúnmente para estableer los riterios de parada oonvergenia en el algoritmo bak-propagation. En este aso no puede demostrarsesu onvergenia y no hay un riterio bien de�nido para detener su operaión. Sinembargo, hay algunos riterios razonables que pueden ser utilizados para �nalizar elajuste de los pesos [Haykin 1999℄.El proeso de entrenamiento se podría detener uando E(·) es su�ientementepequeño, es deir, en el momento que E(·) alane un valor predeterminado (ǫ)[Duda 2001℄. No obstante, esto por si solo no es su�iente [Kramer 1988℄. En asosdonde la funión de error alanza mínimos loales es posible que nuna se llegueal valor ǫ. En [Fahlman 1988℄ se propone limitar el entrenamiento a un determi-nado número de iteraiones y de esta forma garantizar la terminaión del proeso deaprendizaje a pesar de que no alane el valor de ǫ.Para [Kramer 1988℄ una representaión más adeuada del riterio de onvergeniaes la siguiente:19Aquí se asume que los datos de prueba son obtenidos de la misma poblaión usada para generarlos datos de entrenamiento.
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• Considérese al vetor de pesos w∗ que denota un mínimo ya sea loal o global.Una ondiión neesaria para que w∗ sea un mínimo es que el vetor gradiente

g(w∗) = ∇E(w∗) = 0. En onseuenia se puede formular el riterio de on-vergenia omo ‖g(w∗)‖ ≤ ǫ donde ǫ es un umbral de gradiente su�ientementepequeño.La desventaja de este riterio de onvergenia es que para experimentos en losque se minimie el error los tiempos de aprendizaje pueden ser grandes.Otra propiedad únia aera de la minimizaión de la funión de oste o medida deerror (Eav) que se puede usar es el heho de que es estaionaria en el punto w = w∗.Se puede entones sugerir un riterio de onvergenia distinto [Haykin 1999℄:
• Se onsidera que el algoritmo ha onvergido uando la tasa absoluta de ambioen el error uadrátio promedio Eav() por iteraión es su�ientemente pequeña.La tasa de ambio en el error uadrátio promedio se onsidera lo su�ientepequeña si deree en el rango del 0,1 al 1,0 por iento por ada iteraión. A veesse usa un valor inluso menor omo 0,01. Desafortunadamente este riterio puede�nalizar de forma prematura y la red podría no aprender lo su�iente [Haykin 1999℄.Otro riterio útil para detener el entrenamiento de la ANN es el denominado�Detenión Temprana (Early Stopping)". Este riterio será disutido más adelante.2.9.2 Capaidad de generalizaiónEl onepto generalizar se re�ere a la apaidad de la ANN de responder orre-tamente a situaiones no vistas previamente (datos de prueba) o al potenial de laANN para lasi�ar orretamente los objetos on los uales la red no fue entrenada.Una ANN diseñada para generalizar bien produirá un mapeo entrada-salidaorreto aún uando la entrada sea ligeramente distinta de los ejemplos usados paraentrenar a la ANN (Fig. 2.8(a)). Sin embargo, si se permite que la ANN ubra ondemasiada perfeión los datos de entrenamiento, se orre el riesgo de sobre ajusteo sobre entrenamiento (over�tting) y se pierde su habilidad para generalizar entremuestras de entrada-salida similares (Fig. 2.8(b)).Se puede identi�ar el omienzo del sobre ajuste [Haykin 1999℄ a través del usode ténias de validaión ruzada omo la �Detenión Temprana (Early Stopping)"(Fig. 2.9). En esta estrategia los datos on los que se uenta son divididos en tressubonjuntos disjuntos: entrenamiento (tra), prueba (tst) y evaluaión (eval). LaANN es entrenada on tra y después de ada iteraión se evalúa la red on eval.El proeso de aprendizaje se detiene uando se alanza el mínimo Eav() al lasi�ar

eval.
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(a) Generalizaión (b) SobreajusteFig. 2.8: (a) Datos de entrenamiento ajustados apropiadamente, (b) Sobre ajuste enlos datos de entrenamiento.La apaidad de generalizaión de la ANN es medida a partir de la lasi�aiónde los datos de prueba tst. Este método es utilizado omo un riterio de onvergeniao parada del algoritmo de aprendizaje de la red [Duda 2001℄.

Fig. 2.9: Ilustraión del método de �Detenión Temprana (Early Stopping)". Elíndie t india el punto en el tiempo donde debe detenerse el proeso de entre-namiento.En [Amari 1996℄ se presenta una teoría estadístia del fenómeno del sobre ajustedonde se advierte de los riesgos en los que se inurren on la utilizaión del métodode �Detenión Temprana".



46 2.9. Análisis del error en la ANN2.9.3 Error de lasi�aiónEs importante onoer la efetividad del lasi�ador no sólo en términos de la funiónde error de la E. 2.31. En situaiones donde se quiere evaluar la efetividad dellasi�ador en términos más generales o se quiere omparar distintos lasi�adores,la funión de error de la E. 2.31 es insu�iente.Generalmente, el álulo del error de lasi�aión es utilizado omo medida deefetividad. El error de lasi�aión onsiste en identi�ar el número de erroresometidos por el lasi�ador (C).Considérese un onjunto disponible de datos etiquetados (X) para estimar elerror de lasi�aión, entones la forma más natural de realizar esta tarea es:Error(C) =
Nerror

NX
, (2.32)donde Nerror es el número de identi�aiones erróneas ometidas por C y NX laantidad de muestras en X.Si sn ∈ Ω es la etiqueta de lase asignada por C al objeto xn la E. 2.32 se puedereesribir omo Error(C) =

1

NX

NX
∑

n=1

{1− T (l(xn), sn)}, (2.33)donde T (a, b) es un indiador de la funión que toma los valores de 1 si a = b y 0 si
a 6= b. l(·) obtiene la etiqueta asignada a xn.La Preisión en la Clasi�aión (PC) puede obtenerse a partir de la E. 2.33omo PC(C) = 1− Error(C) . (2.34)Matriz de ConfusiónEs omún evaluar la preisión del lasi�ador en forma de matriz de error tambiéndenominada tabla de ontingenia o matriz de onfusión. El ordenamiento de estamatriz suele ser tal que las lases reales apareen en olumnas mientras que laspredihas apareen en las �las de la matriz (ver Tabla 2.4).La tabla así formada presenta una visión general de las asignaiones tanto de lasorretas (elementos de la diagonal) omo de las inorretas (elementos fuera de ladiagonal) [Ariza 1996℄. De esta forma se reogen los denominados errores de omisióny de omisión.Los errores de omisión lo forman los elementos que no perteneiendo a una laseapareen en ella, mientras que los de omisión están formados por los elementos queperteneiendo a esa lase no apareen en ella por estar inorretamente inluidos enotra.



Capítulo 2. Redes Neuronales Arti�iales 47Tabla 2.4: Matriz de onfusión o tabla de ontingenia. K es el número de lases y
N el total de elementos. Clases realesClases predihas 1 2 · · · K total (Ni+)1 N11 N12 · · · N1K N1+2 N21 N22 · · · N2K N2+... ... ... ... ...K NK1 NK2 · · · NKK NK+total (N+j) N+1 N+2 · · · N+K NEn [Russell 1999℄ se detalla el uso de la matriz de error o onfusión. A onti-nuaión se desriben algunos datos importantes que pueden obtenerse diretamentede la Tabla 2.4:
• Número de muestras de la lase i

Ni+ =

K
∑

j=1

Nij . (2.35)
• Número de muestras lasi�adas dentro de la lase j de los datos de referenia

N+j =
K
∑

i=1

Nij . (2.36)
• PC global PC =

∑K
i=1 Nii

N
, (2.37)donde N es total de elementos. Obsérvese que esta euaión es equivalente ala Eq. 2.34.

• PC por lase PCi =
Nii

Ni+
. (2.38)En [Ariza 1996℄ se estableen las ondiiones neesarias para la onstruión dela matriz de onfusión:



48 2.9. Análisis del error en la ANN1. Las lases que se establezan deben ser independientes, mutuamente exluyen-tes y exahustivas.2. Deben usarse métodos de muestreo que exluyan autoorrelaión.3. Conviene el uso de métodos estrati�ados para asegurar la presenia de lasesextrañas o minoritarias.4. Para omprobar la bondad de un proeso de lasi�aión supervisado no sedeben usar los elementos de entrenamiento del lasi�ador.Media GeométriaEl desempeño del lasi�ador generalmente es medido según el promedio de aiertos(se. 2.9.3) obtenidos en la fase de lasi�aión. No obstante, existen situaionesdonde no puede ser onsiderada una medida adeuada [Barandela 2003a℄.Por ejemplo, onsidere el aso de un onjunto de datos de entrenamiento de doslases donde los datos de la lase A representan el 98% de la ME y el 2% restantea la lase B. En esta situaión, obtener un 98% de preisión en la lasi�aión nosupone un buen rendimiento dado que podría estar lasi�ando solamente una lase.Conseuentemente, otros riterios de medida deben ser adoptados [Kubat 1997℄.Uno de los riterios de medida más ampliamente aeptados es la media geomé-tria (geometri mean, g-mean) [Barandela 2004℄. La media geométria es de�nidaomo g-mean =

(

K
∏

k=1

(

aciertosk

aciertosk + erroresk

)

)

1
K

=

(

K
∏

k=1

PCk

)

1
K

, (2.39)donde aciertosk y erroresk son el número de aiertos y errores de la lase k. Porlo tanto, PCk representa la preisión de la lase k. Esta medida busa maximizar laefetividad por lase del lasi�ador.2.9.4 Evaluaión del produto �nalPara onstruir y evaluar la apaidad de generalizaión del lasi�ador se han pre-sentado diversas propuestas [Duda 2001℄. Se basan en la separaión de los datos paraasí estimar la probabilidad de error o aierto del produto �nal. En ellas, el onjuntode datos X juega un papel fundamental a la hora de uanti�ar la efetividad dellasi�ador. Algunas de las prinipales alternativas [Kunheva 2004℄ se resumen aontinuaión.
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• Método R(restituión):� Diseñar C on X.� Evaluar C on X.Desventaja: Error(C) es optimistamente sesgado.
• Método H (Hold-out). En este método se dividen los datos disponibles (X)en dos onjuntos disjuntos X1 (onjunto de aprendizaje) y X2 (onjunto deprueba) de tal forma que X1 ∪X2 = X y X1 ∩X2 = ∅.� Diseñar C on X1.� Evaluar C on X2.Desventaja: Da ifras pesimistas (mayores a las reales).
• Método de validaión ruzada. Consiste en partir X en k subonjuntos disjun-tos. Donde k − 1 subonjuntos serán utilizados omo datos de entrenamientoy el resto omo datos de evaluaión (Z). Esto se realiza de tal manera queada uno de los k subonjuntos atúe omo Z una sola vez y el resto sea uti-lizado para diseñar C. El proeso termina hasta que ada subonjunto hayapartiipado omo muestra de evaluaión una vez. Cuando k = N el método esllamado leave-one-out o método U .La prinipal desventaja de la validaión ruzada es que requiere una antidadexesiva de omputaión porque el modelo tiene que ser entrenado k vees(donde 1 < k ≤ N).
• Método Boostrap. Este método se ha diseñado para superar las de�ienias delmétodo-R. Consiste en elegir aleatoriamente n elementos (on remplazo) de Xpara generar Xa. Posteriormente, C es onstruido on Xa y es evaluado on X.Esto se repite b vees y se generan b onjuntos Boostrap que son tratados deforma independiente. Este método es muy útil uando se trabaja on onjuntosde datos muy pequeños.



50 2.10. Aspetos experimentales2.10 Aspetos experimentalesEn este trabajo se estudia el problema del desbalane de las lases y sus efetos entres arquiteturas diferentes de ANNs entrenadas on el algoritmo bak-propagationon proesamiento por grupos o �bath mode�. Este problema es analizado desdetres enfoques diferentes:
• Inlusión de funiones de oste al algoritmo de entrenamiento.
• Tratamiento del desbalane de las lases a partir del uso de redes neuronalesmodulares.
• Reduión del área de onfusión en las fronteras de deisión.Para llevar a abo este estudio se desarrollaron una serie de pruebas on basesde datos sintétias y reales de dos y múltiples lases. Esta seión está dediada adesribir los detalles relaionados a la experimentaión efetuada en este trabajo.Desripión de los datosLos experimentos fueron desarrollados on onjuntos de datos extraídos del UCIDatabase Repository [Newman 1998℄, exepto por Cayo y Feltwell (para mayor de-talle sobre los onjuntos de datos véase la seión 1.4).En las Tablas 2.5 y 2.6 se resumen las araterístias más relevantes de los on-juntos de datos de dos y de múltiples lases respetivamente. La Tabla 2.7 presentala distribuión de las muestras en las bases de datos de múltiples lases, i.e., indiael número de muestras por lase.Tabla 2.5: Caraterístias relevantes de los onjuntos de datos de dos lases.Datos Muestras Atributos Clases Distribuión de las lasesB2Cls 625 4 2 49/576Caner 683 9 2 238/445Diabetes 768 8 2 268/500German 1000 24 2 300/700Ionosphere 351 34 2 126/225Liver 345 6 2 145/200Phoneme 5404 5 2 1586/3818Sonar 208 60 2 97/111V2Cls 528 10 2 48/480



Capítulo 2. Redes Neuronales Arti�iales 51Tabla 2.6: Informaión relevante relaionada a las bases de datos de múltiples lasesutilizadas en esta investigaión.Datos Muestras Atributos ClasesCayo 6019 4 11Eoli6 332 7 6Feltwell 10944 15 5Satimage 6430 36 6Tabla 2.7: Número de muestras por ategoría en las bases de datos de múltipleslases. Datos Distribuión de las lasesCayo 838/293/624/322/133/369/324/722/789/833/772Eoli6 5/143/77/52/35/20Feltwell 3531/2441/896/2295/1781Satimage 1508/1531/703/1356/625/707Arquitetura de la ANNEn la parte experimental de este trabajo se usaron las siguientes ANN:
• Redes del tipo Pereptron Multiapa (MLP, se. 2.5) on una apa oulta.
• Redes de Funiones de Base Radial (red RBF, se. 2.6).
• Redes de Funiones de Base Radial mas el Vetor Funional de Pao (redRBF+VF, se. 2.6.8).
• Redes Neuronales Modulares (ANN-M, se. 2.8).Todas ellas fueron entrenadas on el algoritmo bak-propagation on proesamientopor grupos o �bath mode" (se. 2.5.1).El modelo de red modular utilizado es el de Arquitetura Ventaja del Con-junto (ver Fig. 2.7). Los módulos fueron onstruidos on MLP, redes RBF y redesRBF+VF.Por simpliidad, para las bases de datos de dos lases se �jo el número de neuronasoultas en 4 y la on�guraión iniial de la ANN fue determinada según el riteriode prueba y error.Para las bases de datos de múltiples lases el número de nodos oultos y laon�guraión iniial de las ANNs fueron estableidos por medio del método de prueba



52 2.10. Aspetos experimentalesy error. Por lo tanto, el número de neuronas oultas y la on�guraión iniial orres-ponden a las araterístias propias de ada base de datos.Para apliar el método de prueba y error se tomo el 30% de ada base de datos,así, se obtuvieron los parámetros iniiales de la ANN y el número de neuronas oultas.En la tabla 2.8 se resume la on�guraión iniial del MLP, las redes RBF y las redesRBF+VF.Tabla 2.8: Informaión relevante relaionada a la on�guraión utilizada en lasANNs. NO es en número de neuronas oultas, η orresponde a la razón de apren-dizaje y µ al momento.Datos MLPNO RBFNO MLPη MLPµ RBFη VFηProblemas de dos lasesCaner 4 4 0.9 0.1 0.0001 0.9Diabetes 4 4 0.9 0.1 0.0001 0.9German 4 4 0.9 0.1 0.0001 0.9Ionosphere 4 4 0.9 0.1 0.0001 0.9Liver 4 4 0.9 0.1 0.0001 0.9Phoneme 4 4 0.9 0.1 0.0001 0.9Sonar 4 4 0.9 0.1 0.0001 0.9B2Cls 4 4 0.9 0.1 0.0001 0.9V2Cls 4 4 0.9 0.1 0.0001 0.9Problemas de múltiples lasesCayo 7 22 0.9 0.1 0.00001 0.9Eoli6 15 15 0.9 0.1 0.001 0.9Feltwell 6 6 0.9 0.1 0.00001 0.9Satimage 12 12 0.9 0.1 0.00001 0.9Problemas de dos lases on ANN-MCayo 2 4 0.9 0.1 0.00001 0.9Eoli6 4 4 0.9 0.1 0.001 0.9Feltwell 4 4 0.9 0.1 0.00001 0.9Satimage 4 4 0.9 0.1 0.00001 0.9
IniializaiónEl valor iniial de los pesos fue asignado aleatoriamente on valores entre −0.5 y 0.5omo es sugerido en [Haykin 1999℄.Para el aso de las redes RBF y RBF+VF la iniializaión de los entros fuerealizada a partir la estrategia de seleión aleatoria (se. 2.6.3) y los valores iniialesde las varianzas fueron obtenidos a partir del heurístio nearest neighbour (E.2.20). El objetivo es evitar que la ANN iniie on una soluión muy alejada a la real.



Capítulo 2. Redes Neuronales Arti�iales 53Los entros y varianzas son atualizados solamente después de ada 500 itera-iones on el propósito de prevenir osilaiones brusas en el MSE durante el proesode entrenamiento [Looney 1997℄.Finalmente, el riterio de parada se estableió en un máximo de 25000 iteraioneso un error (MSE) inferior a 0.0001 en todos los experimentos.Criterios de evaluaiónEl desempeño del lasi�ador fue uanti�ado a partir de los siguientes riterios demedida:
• Preisión global (E. 2.34).
• Preisión por lase (E. 2.38).
• Media geométria (E. 2.39).
• Matriz de onfusión (se. 2.9.3).Cada riterio orresponde a las neesidades de los distintos experimentos y lo quese pretende medir.Evaluaión del produto �nalPara evaluar la efetividad de las ANNs se hizo uso del método k-fold-ross-validationon k = 10 (ver se. 2.9.4), exepto en Eoli6 donde k = 5. Observe en la Tabla 2.7que en Eoli6 sería inefetivo este método si el valor de k > 5.Cada ANN fue entrenada 10 vees on valores iniiales diferentes. Los resultadospresentados a lo largo de este trabajo orresponden al promedio obtenido de las

k partiiones y 10 repetiiones. Por ejemplo, en el aso de k = 10 los resultadosmostrados son el promedio de 10 iniializaiones distintas y 10 partiiones. En otraspalabras, orresponden a 100 proesos de entrenamiento y lasi�aión.Por otra parte, la base de datos Feltwell fue obtenida de otros trabajos [Alejo 2007℄,y se onservo de esa forma para permitir la omparaión de los resultados expe-rimentales on otras investigaiones. Esta base de datos esta dividida en datos deentrenamiento (5124 muestras) y de prueba (5820 muestras). Satimage fue obtenidade [Newman 1998℄ y se onservo su partiión tal y omo se sugiere en ese sitio.Para Feltwell y Satimage se entrenó la red 30 vees. Así, los resultados presen-tados en este trabajo para estas bases de datos, haen referenia al promedio de 30iniializaiones distintas de la ANN.
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Capítulo 3Distribuiones no balaneadas:Funiones de oste
Contenido3.1 Introduión . . . . . . . . . . . . . . . . . . . . . . . . . . 553.2 Efeto del desbalane de la ME en el MSE . . . . . . . . 593.3 Equilibrio de las aportaiones al MSE . . . . . . . . . . . 603.4 Caso de estudio: Problemas de dos lases . . . . . . . . . 643.5 Caso de estudio: Problemas de múltiples lases . . . . . 763.6 Conlusión . . . . . . . . . . . . . . . . . . . . . . . . . . . 963.1 IntroduiónLa entrada a una Red Neuronal Arti�ial (Arti�ial Neural Network, ANN) onaprendizaje supervisado onsiste de una Muestra de Entrenamiento (ME). Una MEes un onjunto de datos previamente identi�ados por un experto humano que a-rateriza un problema a resolver [Barandela 2004℄. De manera formal se puede de�niromo ME = ME1 ∪ME2 ∪ ... ∪MEK , (3.1)donde MEn = (xn, ϕ(xn)), n = 1, ..., Nk , (3.2)xn = [x1, x2, ..., xd]

T es el vetor de araterístias que identi�a una situaión par-tiular; ϕ(xn) la lase a la que orresponde y Nk el número de muestras de la lase
k. 55



56 3.1. IntroduiónEn la Fig. 3.1 se ilustra el papel de la ME en el funionamiento general de unaANN on aprendizaje supervisado.ME +3 ANN
KS ErrorCorreión de error
��

+3 salidaAlgoritmo de entrenamientoFig. 3.1: Esquema a bloques del funionamiento de una ANN entrenada on unalgoritmo de orreión de error (por ejemplo el bak-propagation on proesamientopor grupos).Generalmente, los métodos de aprendizaje supervisado omo las ANNs estándiseñados para trabajar on MEs relativamente equilibradas1 [Japkowiz 2002℄. Sinembargo, existen numerosas apliaiones donde la desproporión en el número demuestras entre lases es importante [Kotsiantis 2003℄. Por ejemplo, en la deteiónde fraudes en llamadas telefónias [Fawett 1997℄, en la identi�aión de produtosdefetuosos en la línea de ensamblaje de partes de automóviles [Murphey 2004℄, oen deteión transaiones ilegales on tarjetas de rédito2 [Chan 1999℄. Tambiénse han presentado en problemas médios o en el diagnóstio de enfermedades raras[Newman 1998℄.Una ME no balaneada es aquella donde la diferenia en el número de muestrasde las distintas lases es onsiderable. De manera formal, si para alguna MEi seumple que
‖MEi‖ << ‖MEj‖ i 6= j; i, j = 1, ...,K , (3.3)donde K es el número total de lases en la ME.La Fig. 3.2 muestra tres ejemplos típios de MEs no balaneadas3. cls+, haereferenia a la lase positiva o minoritaria y cls− a la lase negativa o mayoritaria. Seobserva en las Fig. 3.2a y 3.2b orrespondientes a Phoneme y V2Cls respetivamente,que no es difíil identi�ar a la lase minoritaria. Sin embargo, en un problema demúltiples lases omo Eoli6, la de�niión de que es una lase minoritaria es unatarea ompliada, porque no existe un riterio preestableido que diga uando unalase es minoritaria o respeto a quien se onsidera minoritaria. Así, la lase 4 puedeser onsiderada minoritaria on respeto a la lase 2, pero mayoritaria en relaión1Conjuntos de datos donde la diferenia en el número de muestras de las distintas lases no essigni�ativa.2El número de transaiones legales es muho mayor que el número de transaiones ilegales.3Las bases de datos introduidas en esta seión son utilizadas a lo largo del apítulo y susaraterístias son desritas en las seiones 1.4 y 2.10.



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 57a la lase 1. Esta situaión es muy omún uando se trabaja on MEs de múltipleslases [Alejo 2007℄.
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cls 6()Fig. 3.2: Ejemplos de MEs no balaneadas.Reientemente, el problema del desbalane de la ME se ha onsiderado omo unproblema rítio en la minería de datos y el aprendizaje automátio [Zhou 2006℄.Numerosos estudios se han desarrollado on el objetivo de mejorar la efetividad dellasi�ador uando se entrena on MEs no balaneadas [He 2009℄.En el ontexto del MLP entrenado on el algoritmo bak-propagation y dominiosde dos lases el problema se ha formulado omo sigue: La lase mayoritaria dominael proeso de entrenamiento y los elementos de la lase menos representada o minori-taria pueden ser ignorados [Anand 1993, Bruzzone 1997a, Lu 1998, Murphey 2004℄.En onseuenia, la onvergenia de esta última lase es muy lenta.Diversos trabajos han sido dirigidos a ombatir este problema. En [Anand 1993℄se analiza al algoritmo bak-propagation y se propone su modi�aión para aelerarel proeso de onvergenia de la red. La idea está entrada en el álulo del vetorgradiente y su direión, de forma que permita que el error pueda dereer en ladireión de ambas lases, y se evite que la lase minoritaria pueda ser ignorada enel proeso de entrenamiento. El estudio está limitado a problemas de dos lases.Más adelante en [Anand 1995℄ se extiende este enfoque a problemas de múltipleslases y redes modulares. En este último trabajo, el problema de múltiples laseses desompuesto en subproblemas de dos lases, y ada subproblema es resuelto poruna red idéntia a la de la propuesta iniial de [Anand 1993℄ para dos lases.Posteriormente, las salidas de las diferentes ANNs (expertos) son onsideradaspara produir una salida global de la red (Fig. 2.7). Los resultados de [Anand 1995℄evidenian la onvenienia de desomponer un problema de múltiples lases a sub-problemas de dos lases, y la utilidad de realular el vetor gradiente y su direiónpara tratar el desbalane de la ME en problemas de dos lases.



58 3.1. IntroduiónPor otra parte, en [Bruzzone 1997a, Bruzzone 1997b℄ se expone una alternativaal método anterior. Su objetivo es modi�ar el algoritmo bak-propagation onel propósito de aelerar la onvergenia de las lases menos representadas. Estamodi�aión onsiste en inluir una funión de oste en el algoritmo de entrenamientoy disminuir su valor a partir de una estrategia heurístia, on la �nalidad de reduirsu impato en la probabilidad de la distribuión de los datos.La prinipal ventaja respeto a [Anand 1995℄ es que no es neesario desomponerel problema de múltiples lases en subproblemas de dos lases. No obstante, ladesventaja mas importante de este enfoque reside en la efetividad del meanismoempleado para reduir el valor de la funión de oste.Otras alternativas para enfrentarse al problema del desbalane en la ME hansido las ténias de muestreo (submuestreo under-sampling o sobremuestreo over-sampling) [Alejo 2006℄. En las ténias de under-sampling algunas muestras de laslase mayoritaria son eliminadas hasta alanzar ierto grado de balane en la ME,mientras que en las de over-sampling el balane se alanza dupliando o reandonuevas muestras de la lase minoritaria.En las redes basadas en MLP, las ténias de under-sampling o de over-samplinghan mostrado notables mejoras en la efetividad del lasi�ador [Japkowiz 2002℄. Noobstante, eliminar muestras de la ME puede ausar perdida de informaión relevante,o si se inrementa el tamaño de la lase minoritaria puede introduirse ruido en lamisma, de forma que el tiempo de entrenamiento es inrementado y además se alterala distribuión de los datos [Lawrene 1998℄.En algunos trabajos [Fu 2002, Zhou 2006, Ling 2007℄ el problema del desba-lane en la ME se plantea omo un problema de aprendizaje sensible al oste (ost-sensitive). En este enfoque, el preio de ometer un error de lasi�aión debe serdistinto para ada lase [Kukar 1998℄. El prinipal inonveniente de esta alternativaestá en la neesidad de ontar on informaión a priori sobre el problema en uestión.Así, de antemano se debe uanti�ar el oste de ometer ada error, o si es neesario,la implementaión de so�stiados meanismos para la obtenión de los ostes.En este apítulo, se estudia y explia el efeto del desbalane de las lases sobre lasANNs entrenadas on el algoritmo bak-propagation on proesamiento por gruposen dominios de dos y múltiples lases. Se evalúan las posibilidades de tres estrate-gias diseñadas para tratar el desbalane de la ME. Básiamente, estas estrategiasonsisten en la inlusión de funiones de oste en el algoritmo de entrenamiento.



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 593.2 Efeto del desbalane de la ME en el MSELa primera pregunta que se debe haer al iniiar una investigaión sobre el desbalanede las lases es: ¾Cómo afeta al lasi�ador4?.Estudios empírios realizados al algoritmo bak-propagation [Anand 1993℄ mues-tran que el desbalane de las lases de la ME genera aportaiones desiguales al erroruadrátio medio (Mean Square Error, MSE) en la fase de entrenamiento de la red.La mayor parte de las aportaiones al MSE están dadas por la lase mayoritaria. Enonseuenia, el entrenamiento de la red es dominado por las muestras de esta lase.Considérese una ME de dos lases (K = 2) on N muestras de entrenamiento,donde N =
∑K

k Nk y Nk el número de muestras de la lase k. Supóngase entonesque el MSE por lase puede ser expresado omo
Ek(U) =

1

N

Nk
∑

n=1

(dn − fn)2 , (3.4)de tal forma que el MSE global puede ser refereniado por
E(U) =

K
∑

k=1

Ek = E1(U) + E2(U) . (3.5)Si N1 << N2 entones E1(U) << E2(U) y ‖∇E1(U)‖ << ‖∇E2(U)‖. Porlo tanto ∇E(U) ≈ ∇E2(U). Así, −∇E(U) no siempre es la mejor direión paraminimizar el MSE de ambas lases [Anand 1993℄.Para ilustrar el omportamiento del MSE uando se trabaja on MEs no ba-laneadas se desarrollaron una serie de experimentos on tres bases de datos arti�-iales (Fig. 3.3) diseñadas según un modelo de dos lases on distribuiones gaus-sianas bivariadas on medias µ1(1, 1) y µ2(1.385, 1.385). La distribuión de los datosen la ME para la lase minoritaria y mayoritaria siguió la siguiente proporión: (a)100 - 900, (b) 100 - 9000, y () 100 - 90000 (Fig. 3.3a, 3.3b y 3.3 respetivamente).En la Fig. 3.4 se ilustra el omportamiento del MSE uando se trabaja on MEsno equilibradas. El eje x ha sido esalado logarítmiamente dado que los prinipalesambios ourren durante la primeras iteraiones.En términos generales se observa que en las primeras iteraiones el MSE de lalase mayoritaria es reduido rápidamente mientras que el de la lase minoritaria esinrementado. Posteriormente, el MSE de esta última lase disminuye muy lenta-mente.4En todo el trabajo nos referimos omo lasi�ador a las ANNs entrenadas on el algoritmobak-propagation on proesamiento por grupos.
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()Fig. 3.3: MEs sintétias de dos lases no balaneadas.El efeto del desbalane en el proeso de entrenamiento de la ANN se tradue enun inremento en la antidad de iteraiones neesarias para alanzar la onvergenia.Una onseuenia inmediata de este heho es la di�ultad para lograr un desempeñoefetivo (en términos de lasi�aión) en un plazo de tiempo �razonable". Sobre todoen situaiones donde se tiene un desbalane extremo en la ME (Fig. 3.4g, 3.4h, 3.4i).Podemos ver en la Fig. 3.4 que a medida que ree la desproporión en el númerode muestras entre lases, se inrementa el número de iteraiones neesarias paraalanzar la onvergenia. Para el primer esenario se requieren (en promedio) erade 10000 iteraiones mientras que en el segundo al aerarse a las 100000 iteraionesse empiezan a notar desensos importantes en el MSE de la lase minoritaria (ls+).En el terer esenario no se vislumbra uando onvergerá la lase minoritaria.Estos resultados evidenian lo apuntado on anterioridad en el sentido de que eldesbalane de las lases relentiza la onvergenia de la lase menos representada.3.3 Equilibrio de las aportaiones al MSEConsiderando que el problema del desbalane de la ME afeta negativamente alalgoritmo bak-propagation debido a la desproporión de las aportaiones al MSE(E. 3.5) por parte de las lases, se puede onsiderar la inlusión de una funión deoste (γ) al algoritmo que ompense este efeto omo se muestra a ontinuaión:
E(U) =

∑K
k=1 γ(k)Ek = γ(1)E1(U) + γ(2)E2(U)

= 1
N

∑K
k=1 γ(k)

∑Nk
n=1(dn − fn)2 ,

(3.6)de esta forma γ(1)‖∇E1(U)‖ ≈ γ(2)‖∇E2(U)‖ y puede evitarse que la lase minori-taria sea ignorada y que el entrenamiento este dominado por la lase mayoritaria.
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(i) RBF+VFFig. 3.4: MSE por lase (de las tres bases de datos prototipo de la Fig. 3.3) generadopor el MLP, la red RBF y la red RBF+VF. El error es alulado a partir de Ek(U) =
1/Nk

∑Nk
n=1(dn − fn)2 on la �nalidad de failitar el ontraste del error de ambaslases.La forma más natural de la funión de oste γ(k) puede ser expresada omo larazón entre el número de muestras de la ME y el de ada lase [Fu 2002℄: γ(k) =

N/Nk, donde Nk es el número de muestras de la lase k en la ME y N el total demuestras.Para ilustrar los efetos de inluir la funión de oste γ(k) al algoritmo de apren-



62 3.3. Equilibrio de las aportaiones al MSEdizaje, se realizaron una serie de experimentos on las bases de datos arti�ialesomentadas en la seión 3.2.La Fig. 3.5 muestra los resultados de esta experimentaión. En esta �gura seevidenian los bene�ios de ompensar las aportaiones al MSE durante el proeso deentrenamiento del MLP. Obsérvese que al inluir la funión de oste γ(k), la antidadde iteraiones neesarias para alanzar la onvergenia se redujo a menos de 1000iteraiones en las tres bases de datos. Esto se ve re�ejado en una importante mejoraen la e�ienia de la ANN.En la seión 3.2 se vio que uando el desbalane de la ME no es tratado enel mejor de los asos y on estas bases de datos se requirieron de al menos 10000iteraiones para alanzar la onvergenia (Fig. 3.4a, 3.4d y 3.4g).
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∑Nk
n=1(dn−fn)2 on la �nalidad de failitar el ontraste del error de ambas lases.

3.3.1 Opiones para tratar el desbalaneEn este apartado se desriben y explian las funiones de oste utilizadas para esteestudio. Se entran en la idea de busar un balane en las aportaiones de error.
• Opión 0: γ(k) = 1. Algoritmo bak-propagation sin ninguna modi�aión.
• Opión 1: γ(k) = Nmax/Nk; donde k = 1, ...,K; K es el total de lases, Nmaxes el número de muestras de la lase mayoritaria y Nk el de la lase k.
• Opión 2: γ(k) = N/Nk, donde N es el número total de muestras.
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• Opión 3: γ(k) = ‖∇Ek(U)‖

‖∇Emax(U)‖ , donde ‖∇Emax(U)‖ orresponde a la lasemayoritaria. Esta funión esta basada en una modi�aión [Alejo 2008℄ de lapropuesta de [Anand 1993℄.La idea de utilizar estas funiones de oste reside en dos aspetos fundamentales:a) El valor de ada funión es obtenido automátiamente5 y b) las funiones sonfáiles de implementar. Sin embargo, teóriamente es posible demostrar que inluirla funión de oste γ(k) al proeso de aprendizaje de la ANN altera la probabilidad dela distribuión de los datos [Lawrene 1998℄. Esta onsideraión debe de ser tomadaen uenta según la trasendenia de onservar las probabilidades a priori de los datos.Se puede observar que la Opión 3 tiene la tendenia a disminuir su impato enla distribuión de los datos debido a que al disminuir el error de ambas lases enproporiones semejantes, el oiente ‖∇Ek(U)‖/‖∇Emax(U)‖ es reduido.En la Fig. 3.6 se presenta el valor del oiente ‖∇Ek(U)‖/‖∇Emax(U)‖ enrelaión a la onvergenia del MLP6. Se evidenia que iniialmente el valor de la Op-ión 3 es inrementado y posteriormente es mantenido hasta que la ANN omienzaa onverger. Cuando esto ourre, el valor de la funión de osto empieza a dereera onseuenia de la reduión del MSE de la lase minoritaria. En la Fig. 3.6a sepuede ver on mayor laridad este proeso.Vemos que el valor de la Opión 3 es diretamente proporional al desbalane delas lases. En otras palabras, uanto más es la desproporión de elementos de laslases, mayor es el valor de esta funión de osto.
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64 3.4. Caso de estudio: Problemas de dos lases3.4 Caso de estudio: Problemas de dos lasesHasta ahora sólo se han disutido los bene�ios de equilibrar las aportaiones al MSEdurante el entrenamiento de la ANN en onjuntos de datos simulados. Por lo tanto,es neesario ampliar el estudio del efeto del desbalane de las lases y su posibletratamiento (opiones propuestas en la seión 3.3.1) a dominios de bases de datosreales.Para ello, se disutirán tres bases de datos de estudio (V2Cls, B2Cls y Phomene)que tratan de re�ejar el omportamiento omún del problema del desbalane de laslases en el ontexto de las ANNs entrenadas on el algoritmo bak-propagation yproblemas de dos lases.En términos generales se pueden desribir los siguientes esenarios:1. V2Cls. Ambas lases onvergen en un intervalo de tiempo �razonable�.2. Phoneme. El MSE de la lase minoritaria desiende pero no logra la onver-genia mientras que el de la mayoritaria onverge en las primeras iteraiones.No obstante, se alanza un relativo equilibrio entre el error de la lase mayori-taria y la lase minoritaria.3. B2Cls. La lase mayoritaria onverge al iniio del entrenamiento y el MSE dela lase minoritaria desiende muy lentamente.La prinipal diferenia entre estos tres asos se enuentra en la lentitud de laonvergenia de la lase minoritaria en las diferentes bases de datos.Las bases de datos V2Cls, B2Cls y Phoneme disponen de diferentes araterístiasen uanto a representatividad en el espaio, nivel de separabilidad y desbalane (véasela Tabla 3.1). V2Cls y B2Cls orresponden a una modi�aión de los onjuntos dedatos Vowel y Balane. La modi�aión onsistió en onvertir ada base de datos demúltiples lases en otra de dos lases.En Vowel se tomó la lase 1 omo minoritaria y el resto de las lases formaron lalase mayoritaria para dar omo resultado V2Cls. Para obtener B2Cls se oupo lalase menos representada de Balane omo minoritaria y las otras 2 se identi�aronomo mayoritaria. De esta forma se obtuvieron bases de datos desbalaneadas dedos lases. Phoneme es una base de datos de dos lases por lo que no sufrió ningunamodi�aión. Los tres onjuntos de datos fueron extraídos del UCI Mahine LearningRepository [Newman 1998℄.En la Tabla 3.1 se presentan algunas de las araterístias más relevantes de estasbases de datos.



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 65F1 o riterio de Fisher es una medida geométria de solapamiento que alulala separabilidad entre dos lases [Sánhez 2007℄ en funión de una araterístiaespeí�a.
F1 =

‖m1 −m2‖2
σ2

1 + σ2
2

, (3.7)donde m representa una media, σ2 representa una variaión, y los subíndies denotanlas dos lases.En la Tabla 3.1 ada onjunto de datos presenta diferentes valores de F1. Estosdiferentes grados de separabilidad entre las distribuiones de las lases se orrespondeon un mayor o menor nivel de di�ultad para ser aprendidas por la ANN.Tabla 3.1: Caraterístias relevantes de las bases de datos. F1 orresponde al riteriode Fisher. Valores grandes de F1 indian alta separabilidad entre lases y valorespequeños orresponde a baja separabilidad.Datos Atributos Distribuión de las lases Razón Fisher (F1)V2Cls 10 48/480 0.100 1.812Phoneme 5 1586/3818 0.415 0.285B2Cls 4 49/576 0.085 0.001La idea de haer uso de bases de datos de dos lases es la de simpli�ar la inter-pretaión del MSE por lase. Más adelante, el estudio es generalizado a problemasde múltiples lases.Los detalles experimentales de las pruebas realizadas en este apítulo se puedenonsultar en la seión 2.10. Así mismo, en el Apéndie C se enontra informaiónrelevante de los resultados experimentales obtenidos on otras bases de datos.3.4.1 Estudio sobre las bases de datos V2Cls, Phoneme y B2ClsEn la Fig. 3.7 se ilustra el MSE por lase obtenido en la fase de aprendizajede los modelos de red RBF, RBF+VF y MLP, entrenados on el algoritmo bak-propagation7 y las bases de datos V2Cls, Phoneme y B2Cls.Nótese que en las tres bases de datos se muestran omportamientos en MSEmuy diferentes entre sí. En el aso de V2Cls el desbalane de la ME relentiza laonvergenia de la ANN8, pero al �nal esta es alanzada, y por lo tanto no afeta laefetividad del lasi�ador sobre la lase menos representada (Fig. 3.7a-).7Para mayor detalle sobre estos modelos de ANN véase el apítulo 2.8Al igual que ourrió on las bases de datos arti�iales de la seión 3.2.



66 3.4. Caso de estudio: Problemas de dos lasesPor otro lado en Phoneme la onvergenia del MSE de la lase minoritaria es muylenta y no se logra en un periodo de 25000 iteraiones9 (Fig. 3.7d-f). Sin embargo,los resultados en Phoneme no son tan dramátios omo en B2Cls donde el efeto deldesbalane de la ME ausa que la reduión del MSE sea prátiamente insigni�antea lo largo de las 25000 iteraiones (Fig. 3.7g-i).Este problema aumenta al existir un alto nivel de solapamiento entre lases.Cuanto menor es la separabilidad más difíil es estableer una frontera de deisiónapaz de disriminar orretamente las lases, y esto se agrava uando la ME estádesbalaneada (para mayor detalle véase el Anexo A).Para tratar de medir la separabilidad de los datos y relaionarla on el om-portamiento del MSE uando existe desbalane en las lases de la ME, se utilizó elriterio de medida de Fisher (F1). Obsérvese en la Tabla 3.1 que valor del riterioF1 para B2Cls es muy erano a ero mientras que para V2Cls es de 1.812.Por otra parte, omo abría esperar en términos de lasi�aión en la base dedatos V2Cls, se observa un buen desempeño en los tres modelos de red (Tabla 3.2).Tanto en la PC (Preisión en la Clasi�aión) omo en la g-mean se tienen porenta-jes eranos al 100%. Valores altos de g-mean indian una buena efetividad dellasi�ador en ambas lases (véase la seión 2.9.3).En Phoneme y B2Cls (Fig. 3.7) no se alanza la onvergenia de la lase minori-taria y su MSE deree muy lentamente. Esto trae omo onseuenia un desempeñode�iente del lasi�ador sobre la lase minoritaria. El porentaje de aiertos paraesta lase es muho menor que el de la lase mayoritaria viéndose re�ejado en valoresbajos de la g-mean.En el aso de Phoneme el desbalane de la ME no perjudia radialmente eldesempeño del lasi�ador sobre la lase minoritaria. Se tienen valores pequeños deg-mean (ver Tabla 3.2) pero no al nivel que ourre on B2Cls. En esta última basede datos, el porentaje de aiertos para la lase menos representada es de 0.0%. Estoindia que fue ignorada durante el proeso de entrenamiento. Sin embargo, la PCpara B2Cls es superior al 90%.Así, valores altos de PC no implian un buen desempeño del lasi�ador sobreambas lases10. Esto es omún en bases de datos no balaneados donde la distribuiónde los datos está muy desequilibrada.A ontinuaión, se estudiaran los posibles bene�ios de tratar el problema deldesbalane on las opiones presentadas en la seión 3.3.1.9Criterio de parada estableido para la ANN.10Porque solamente esta aprendiendo a la lase mayoritaria aunque de manera muy pobre.
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(i) RBF+VFFig. 3.7: MSE por lase en la fase de entrenamiento de las bases de datos V2Cls,Phoneme y B2Cls. Los resultados orresponden a la Opión 0 (algoritmo bak-propagation estándar).3.4.2 Caso 1: Tratamiento del desbalane en V2ClsEn la Fig. 3.8 se observa que la inlusión de las opiones 1, 2 y 3 al algoritmo deentrenamiento aelera la onvergenia de la red de forma onsiderable. Obsérveseque se requieren de menos de 5000 iteraiones para lograr la onvergenia (sobre todoen el MLP y la red RBF+VF) mientras que on el algoritmo de entrenamiento sin



68 3.4. Caso de estudio: Problemas de dos lasesTabla 3.2: Desempeño de las ANNs en la fase de lasi�aión de las bases dedatos V2Cls, Phoneme y B2Cls. Los valores entre paréntesis haen referenia ala desviaión estándar.V2Cls MLP RBF RBF+VFPC 99.43(0.52) 98.67(0.85) 99.81(0.42)g-mean 99.69(0.28) 95.41(4.25) 99.9(0.23)Phoneme MLP RBF RBF+VFPC 80.01(1.41) 79.5(1.26) 80.27(1.53)g-mean 74.58(2.2) 75.21(1.88) 75.59(2.07)B2Cls MLP RBF RBF+VFPC 92.16(0.36) 91.36(1.54) 92.0(0.57)g-mean 0.00(0.00) 0.00(0.00) 0.00(0.00)modi�ar (Opión 0) se requerían de al menos 20000 iteraiones aproximadamente(exepto la red RBF+VF que onvergió alrededor de las 10000 iteraiones, véase Fig.3.8 ). Sin embargo, es notable que la red RBF muestra una mayor di�ultad parareduir el MSE de la lase minoritaria.Las tres ANNs apliadas sobre V2Cls alanzan la onvergenia tanto on el al-goritmo de entrenamiento sin modi�ar, omo on la inlusión de las opiones 1, 2y 3, lo que se signi�a (en términos de PC y valores de g-mean) que los resultadosobtenidos en la fase de lasi�aión son prátiamente los mismos (valores eranosal 100%). No se observan ni mejoras ni perjuiios en la lasi�aión (véase la Tabla3.3).No obstante, las opiones 1-3 reduen el número de iteraiones neesarias paraalanzar la onvergenia de la ANN uando es entrenada on el algoritmo bak-propagation on proesamiento por grupos y MEs desequilibradas.V2Cls es una base de datos on un alto nivel de separabilidad lo que le permiteonverger más fáilmente al lasi�ador. Sin embargo, no todos los onjuntos nobalaneados presentan esta araterístia. La siguiente base de datos (Phoneme)muestra araterístias distintas lo que se ve re�ejado en la onvergenia de la red.3.4.3 Caso 2: Tratamiento del desbalane en PhonemeEn la Fig. 3.9 se observa que en ninguno de los tres modelos de ANNs se logra laonvergenia on el onjunto de datos Phoneme.Sin embargo, el omportamiento del MSE por lase uando las funiones de oste
γ(k) son inluidas modi�an de forma signi�ativa el proeso de entrenamiento delas ANNs.
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(l) RBF+VF Op. 3Fig. 3.8: MSE por lase en la fase de entrenamiento de la base de datos V2Cls.



70 3.4. Caso de estudio: Problemas de dos lasesTabla 3.3: Desempeño en la fase de lasi�aión de la base de datos V2Cls. Losvalores entre paréntesis haen referenia a la desviaión estándarMLP Opión 0 Opión 1 Opión 2 Opión 3PC 99.43(0.52) 99.62(0.51) 99.62(0.52) 99.43(0.52)g-mean 99.69(0.28) 99.79(0.28) 99.79(0.28) 99.69(0.28)RBF Opión 0 Opión 1 Opión 2 Opión 3PC 98.67(0.85) 99.24(1.04) 98.86(1.57) 98.3(2.05)g-mean 95.41(4.25) 99.58(0.58) 99.37(0.87) 99.05(1.14)RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 99.81(0.42) 99.62(0.52) 99.43(0.85) 99.62(0.52)g-mean 99.9(0.23) 99.79(0.28) 99.69(0.47) 99.79(0.28)Observe que al apliarse las opiones 1, 2 y 3, el MSE de la lase minoritariaes disminuido onsiderablemente en relaión al MSE original de esta lase (véase laFig.3.9a-). Sin embargo, la onvergenia de la ANN no se onsigue pero se puede veruna razonable partiipaión de ambas lases en el proeso de entrenamiento. Esteheho trae omo onseuenia mejoras en la efetividad del lasi�ador sobre la lasemenos representada en la ME (véase en la Tabla 3.4 los inrementos que se obtienenen los valores de g-mean).Por otro lado puede verse en la Fig. 3.9, que no existe una diferenia signi�ativaentre los resultados (en MSE) obtenidos por la apliaión de las opiones 1, 2 y 3.Otro aspeto interesante que se apreia en la Fig. 3.9 del iniso d al i (opiones 1y 2) es el inremento en el MSE de la lase mayoritaria. El efeto de las opiones 1 y 2se ve re�ejado en el aumento del MSE de la lase mayoritaria. Este omportamientose ha observado en otras bases de datos de dos lases, y disminuye la preisión deesta lase a ausa del aumento y reduión de la in�uenia de las lases minoritariay mayoritaria respetivamente, en el entrenamiento de la red.En la Tabla 3.4 se apreia que on el modelo MLP no hubo una diferenia im-portante entre los resultados de PC obtenidos. Esto signi�a que no fue afetada lapreisión del lasi�ador por la apliaión de las opiones 1, 2 y 3. En uanto a losvalores de g-mean se observan mejoras signi�ativas al apliar las tres opiones, esdeir, se inrementó el porentaje de aiertos de la lase minoritaria.La red RBF presenta un omportamiento semejante al no mostrar difereniasimportantes en la PC. Los valores de g-mean fueron inrementados al apliar lasopiones 1, 2 y 3. De igual manera, el modelo red RBF+VF no mostró difereniasigni�ativa en uanto a preisión y los valores de g-mean fueron inrementados deforma importante.
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(l) RBF+VF Op.3Fig. 3.9: MSE por lase en la fase de entrenamiento de la base de datos Phoneme.



72 3.4. Caso de estudio: Problemas de dos lasesLa tendenia a reduir la PC global por la apliaión de las opiones 1, 2 y 3es resultado de la disminuión de la PC de la lase mayoritaria. No obstante, elinremento de la PC de la minoritaria evita que esta reduión sea importante. Enel aso del MLP esta reduión es prátiamente insigni�ante.En términos generales se observó que al apliar las opiones 1, 2 y 3 se inrementóla preisión del lasi�ador sobre la lase minoritaria, y se aelero la reduión delMSE de esta lase omo lo evideniaron los resultados de la Tabla 3.4 (espeialmentelos resultados re�ejados por el riterio de medida g-mean).Tabla 3.4: Desempeño en la fase de lasi�aión de la base de datos Phoneme. Losvalores entre paréntesis haen referenia a la desviaión estándar.MLP Opión 0 Opión 1 Opión 2 Opión 3PC 80.01(1.41) 80.33(1.68) 80.87(1.87) 81.35(1.84)g-mean 74.58(2.2) 82.16(1.6) 82.59(1.87) 80.62(2.17)RBF Opión 0 Opión 1 Opión 2 Opión 3PC 79.5(1.26) 77.07(2.27) 78.81(1.17) 79.55(1.46)g-mean 75.21(1.88) 80.19(2.01) 81.62(1.5) 79.81(1.45)RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 80.27(1.53) 78.94(2.24) 79.22(1.97) 80.18(1.46)g-mean 75.59(2.07) 81.45(1.7) 81.82(1.89) 80.02(1.22)La base de datos Phoneme es un ejemplo laro donde el desbalane afeta eldesempeño del lasi�ador pero no de forma radial. La lase menos representadaes identi�ada en menor medida que la mayoritaria pero no hasta el punto de llegara ser ignorada su partiipaión en el entrenamiento de la ANN. Así, su valor deF1 = 0.285 es muy por debajo del mostrado por V2Cls (F1 = 1.812) y su nivel dedesbalane no es tan onsiderable omo en el aso de V2Cls o B2Cls (véase la Tabla3.1).3.4.4 Caso 3: Tratamiento del desbalane en B2ClsA diferenia de V2Cls y Phoneme, B2Cls (Fig. 3.10) presenta un omportamientomuy diferente. Se observa en la Fig. 3.10a- que el MSE de la lase minoritariase inrementó en mayor medida y dereió más lentamente en omparaión on lasbases de datos anteriores.Este heho trajo omo onseuenia que la lase minoritaria fuera ignorada du-rante el proeso de entrenamiento, y por lo tanto el porentaje de aiertos para estalase fuera ero, on valores de g-mean nulos (véase la Tabla 3.5).



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 73En el aso partiular del MLP se observan mejoras muy signi�ativas uando lasopiones 1, 2 y 3 son apliadas durante el proeso de entrenamiento. Se muestra enla Fig. 3.10 omo el MSE de la lase minoritaria es reduido de manera importante.En términos de PC on el modelo MLP no existe diferenia entre los resultadosobtenidos on las opiones 0, 1, 2 y 3. Sin embargo, en los valores de g-meanse produen inrementos sustaniales. Obsérvese que on la Opión 0 se obtienenvalores de g-mean iguales a ero. Sin embargo, al apliarse las opiones 1, 2 y 3 elporentaje de aiertos para esta lase se inrementó en promedio en torno al 90%(véase la Tabla 3.5).Las redes RBF y RBF+VF (Fig. 3.10) presentan resultados muy similares en-tre ellas. Al igual que ourrió en otros asos, las opiones 1, 2 y 3 inrementanla veloidad de onvergenia de la lase menos representada, aunque no se tienenresultados de similar importania omo en el aso del MLP. La Opión 3 (en ambosasos) mostró serios problemas en la reduión del MSE de la lase minoritaria, y enonseuenia un desempeño de�iente en la lasi�aión de esta lase.En la Tabla 3.5 se observa que on la red RBF y la red RBF+VF el porentajede aiertos de la lase minoritaria se inrementó11 al apliarse las opiones 1 y 2,pero también es notable la reduión de la PC del lasi�ador.Tabla 3.5: Desempeño en la fase de lasi�aión de la base de datos B2Cls. Losvalores entre paréntesis haen referenia a la desviaión estándarMLP Opión 0 Opión 1 Opión 2 Opión 3PC 92.16(0.36) 90.88(1.66) 91.36(1.99) 92.8(2.33)g-mean 0.0(0.0) 91.27(5.71) 91.54(5.79) 92.33(6.13)RBF Opión 0 Opión 1 Opión 2 Opión 3PC 91.36(1.54) 69.28(4.58) 65.28(4.26) 86.4(6.22)g-mean 0.0(0.0) 72.62(9.74) 71.01(4.2) 18.47(27.3)RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 92.0(0.57) 64.64(9.97) 66.56(4.61) 86.08(6.46)g-mean 0.0(0.0) 65.98(10.04) 74.2(5.03) 18.91(17.26)Nótese que el omportamiento de las opiones 1, 2 y 3 en el MLP es muy distintoal mostrado en las redes RBF y RBF+VF.El efeto de las opiones en estos dos últimos modelos de ANNs sobre la lasemayoritaria fue negativo al reduir el PC de esta lase.Sin embargo, la lase minoritaria fue bene�iada por estas opiones, aunquemínimamente en el aso de la Opión 3.11Esto es re�ejado en los inrementos de los valores de la g-mean.



74 3.4. Caso de estudio: Problemas de dos lases
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Capítulo 3. Distribuiones no balaneadas: Funiones de oste 75La ausa más probable de esta situaión sea la naturaleza de ada ANN. Mientrasque para el MLP la transformaión del espaio se realiza por atributo o araterístia,en las redes RBF y RBF+VF se realiza por prototipo. Esto produe que este tipode redes sean más sensibles a las atualizaiones de los parámetros libres de la ANNsobre todo en los entros y varianzas. Cuando la separabilidad en los datos esmenor12 los ambios de una iteraión a otra pueden ser de mayor magnitud lo quegenera mayor inestabilidad en el aprendizaje de la red y las haen más vulnerablesa aer en mínimos loales.Por otro lado deben onsiderarse las siguientes araterístias partiulares delonjunto de datos B2Cls:1. Muestra niveles de separabilidad de los datos muy eranos a ero.2. Presenta un alto nivel de solapamiento. Al apliar el lasi�ador 3-NN seobservó que prátiamente todos los veinos más próximos a ada uno de loselementos de la lase minoritaria perteneían a la lase mayoritaria.3. Los elementos perteneientes a la lase minoritaria (aproximadamente un 8%)son poos en relaión a la lase mayoritaria (aproximadamente 92%), y ademáslos datos que ontiene están muy poo representados (véase la Tabla 3.1).Esto realmente no supone un problema si los elementos ontenidos en la laseminoritaria son altamente disriminantes. En la Tabla 3.1, la base de datosV2Cls presenta araterístias similares en uanto a representaión. Sin em-bargo, su omportamiento es diametralmente distinto y se debe a que V2Clses altamente separable y no presenta solapamiento entre lases13.Cuando la base de datos presenta araterístias omo las de B2Cls, las ANNsbasadas en funiones de base radial presentan una pobre apaidad en el apren-dizaje dado que lo busan es enontrar los parámetros que ajusten los datos a unadistribuión normal y posiblemente no sigan neesariamente esta distribuión.Por otro lado, el MLP utiliza úniamente la informaión ontenida en los datospara estableer las fronteras de deisión, y por lo tanto en este ontexto logra mejoresresultados. Esto signi�a que ante el problema del solapamiento entre lases, elomportamiento de la red es distinto para un MLP respeto a una red RBF. Paramayor detalle sobre este tema véase el Anexo A. Así, si el desbalane de las lases noes tratado, los resultados no serían los obtenidos por las opiones 1, 2 y 3, sino queal ontrario se tendría un aprendizaje pobre sobre la lase menos representada14.En síntesis, de este estudio se puede onluir lo siguiente:12Reuérdese que B2Cls es la que presenta menor separabilidad en los datos.13Esto fue observado uando se le aplió el lasi�ador 3-NN.14Los lasi�adores utilizados fueron: MLP entrenada on el bak-propagation on proesamiento



76 3.5. Caso de estudio: Problemas de múltiples lases
• El desbalane de la ME origina lentitud en al onvergenia de la lase menosrepresentada.
• El problema es generado por las aportaiones desiguales al MSE durante elproeso de entrenamiento.
• Equilibrar las aportaiones al MSE (opiones 1, 2 y 3) durante el entrenamientoayuda a aelerar la onvergenia de la lase minoritaria.
• El desbalane de las lases afeta en mayor o menor medida dependiendo de laseparabilidad de las lases.
• Cuando la separabilidad de las lases es menor, las redes RBF y RBF+VF sonmás sensibles al desbalane de la ME.
• La inlusión de funiones de oste al algoritmo de entrenamiento inrementala in�uenia de la lase minoritaria en el proeso de aprendizaje. Así mismo,redue la partiipaión de la lase mayoritaria y esto trae omo onseueniala disminuión en la PC de esta última.El análisis del desbalane de las lases es un trabajo omplejo y debe evaluarsedesde diferentes ontextos y dominios. En la siguiente seión se ampliará el estudio aproblemas de múltiples lases y distintos niveles de desbalane entre lases. Además,se relaionará este efeto on uestiones de separabilidad y solapamiento entre lases.3.5 Caso de estudio: Problemas de múltiples lasesLa mayor parte de los trabajos realizados para tratar el desbalane están dirigidos aproblemas de dos lases y poos lo han abordado en el ontexto de múltiples lases[Zhou 2006℄. En esta seión se estudia el problema del desbalane en dominiosde múltiples lases y se analiza su efeto sobre el lasi�ador. Posteriormente seevalúan las posibilidades de las estrategias presentadas en la seión 3.3.1 para tratarel problema de las lases no balaneadas en ontextos de múltiples lases.En la seión anterior se mostró el efeto del desbalane de las lases en elrendimiento y efetividad de las redes entrenadas on el algoritmo bak-propagationen dominios de dos lases. Se observó que ausa lentitud en la onvergenia de lalase menos representada. En este sentido se vio que el uso de funiones de oste(Opión 1, 2 y 3) para tratar el desbalane de la ME puede ausar:seuenial, el Nearest-neighbor-like, máquinas de vetores soporte, árboles de deisión y redes RBFentrenadas on regresión logístia. Estos lasi�adores fueron tomados de la herramienta WEKA[Ian 2005℄.
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• Celeridad en la onvergenia de la lase minoritaria.
• Inrementos en la PC de la lase minoritaria.
• Aumento del MSE de la lase mayoritaria.
• Reduiones en la PC de la lase mayoritaria.En este estudio se analiza la viabilidad de generalizar el omportamiento obser-vado en problemas de dos lases a problemas de múltiples lases. En esta seión semuestran los resultados sobre Eoli6 y Cayo. Estas bases de datos son de espeialinterés por las siguientes razones:
• Son bases de datos de múltiples lases.
• Presentan un alto desbalane entre lases.
• Eoli6 orresponde al ontexto de las bases de datos poo representadas en laME y Cayo al aso opuesto.Más adelante en el Anexo C se presentan algunos resultados obtenidos on otrasbases de datos de múltiples lases que dan soporte a las onlusiones presentadas eneste apítulo. Para mayor detalle aera de los aspetos experimentales onsúltesela seión 2.10.3.5.1 Base de datos Eoli6La base de datos Eoli6 presenta diferentes niveles de desbalane entre lases. Seobserva en la Tabla 3.6, que la lase 1 y 2 muestran un desbalane severo entre ellas.La lase mayoritaria tiene 143 muestras y la minoritaria sólo tiene 5. Sin embargo,entre las lases 5 y 6 el desbalane no es tan onsiderable. Mediante la razón serepresenta el tamaño que tiene ada lase respeto al total de muestras ontenidasen la ME. Aquí nos enfrentamos al problema de identi�ar a las lases minoritariaso bajo que riterio deidir si orresponde a una lase minoritaria o no.Al observar la Fig. 3.11 se puede ver laramente que las lases que iniialmentepresentan una mayor lentitud en la onvergenia de su MSE son las lases 1 y 5.Corresponde on el heho de que son lases poo representadas en la ME (razón de0.02 y 0.11 respetivamente). En espeial la lase 1 muestra un omportamientobastante diferente en relaión al resto de las lases.Contraditoriamente omo se observa en la Tabla 3.6, aunque la lase 6 se en-uentra menos representada en la ME que la lase 5, su MSE es muho menor. Estosresultados sugieren que el desbalane presentado por las lases 5 y 6 no es la ausa



78 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.6: Caraterístias relevantes de la Base de datos Eoli6Clase F1 Patrones Razón Atributos1 52.65 5 0.02 72 10.96 143 0.42 73 10.66 77 0.24 74 10.96 52 0.15 75 10.33 35 0.11 76 9.93 20 0.06 7de la lentitud en la onvergenia de estas lases, sino de otros fatores omo su sola-pamiento entre ellas. Obsérvese en la Tabla 3.7 que la lase 5 presenta un alto gradode solapamiento on la lase 3.Tabla 3.7: Los resultados de esta tabla representan el porentaje de elementos iden-ti�ados por el lasi�ador no paramétrio k nearest-neighbours (k-NN) para k =3. Los resultados fuera de la diagonal se pueden interpretar omo el grado de sola-pamiento entre lases.Clase 1 2 3 4 5 61 100 0.00 0.00 0.00 0.00 0.002 0.00 97.9 0.00 2.10 0.00 0.003 1.30 5.19 80.52 0.00 12.99 0.004 0.00 11.54 1.92 84.62 0.00 1.925 2.86 2.86 42.86 0.00 51.43 0.006 5.00 5.00 0.00 10.00 0.00 80.00El omportamiento de la lase 1 on�rma lo menionado on anterioridad en elsentido de que las lases menos representadas presentan una mayor di�ultad paraonverger. Sin embargo, uando se tiene una �alta� separabilidad on el resto delas lases, la onvergenia es alanzada en un periodo de tiempo �razonable�, omoourre on esta lase que presenta un valor de F1 = 52.648 (véase la Fig. 3.11).Obsérvese que en los tres modelos de ANNs, la lase 2 se onverge en las primerasiteraiones. Esto oinide on el heho de que es la lase más representada en la ME(razón de 0.42).En la Tabla 3.8 se presenta el desempeño de la red en la fase de lasi�aiónon la Opión 0. Al analizar estos resultados se observa que no existe ontradiiónalguna on lo disutido on anterioridad. En el aso de la lase 1 se observa un altoporentaje de aiertos (véase la Tabla 3.8).Como se vio en la Fig. 3.11 la onvergenia de esta lase fue lenta pero al �nal sealanzó. Este omportamiento es diferente al que se observa en la lase 5 (ver Fig.



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 793.11), donde se muestra una mayor di�ultad para onverger, y por tanto presentael menor porentaje de aiertos (ver Tabla 3.8).Tabla 3.8: Resultados obtenidos en la fase de lasi�aión on la base de datos Eoli6y la Opión 0. Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 93.61MLP ls 3 10.66 0.23 82.96 ls 5 (11.91)ls 4 10.96 0.16 86.33ls 5 10.33 0.11 64.44 ls 3 (30.09)ls 6 9.93 0.06 85.64ls 1 52.65 0.02 100.00ls 2 10.96 0.43 91.46RBF ls 3 10.66 0.23 84.39 ls 5 (12.43)ls 4 10.96 0.16 87.18ls 5 10.33 0.11 62.54 ls 3 (34.60)ls 6 9.93 0.06 85.56 ls 4 (10.00)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 92.13RBF+VF ls 3 10.66 0.23 81.35 ls 5 (12.84)ls 4 10.96 0.16 87.55ls 5 10.33 0.11 61.01 ls 3 (35.12)ls 6 9.93 0.06 85.42En la Tabla 3.8 las tres arquiteturas de ANNs presentaron resultados muy seme-jantes en la fase de lasi�aión. Es notable que las lases que generaron un mayornivel de onfusión fueron las lases 3, 5 y 6. Estos resultados tienen poo que ver onel desbalane de las lases y más on problemas de solapamiento (véase las Tablas3.7 y 3.9).En la Tabla 3.6 los valores de F1 globales no dan su�iente informaión omopara poder a�rmar que las lases 3 y 5 presentan un nivel bajo de separabilidad.Para profundizar en nuestro análisis se realizó un estudio de la separabilidad porpares de lases (ver Tabla 3.9). Se observa laramente que las lases on menoríndie de separabilidad son las lases 3 y 5. Así mismo, la lase que presenta mayorseparabilidad es la lase 1.En las Fig. 3.12, 3.13 y 3.14 se presenta el omportamiento del MSE por laseal apliar las opiones 1, 2 y 3 durante el entrenamiento de la red. A nivel determinología se esribe Op. omo abreviatura de Opión. En el eje x se representael número de iteraiones, mientras que el eje y se muestra el MSE por lase.En términos generales se puede advertir que las opiones 1, 2 y 3 ayudan aaelerar la onvergenia de las lases menos representadas en la ME (lases 1 y 5, enespeial la lase 1).



80 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.9: Valores de F1 presentados en forma de matriz de onfusión. El objetivo esmostrar los valores de F1 por ada par de lases. Reuérdese que a mayor magnitudde F1 más separables son las lases.Clase 1 2 3 4 5 61 � 3.77 1014 75.30 6.31 1014 34.70 18.352 3.77 1014 � 10.14 5.06 13.79 8.033 75.30 10.14 � 5.37 1.24 7.674 6.31 1014 5.06 5.37 � 7.86 5.665 34.70 13.79 1.24 7.86 � 13.666 18.35 8.03 7.67 5.66 13.66 �Por otro lado, en la lase 3 se inrementa el MSE al apliar las opiones 1 y 2,mientras que la lase 2 queda afetada mínimamente uando se inluye las funionesde oste en el proeso de entrenamiento de la ANN. Lo mismo ourre on la lase 4en las redes RBF y RBF+VF.La razón de ello es que aumenta el nivel de onfusión entre lases uando tienenun alto nivel de solapamiento. Un ejemplo de esta situaión se puede ver en elinremento de la onfusión de la lase 3 on respeto de la lase 5.Los resultados evidenian que la Opión 3 no genera efetos negativos sobre elMSE de las lases más representadas (ver Fig. 3.12, 3.13 y 3.14) independientementede si están solapadas o no. No obstante, sus resultados en términos de reduióndel MSE siempre son iguales o peores que las opiones 1 y 2. La posible ventajade la Opión 3 sobre el resto es que no se inrementa el MSE a onseuenia delsolapamiento entre lases.En resumen, es laro el efeto de las opiones 1, 2 y 3 para tratar el desbalanede las lases en uestiones de onvergenia, pero ahora habrá que preguntarse ¾uáles su efeto sobre la efetividad de la ANN en la fase de lasi�aión?.En el aso espeí�o del MLP (ver Tabla 3.10) se observa que sólo hubo mejorasen la PC de la lase 5, mientras que en el resto de las lases se mantuvo o se redujosu PC. Así, la onfusión entre lases se inrementó al apliar las opiones 1, 2 y 3.Una expliaión a este heho es que la base de datos Eoli6 está poo representadaen el espaio, y la introduión de las funiones de oste puede aumentar la onfusiónde las lases mayoritarias, y por tanto modi�ar de forma signi�ativa su preisión.El efeto que se produe es pareido a uando se modi�a de forma arti�ial lasprobabilidades a priori de las lases en un lasi�ador bayesiano desplazando susfronteras de deisión. De esta forma intentando balanear las lases minoritarias segenera un efeto seundario laro que modi�a de forma signi�ativa lo que entiendela red omo la distribuión de los datos de las lases mayoritarias, y que objetivamente



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 81disminuye la preisión de las mismas. Este efeto se mani�esta de forma más larauanto mayor sea el grado de solapamiento en la frontera entre pares de lases.Tabla 3.10: Resultados obtenidos al lasi�ar la base de datos Eoli6 on el MLP.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 93.61Opión 0 ls 3 10.66 0.23 82.96 ls 5 (11.91)ls 4 10.96 0.16 86.33ls 5 10.33 0.11 64.44 ls 3 (30.09)ls 6 9.93 0.06 85.64ls 1 52.65 0.02 100.00ls 2 10.96 0.43 87.38Opión 1 ls 3 10.66 0.23 77.06 ls 5 (17.24)ls 4 10.96 0.16 77.06 ls 6 (14.12)ls 5 10.33 0.11 68.51 ls 3 (23.91)ls 6 9.93 0.06 80.10 ls 4 (14.80)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 88.78Opión 2 ls 3 10.66 0.23 80.47 ls 5 (14.82)ls 4 10.96 0.16 77.55 ls 6 (13.88)ls 5 10.33 0.11 65.96 ls 3 (27.36)ls 6 9.93 0.06 80.85 ls 4 (13.83)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 88.13Opión 3 ls 3 10.66 0.23 82.54 ls 5 (12.45)ls 4 10.96 0.16 85.57ls 5 10.33 0.11 66.37 ls 3 (28.57)ls 6 9.93 0.06 82.81 ls 4 (12.50)Por otro lado, en las redes RBF y RBF+VF (Tablas 3.11 y 3.12) se observanmejoras en la PC de la lase 5, mientras que en resto de las lases la PC fue disminuidao no fue afetada de manera importante. El omportamiento mostrado en la lase 3y 5 obedee a las mismas ausas desritas para el MLP.Un ejemplo de esta situaión puede observarse entre las lases 4 y 6, uyo nivelde separabilidad en F1 es 5.663 (ver Tabla 3.9), y que aun siendo baja se onsigue unnivel de preisión aeptable y sólo alanza una onfusión del 10.00 % en la Opión0 de la lase 6 on la lase 4 en la red RBF. Esto es normal ya que la lase 6 tieneprátiamente un terio de puntos que la lase 4 (la lase 4 ontiene 52 muestras yla lase 6 ontiene 20 muestras). Sin embargo, uando entrenamos on funiones deoste aumenta la onfusión entre las lases 6 y 4.En la Tabla 3.13 se muestra el desempeño global del lasi�ador medido a travésde dos riterios de medida: PC global y g-mean. Esta última medida nos da unaidea del omportamiento general del lasi�ador sobre todas las lases.En términos de PC y g-mean, los modelos MLP, RBF y RBF+VF no presentaron



82 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.11: Resultados obtenidos al lasi�ar la base de datos Eoli6 on la red RBF.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 91.46Opión 0 ls 3 10.66 0.23 84.39 ls 5 (12.43)ls 4 10.96 0.16 87.18ls 5 10.33 0.11 62.54 ls 3 (34.60)ls 6 9.93 0.06 85.56 ls 4 (10.00)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 87.29Opión 1 ls 3 10.66 0.23 76.56 ls 5 (18.28)ls 4 10.96 0.16 78.78 ls 6 (11.98)ls 5 10.33 0.11 74.05 ls 3 (22.45)ls 6 9.93 0.06 85.20 ls 4 (10.20)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 88.49Opión 2 ls 3 10.66 0.23 75.64 ls 5 (19.62)ls 4 10.96 0.16 77.76 ls 6 (12.83)ls 5 10.33 0.11 69.35 ls 3 (24.70)ls 6 9.93 0.06 84.90 ls 4 (10.42)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 87.91Opión 3 ls 3 10.66 0.23 82.68 ls 5 (14.34)ls 4 10.96 0.16 86.77ls 5 10.33 0.11 64.58 ls 3 (35.42)ls 6 9.93 0.06 85.42 ls 4 (10.42)mejoras o reduiones signi�ativas al apliarse las opiones 1, 2 y 3.La Opión 3 muestra una tendenia más estable y los inrementos de onfusión enrelaión a la Opión 0, son de menor onsideraión que los que se generaron on lasopiones (Opión 1 y 2). Esto es debido a que el valor de ponderaión de la Opión3 es obtenido a partir del MSE por lase, que a su vez es disminuido al avanzar enel entrenamiento de la ANN.Así, en las primeras iteraiones se redue el problema del desbalane de las lasessigni�ativamente, y posteriormente el entrenamiento de la ANN es afetado enmenor medida por la funión de oste (ver �guras donde se analizó el MSE porlase). Sin embargo, esta opión presenta menores ventajas en uanto a PC y valoresde g-mean.
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Tabla 3.12: Resultados obtenidos al lasi�ar la base de datos Eoli6 on la redRBF+VF. Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 92.13Opión 0 ls 3 10.66 0.23 81.35 ls 5 (12.84)ls 4 10.96 0.16 87.55ls 5 10.33 0.11 61.01 ls 3 (35.12)ls 6 9.93 0.06 85.42ls 1 52.65 0.02 100.00ls 2 10.96 0.43 88.73Opión 1 ls 3 10.66 0.23 76.92 ls 5 (18.44)ls 4 10.96 0.16 77.84 ls 6 (12.75)ls 5 10.33 0.11 72.89 ls 3 (20.99)ls 6 9.93 0.06 83.67 ls 4 (11.22)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 88.66Opión 2 ls 3 10.66 0.23 76.79 ls 5 (18.57)ls 4 10.96 0.16 78.43 ls 6 (12.16)ls 5 10.33 0.11 71.72 ls 3 (23.62)ls 6 9.93 0.06 83.67 ls 4 (11.22)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 87.79Opión 3 ls 3 10.66 0.23 82.07 ls 5 (14.62)ls 4 10.96 0.16 87.89ls 5 10.33 0.11 64.13 ls 3 (34.65)ls 6 9.93 0.06 85.64 ls 4 (10.11)
Tabla 3.13: Desempeño global del lasi�ador: Base de datos Eoli6. Los valoresentre paréntesis haen referenia a la desviaión estándar.MLP Opión 0 Opión 1 Opión 2 Opión 3PC 86.56(2.78) 81.12(5.96) 82.38(6.25) 84.00(5.19)g-mean 83.76(5.57) 80.25(5.69) 80.91(6.04) 83.02(5.67)RBF Opión 0 Opión 1 Opión 2 Opión 3PC 85.87(3.36) 82.14(5.28) 81.77(5.43) 84.10(4.51)g-mean 83.50(5.29) 82.29(5.09) 81.19(5.49) 83.01(5.49)RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 85.34(3.69) 82.48(5.53) 82.39(4.82) 84.03(4.79)g-mean 82.59(5.62) 81.98(5.63) 81.77(5.01) 83.14(5.40)
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Fig. 3.12: MLP: MSE por lase de la base de datos Eoli6.
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Fig. 3.13: Red RBF: MSE por lase de la base de datos Eoli6.
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Fig. 3.14: Red RBF+VF: MSE por lase de la base de datos Eoli6.



88 3.5. Caso de estudio: Problemas de múltiples lases3.5.2 Base de datos CayoPara ampliar el estudio en esta seión se analiza el omportamiento15 de la base dedatos desbalaneada y de múltiples lases Cayo.En la Tabla 3.14 se resumen algunas de las prinipales araterístias del onjuntode datos Cayo. Obsérvese que la lase 1 es la únia que presenta un valor de F1 quela hae pareer distinta a las demás.Tabla 3.14: Caraterístias relevantes de la Base de datos CayoClase F1 Patrones Ratio Atributos1 32.57 838 0.14 42 5.41 293 0.05 43 4.57 624 0.10 44 4.53 322 0.05 45 10.75 133 0.02 46 6.18 369 0.06 47 5.27 324 0.05 48 5.46 722 0.12 49 8.05 789 0.13 410 8.31 833 0.14 411 8.37 772 0.13 4En la Tabla 3.15 se muestran los resultados obtenidos al experimentar on la basede datos Cayo y el MLP. Se observa que las lases que presentan un menor porentajede aiertos o preisión orresponden on las lases menos representadas en la ME(lases 2, 4, 5 y 6), exepto por la lase 7 que muestra una preisión superior al 90%.En las Tablas 3.16 y 3.17 se muestran los valores separabilidad entre lases (F1)y de nivel de solapamiento (3-NN).Obsérvese en la Tabla 3.16, que los valores en negrita orresponden a las lasesque presentan mayor nivel de onfusión uando se utiliza el lasi�ador k-NN. Conello se busa relaionar ambos riterios de medida (F1 y k-NN).En la Tabla 3.17 se muestra el porentaje de elementos identi�ados por el lasi�-ador no paramétrio k nearest-neighbours (k-NN) para k = 3. Los resultados fuerade la diagonal se pueden interpretar omo el grado de onfusión entre lases. Losvalores subrayados representan los niveles de onfusión entre los pares de lases mássigni�ativos.Nótese que la lase 7 es altamente separable o on un bajo nivel de onfusión entérminos de PC, y sin embargo la informaión aportada por las tablas anteriores noes su�iente para expliar este omportamiento. La hipótesis más probable es quese trata de una lase on un alto nivel de densidad en los datos o al menos, que el15Tanto en la fase de entrenamiento omo en la de lasi�aión.



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 89lasi�ador la disrimina orretamente uando se ompara on la lase más erana(lase 6).Tabla 3.15: Resultados de la fase de lasi�aión del MLP on la base de datos Cayo.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 32.57 0.14 89.74ls 2 5.41 0.05 51.20 ls 3 (48.63)ls 3 4.57 0.10 95.69ls 4 4.53 0.05 70.99 ls 3 (12.61) ls 8 (11.43)ls 5 10.75 0.02 19.92 ls 1 (50.30) ls 3 (19.39)Opión 0 ls 6 6.18 0.06 56.44 ls 7 (31.90)ls 7 5.27 0.05 95.40ls 8 5.46 0.12 98.55ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 77.03 ls 11 (21.80)ls 11 8.37 0.13 89.40 ls 10 (10.14)ls 1 32.57 0.14 86.80ls 2 5.41 0.05 56.92 ls 3 (43.08)ls 3 4.57 0.10 86.92ls 4 4.53 0.05 93.73ls 5 10.75 0.02 92.88Opión 1 ls 6 6.18 0.06 60.84 ls 7 (31.71)ls 7 5.27 0.05 96.44ls 8 5.46 0.12 95.98ls 9 8.05 0.13 87.53 ls 10 (12.44)ls 10 8.31 0.14 75.29 ls 11 (22.49)ls 11 8.37 0.13 91.40ls 1 32.57 0.14 91.42ls 2 5.41 0.05 65.48 ls 3 (34.52)ls 3 4.57 0.10 83.48ls 4 4.53 0.05 96.77ls 5 10.75 0.02 92.65Opión 2 ls 6 6.18 0.06 60.54 ls 7 (30.57)ls 7 5.27 0.05 95.46ls 8 5.46 0.12 96.90ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 73.25 ls 11 (25.73)ls 11 8.37 0.13 96.37ls 1 32.57 0.14 88.10ls 2 5.41 0.05 51.37 ls 3 (48.63)ls 3 4.57 0.10 93.42ls 4 4.53 0.05 93.54ls 5 10.75 0.02 73.79 ls 1 (14.39) ls 3 (11.52)Opión 3 ls 6 6.18 0.06 60.43 ls 7 (30.82)ls 7 5.27 0.05 95.31ls 8 5.46 0.12 94.86ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 76.36 ls 11 (22.99)ls 11 8.37 0.13 91.89Otro aspeto interesante que puede verse en la Tabla 3.15 es que al apliarse



90 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.16: Valores de F1 para la base de datos Cayo representados en forma dematriz de onfusión.Clase 1 2 3 4 5 6 7 8 9 10 111 �- 8.91 7.44 7.90 2.03 7.49 8.81 5.37 11.89 10.88 11.952 8.91 �- 2.13 1.90 9.07 3.55 3.69 14.25 14.37 13.01 25.103 7.44 2.13 �- 4.19 6.39 4.11 3.27 11.11 58.38 22.05 61.174 7.90 1.90 4.19 �- 9.36 2.77 1.80 6.90 59.66 15.30 61.175 2.03 9.07 6.39 9.36 �- 8.90 12.21 6.14 34.92 24.72 35.486 7.49 3.55 4.11 2.77 8.90 �- 2.72 2.48 1.53 0.68 1.377 8.81 3.69 3.27 1.80 12.21 2.72 �- 9.59 42.44 16.99 45.078 5.37 14.25 11.11 6.90 6.14 2.48 9.59 �- 14.63 7.77 14.889 11.89 14.37 58.38 59.66 34.92 1.53 42.44 14.63 �- 2.11 0.7710 10.88 13.01 22.05 15.30 24.72 0.68 16.99 7.77 2.11 �- 1.7011 11.95 25.10 61.17 61.17 35.48 1.37 45.07 14.88 0.77 1.70 �-Tabla 3.17: Porentaje de elementos identi�ados por el lasi�ador no paramétrio
k nearest-neighbours (k-NN) para k = 3.Clase 1 2 3 4 5 6 7 8 9 10 111 98.81 0.00 0.00 0.24 0.60 0.00 0.00 0.36 0.00 0.00 0.002 0.68 82.94 16.38 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.003 0.00 6.89 91.35 1.44 0.32 0.00 0.00 0.00 0.00 0.00 0.004 0.93 0.00 4.04 92.86 0.00 0.31 0.31 1.55 0.00 0.00 0.005 9.77 0.00 5.26 0.00 81.95 2.26 0.00 0.75 0.00 0.00 0.006 0.54 0.00 0.00 0.27 2.44 84.28 10.84 0.00 0.00 1.63 0.007 0.00 0.00 0.00 0.00 0.00 13.27 86.42 0.00 0.31 0.00 0.008 0.00 0.00 0.00 0.55 0.00 0.00 0.00 99.31 0.14 0.00 0.009 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 97.97 2.03 0.0010 0.00 0.00 0.00 0.00 0.12 0.24 0.00 0.24 4.80 85.59 9.0011 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 7.77 92.23las funiones de oste la onfusión entre lases se redue. Así, pueden observarseinrementos en la PC de las lases minoritarias 2, 4, 5 y 6.En el aso de la lase 5 on Opión 0 se presenta una PC = 19.92%, mientrasque al apliarse las opiones 1 y 2 este valor aumenta en más de 70%.Además, algunas de las lases mayoritarias también se ven bene�iadas por laapliaión de las opiones 1, 2 y 3. Tal es el aso de la lase 11 que inrementasu preisión on las tres opiones, aunque sólo la Opión 2 muestra un inrementosigni�ativo.Por otro lado un efeto negativo en la apliaión de estas opiones es la reduióndel porentaje de aiertos de algunas lases onsideradas mayoritarias (véase laslases 3, 8 y 10).



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 91Sin embargo, las mejoras obtenidas en las lases minoritarias evitan que estasreduiones oasionen mermas signi�ativas en el desempeño global del lasi�ador,tal y omo puede verse en la Tabla 3.18. Los tres modelos de ANN tienen inrementosen la PC global del lasi�ador. Mas aún, el desempeño de las lases medido a travésde la g-mean es inrementado de forma importante.Tabla 3.18: Desempeño global del lasi�ador: Base de datos Cayo. Los valores entreparéntesis haen referenia a la desviaión estándar.MLP Opión 0 Opión 1 Opión 2 Opión 3PC 83.58(0.77) 85.00(0.94) 86.25(0.63) 85.15(0.27)g-mean 70.17(6.28) 82.88(0.64) 84.41(0.59) 80.96(0.44)RBF Opión 0 Opión 1 Opión 2 Opión 3PC 79.9(1.63) 81.51(0.97) 82.03(0.79) 83.33(0.47)g-mean 58.97(3.94) 78.98(1.4) 78.01(4.02) 78.64(0.70)RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 76.92(2.92) 81.78(1.17) 81.23(2.05) 83.08(0.81)g-mean 66.99(7.58) 78.3(3.94) 78.15(3.09) 77.68(2.39)Al apliarse las opiones 1 y 2, la onfusión generada por el desbalane entrelases es reduida quedando a desubierto las lases que se onfunden por la na-turaleza de sus datos y no por el desbalane de las lases. Observando la Tabla 3.15,las lases que presentan mayor onfusión son las siguientes: la lase 2 on la lase 3,la lase 6 on la lase 7, la lase 9 on la lase 10 y la lase 10 on la lase 11. Estosresultados orresponden a las lases que en la Tabla 3.17 presentan mayor nivel desolapamiento entre ellas16.La Tabla 3.19 orresponde a los resultados obtenidos on la red RBF. En esta redse puede observar que al igual que on el MLP, las lases 2, 4, 5 y 6 (onsideradasminoritarias) presentan bajos porentajes de aiertos en el aso de la Opión 0. Alapliarse las opiones 1, 2 y 3, la preisión por lase se inrementa onsiderablementey la onfusión entre lases se ve disminuida, espeialmente on las opiones 1 y 2.En el aso de la lase 7 (lase onsiderada minoritaria) el modelo de red RBFpresenta un menor porentaje de aiertos para esta lase que uando se aplió elmodelo MLP on la Opión 0. Después de apliarse las opiones 1, 2 y 3 se obtienenvalores de PC muy similares en ambas redes.Los resultados obtenidos on el modelo de red RBF+VF (Tabla 3.20) siguieronel mismo patrón de omportamiento que la red RBF. Este modelo al igual que la redRBF es afetado de manera muy signi�ativa por el desbalane de la ME. También16Reuérdese que la estrategia no paramétria utilizada para visualizar el solapamiento entrelases es muho menos sensible al desbalane global de las lases que los modelos neuronales que seestán estudiando.



92 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.19: Resultados de la fase de lasi�aión de la red RBF on la base de datosCayo. Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 32.57 0.14 89.67ls 2 5.41 0.05 31.51 ls 3 (48.68) ls 9 (11.05)ls 3 4.57 0.10 96.17ls 4 4.53 0.05 25.80 ls 3 (40.66) ls 7 (14.45) ls 8 (17.93)ls 5 10.75 0.02 12.02 ls 1 (47.47) ls 3 (16.06) ls 8 (23.94)Opión 0 ls 6 6.18 0.06 45.83 ls 7 (28.55) ls 10 (14.71)ls 7 5.27 0.05 85.97 ls 3 (10.96)ls 8 5.46 0.12 98.93ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 75.02 ls 11 (18.04)ls 11 8.37 0.13 74.16 ls 10 (16.46)ls 1 32.57 0.14 82.26ls 2 5.41 0.05 52.44 ls 3 (47.56)ls 3 4.57 0.10 84.95ls 4 4.53 0.05 83.37ls 5 10.75 0.02 86.36Opión 1 ls 6 6.18 0.06 60.45 ls 7 (31.46)ls 7 5.27 0.05 95.16ls 8 5.46 0.12 94.83ls 9 8.05 0.13 87.54 ls 10 (12.44)ls 10 8.31 0.14 66.05 ls 11 (22.68)ls 11 8.37 0.13 89.64ls 1 32.57 0.14 85.50ls 2 5.41 0.05 50.00 ls 3 (48.63)ls 3 4.57 0.10 89.50ls 4 4.53 0.05 78.11ls 5 10.75 0.02 90.53Opión 2 ls 6 6.18 0.06 61.21 ls 7 (29.76)ls 7 5.27 0.05 91.03ls 8 5.46 0.12 94.18ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 65.72 ls 11 (24.28)ls 11 8.37 0.13 91.19ls 1 32.57 0.14 86.70ls 2 5.41 0.05 51.37 ls 3 (48.63)ls 3 4.57 0.10 92.15ls 4 4.53 0.05 91.39ls 5 10.75 0.02 66.67 ls 1 (16.45) ls 3 (11.26)Opión 3 ls 6 6.18 0.06 56.13 ls 7 (31.91)ls 7 5.27 0.05 93.08ls 8 5.46 0.12 93.23ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 74.28 ls 11 (21.91)ls 11 8.37 0.13 89.08puede verse que la apliaión de las opiones 1, 2 y 3 ayuda a reduir los efetos deldesbalane en la fase de entrenamiento de la red, aelerando la onvergenia de las



Capítulo 3. Distribuiones no balaneadas: Funiones de oste 93lases menos representadas en la ME y originando que se tengan mejores resultadoson un menor o igual número de iteraiones.Analizando los resultados en PC de las diferentes lases en las Tablas 3.19, 3.20podemos a�rmar que los modelos de red RBF y RBF+VF son más sensibles y ob-tienen menos mejoras al apliar las funiones de oste para resolver el desbalane delas lases.A partir de los resultados presentados en las Tablas 3.15, 3.19 y 3.20 se puederesumir lo siguiente:1. Las lases menos representadas en la ME (ratio < 0.1) muestran bajos por-entajes de PC (exepto la lase 7).2. Las lases minoritarias 4 y 5 presentan onfusión a onseuenia de su bajonivel de representatividad en la ME (desbalane de las lases).3. Al apliar las opiones 1, 2 y 3 se inrementan los valores de PC para las lasesminoritarias 2, 4, 5, 6 y 7 (en esta última sólo en las redes RBF y RBF+VF).4. El efeto de las opiones sobre las lase mayoritarias 1, 3, 8 y 10 redue su PCdebido a la disminuión de su in�uenia en el aprendizaje de la ANN.5. La PC de la lase mayoritaria 11 es inrementado y la de la lase 9 no se veafetada.6. Visto de onjunto, la onfusión entre lases disminuye al apliar las opiones 1,2 y 3, y la onfusión existente en los resultados después de apliar las opiones1, 2 y 3 está generada más por la naturaleza de los datos que por el desbalanede las lases.7. La Opión 3 no alanza a reduir al máximo el efeto del desbalane de la ME.Para ontrastar los resultados anteriores se analizó el omportamiento del MSEen la Fig. 3.15 para las lases 1, 5 y 11. Se eligieron estas tres lases porque en lostres modelos de ANNs presentan ondutas similares. El MSE de la red RBF+VFno es mostrado porque presenta una onduta muy semejante al de la red RBF.El objetivo que se persigue es el de mostrar los tres posibles esenarios de interésque ourren uando se pondera el MSE, para tratar el problema del desbalane dela ME en problemas de múltiples lases.Al apliarse las opiones 1, 2 y 3 se tiene el siguiente omportamiento sobre laslas lases 1, 5 y 11:
• La lase 1 es mayoritaria y su PC es reduido.



94 3.5. Caso de estudio: Problemas de múltiples lasesTabla 3.20: Resultados de la fase de lasi�aión de la red RBF+VF on la base dedatos Cayo. Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 32.57 0.14 88.38ls 2 5.41 0.05 24.88 ls 3 (48.66) ls 9 (11.89)ls 3 4.57 0.10 93.71ls 4 4.53 0.05 43.68 ls 3 (31.54) ls 8 (15.44)ls 5 10.75 0.02 25.28 ls 1 (32.58) ls 3 (11.23) ls 8 (28.93)Opión 0 ls 6 6.18 0.06 53.56 ls 7 (26.04)ls 7 5.27 0.05 79.20 ls 3 (16.15)ls 8 5.46 0.12 98.64ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 77.40 ls 11 (16.64)ls 11 8.37 0.13 71.74 ls 10 (22.13)ls 1 32.57 0.14 82.17ls 2 5.41 0.05 48.58 ls 3 (47.47)ls 3 4.57 0.10 85.35ls 4 4.53 0.05 87.48ls 5 10.75 0.02 89.86Opión 1 ls 6 6.18 0.06 60.33 ls 7 (30.43)ls 7 5.27 0.05 91.65ls 8 5.46 0.12 94.93ls 9 8.05 0.13 87.27 ls 10 (12.44)ls 10 8.31 0.14 68.71 ls 11 (22.98)ls 11 8.37 0.13 89.46ls 1 32.57 0.14 85.94ls 2 5.41 0.05 49.09 ls 3 (47.43)ls 3 4.57 0.10 86.47 ls 4 (10.89)ls 4 4.53 0.05 87.11ls 5 10.75 0.02 90.66Opión 2 ls 6 6.18 0.06 60.73 ls 7 (31.07)ls 7 5.27 0.05 94.33ls 8 5.46 0.12 92.38ls 9 8.05 0.13 86.93 ls 10 (11.70)ls 10 8.31 0.14 63.28 ls 11 (27.68)ls 11 8.37 0.13 87.31ls 1 32.57 0.14 86.30ls 2 5.41 0.05 47.31 ls 3 (48.63)ls 3 4.57 0.10 91.57ls 4 4.53 0.05 84.52ls 5 10.75 0.02 67.72 ls 1 (13.40) ls 3 (11.19)Opión 3 ls 6 6.18 0.06 57.94 ls 7 (30.94)ls 7 5.27 0.05 93.77ls 8 5.46 0.12 95.50ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 73.35 ls 11 (22.67)ls 11 8.37 0.13 90.02
• La lase 5 es minoritaria y su PC es inrementado.
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(d) RBF: Clase 5
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(e) MLP: Clase 11  0
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(f) RBF: Clase 11Fig. 3.15: MSE de las lases 1, 5 y 11, de la base de datos Cayo. El MSE de la redRBF+VF, presenta una onduta muy semejante a la de la red RBF por lo que noes presentado para evitar redundania en los resultados.
• La lase 11 es mayoritaria y su PC es inrementado.En la Fig. 3.15a y 3.15b, el inremento del MSE de la lase 1 es prátiamente



96 3.6. Conlusióninsigni�ante. Es difíil relaionar este inremento on la reduión de su PC. En lalase 11 no se observa una disminuión signi�ativa en el MSE omo para justi�arel inremento de la PC (Fig. 3.15e y 3.15f). Sin embargo, en la Fig. 3.15 y 3.15destán laros los efetos de las opiones 1, 2 y 3 sobre el MSE de la lase 5. Setienen importantes reduiones en el MSE de esta lase oinidiendo on notablesinrementos de PC que se observaron previamente en las Tablas 3.15, 3.19 y 3.20.Este omportamiento ya sido observado on anterioridad en las bases de datos dedos lases y en Eoli6.Al evaluar el desempeño global del lasi�ador (Tabla 3.18) se observan notablesmejoras tanto en PC global omo en valores de g-mean en los tres modelos de ANNsy las opiones (1, 2 y 3). Obsérvese que en los tres modelos de ANN se tienen mejorassigni�ativas en resultados de g-mean, lo que se orresponde on inrementos en losvalores de PC de las lases minoritarias.3.6 ConlusiónEn este apítulo se ha estudiado empíriamente el efeto del desbalane de las lasessobre el algoritmo bak-propagation on proesamiento por grupos. Se utilizarontres arquiteturas distintas de ANN y se realizaron experimentos on onjuntos dedatos reales y arti�iales. Así mismo, se analizó este problema en el ontexto de dosy múltiples lases.El estudio fue dirigido desde dos perspetivas: a) análisis del MSE, y b) preisiónen la lasi�aión. Se propusieron tres funiones de oste dirigidas a reduir el efetodel desbalane de las lases.A partir de la resultados presentados en este apítulo se puede onluir lo si-guiente:
• El desbalane de las lases sobre el algoritmo bak-propagation (on proe-samiento por grupos) retarda la onvergenia de las lases minoritarias.
• Cuando las lases minoritarias presentan bajos niveles de solapamiento y altaseparabilidad entre las lases, onvergen en un menor número de iteraiones.
• El problema de no alanzar la onvergenia está más relaionado on uestionesde solapamiento y separabilidad entre lases que on el desbalane.
• Inluir funiones de oste para ompensar el desbalane de la ME tiene básia-mente dos onseuenias: a) aelerar la onvergenia de las lases menos re-presentadas y b) reduir la in�uenia de las lases mayoritarias en el proesode entrenamiento.
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• Si las lases mayoritarias y minoritarias presentan bajo nivel de separabilidadentre lases, el efeto de las opiones 1 y 2 puede aentuar este solapamientoreduiendolo en las lases minoritarias e inrementandolo en la lases mayori-tarias.
• Si los datos se enuentran poo representados en el espaio, el efeto de apliarfuniones de oste on las opiones 1, 2 y 3 puede modi�ar signi�ativamentela interpretaión de la red aera de la distribuión espaial de las lases, per-judiando signi�ativamente las lases mayoritarias. Este efeto disminuye amedida que aumenta la densidad de los datos en estas lases.
• La Opión 3 genera menos efetos negativos en el proeso de aprendizaje dela red. No obstante, es la que obtiene menores bene�ios sobre las lasesminoritarias.
• Los MLP son más efetivos que las redes RBF y RBF+VF uando se trabajaon bases de datos desbalaneadas y on alto nivel de solapamiento o bajaseparabilidad. En otras palabras, el MLP es menos sensible al desbalane dela ME y al solapamiento entre lases.Esto puede deberse a la forma en que realiza la transformaión del espaio deentrada en relaión a la forma en omo es realizado por las redes basadas enfuniones de base radial.Por otro lado, las redes RBF y RBF+VF asumen una distribuión normal. Otraevidenia que rea�rma lo anterior, es que el MLP requiere de menos neuronasoultas que las redes basadas en funiones de base radial para resolver el mismoproblema.En el siguiente apítulo se ontinuará on el estudio del desbalane del las lasespero desde un enfoque modular. Se apliará el riterio de divide y venerás parareduir la in�uenia de unas lases sobre otras (nivel de onfusión), y de esta formaintentar simpli�ar el problema del desbalane de la ME.
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Capítulo 4Tratamiento del desbalane de laslases on ANN-M
Contenido4.1 Redes Neuronales Modulares . . . . . . . . . . . . . . . . 994.2 Desomposiión del problema . . . . . . . . . . . . . . . . 1014.3 Desbalane e interferenia de las lases . . . . . . . . . . 1024.4 Comuniaión entre módulos . . . . . . . . . . . . . . . . 1234.5 Conlusión . . . . . . . . . . . . . . . . . . . . . . . . . . . 1274.1 Redes Neuronales ModularesLas ANN Modulares (ANN-M) son una tendenia en el diseño de arquiteturas deANN [Auda 1998℄. Estos modelos han sido inspirados por la alta modularidad de lasredes neuronales biológias y están basados en el prinipio de básio de la ingeniería:�divide y venerás� [Rono 1995℄.En oasiones, el uso de ANN-M puede impliar una mejora signi�ativa en om-paraión a la apliaión de una ANN global (ANN-G)1 [Rono 1995℄. Estas últimaspresentan una alta tendenia a introduir interferenia interna a ausa del fuerteaoplamiento entre los pesos de la apa oulta [Jaobs 1991℄.En términos de e�ienia, las ANN-M presentan importantes ventajas omputa-ionales frente a las ANN-G.1Úniamente en este apítulo se hará referenia omo ANN-G a las ANNs no modulares. En elresto de la tesis no se hará referenia a las ANNs monolítias omo ANN-G.99



100 4.1. Redes Neuronales Modulares
• El número de iteraiones neesarias para entrenar los módulos es menor quepara entrenar una ANN-G que resuelva el mismo problema.
• Los módulos en la ANN-M son más pequeños en omparaión on las ANN-G.
• Los módulos pueden ser entrenados de forma paralela e independiente.En [Anand 1995℄ se estudia la forma de aelerar la onvergenia del MLP uandose trabaja on bases de datos de múltiples lases. La idea es desomponer el problemaen subproblemas de dos lases y de esta forma onstruir una arquitetura espeí�ade ANN-M.El desbalane entre lases generado al transformar el problema de múltiples lasesen otros de dos lases, es tratado por medio de un método efetivo que equilibra lasproporiones de error de las lases minoritaria y mayoritaria. Este proeso aelera laonvergenia de la ANN. En la Fig. 4.1 se muestra la estrutura de ANN-M empleadaen [Anand 1995℄.

// ANN 1 //

��ME // //

��

OO ANN 2 // Votaión // Deisión Final...
// ANN K //

OO

Fig. 4.1: Esquema simpli�ado de una red modular. Cada experto orresponde auna ANN del mismo tipo (MLP, RBF o RBF+VF), no existen ombinaiones deANN de diferentes tipos. Los módulos se espeializan en aprender ada una de las
K lases.En este apítulo se extiende la idea de [Anand 1995℄ a problemas desbalaneadosde múltiples lases (PDMC) y distintas arquiteturas de ANN. Así mismo, se utilizandiferentes meanismos para la ompensaión del desbalane.La estrutura de este apítulo es la siguiente. La seión 4.2 esta dediada aexpliar los objetivos perseguidos al desomponer un PDMC en subproblemas mássimples, así omo las prinipales desventajas de este proeso. En la seión 4.3 seanaliza la reduión de la interferenia entre lases y se trata el desbalane de la ME a



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 101partir de la inlusión de alguna funión de oste (opiones 1, 2 o 3, ver seión 3.3.1)al proeso de entrenamiento de la ANN. En la seión 4.4 se investiga el problema dela omuniaión entre módulos, y �nalmente en la seión 4.5 se presentan algunasde las prinipales onlusiones obtenidas.El estudio se realizó sobre las redes MLP, RBF y RBF+VF entrenadas, on elalgoritmo bak-propagation on proesamiento por grupos. La experimentaión fuerealizada sobre uatro bases de datos reales de múltiples lases.4.2 Desomposiión del problemaLa desomposiión del problema se realizó de la siguiente manera: Cada subonjuntoMEk es extraído de la ME. Posteriormente K−1 subojuntos son unidos en uno solopara formar la lase mayoritaria y el subonjunto restante es utilizado omo laseminoritaria. Finalmente ambas lases (mayoritaria y minoritaria) son unidas en unanueva ME de dos lases. Este proedimiento es realizado para k = 1, 2, ...K donde
K es el total de lases. Observe que se generarán K nuevas ME y ada una de ellasontendrá omo lase minoritaria a una de las lases de la ME original.Los objetivos que se persiguen al desomponer un PDMC en subproblemas dedos lases y tratarlos de forma independiente son los siguientes:
• Reduir la interferenia entre lases para así tratar exlusivamente on el des-balane de la ME.
• Disminuir el oste omputaional asoiado a la resoluión de PDMC por mediode ANN.
• Aelerar la onvergenia de la ANN.Sin embargo, al realizar la transformaión de un PDMC a varios de dos y tratarlosde forma independiente, se presentan dos problemas fundamentales:1. El desbalane entre lases se inrementa onsiderablemente.2. ¾Cómo onseguir una omuniaión efetiva entre los módulos independientes?Estas uestiones se estudian por separado on la �nalidad de simpli�ar su estu-dio.



102 4.3. Desbalane e interferenia de las lases4.3 Desbalane e interferenia de las lasesEn esta seión se estudia el inremento del desbalane de las lases generado altransformar un PDMC a subproblemas de dos lases, y se evalúan las posibilidades delas opiones 1, 2 y 3 para tratar este problema. Así mismo, se estudia empíriamenteel impato de la interferenia entre lases uando un PDMC es tratado de formaglobal y modular.4.3.1 Aspetos metodológiosPara realizar este estudio se siguió el siguiente proedimiento: El PDMC es desom-puesto en subproblemas de dos lases y ada uno de ellos es resuelto por una ANNindependiente. Posteriormente, las salidas de las diferentes ANNs (expertos) sonevaluadas para produir una salida global de la red omo se ilustra en la Fig. 4.1.A ada módulo se le inluye alguna de las opiones 1-3 on la �nalidad de ontra-rrestar el efeto del desbalane de las lases. La deisión �nal del lasi�ador esestableida bajo el esquema de votaión simple (winners-take-all).Nuevamente las bases de datos Eoli6 y Cayo son utilizadas omo onjuntos dedatos prototipo. En el apartado 4.4 de este apítulo y en el apéndie C, se inluyenlos onjuntos de datos (de múltiples lases) Feltwell y Satimage para profundizar eneste estudio. Para mayor informaión sobre los aspetos experimentales onsúltesela seión 2.10.4.3.2 Base de datos Eoli6: ANN-MA ontinuaión se analiza sobre la base de datos Eoli6, el efeto de la interfereniade las lases, así omo las ventajas de las opiones 1, 2 y 3 para tratar el desbalanede la ME en las fases de entrenamiento y lasi�aión de la ANN-M sobre las redesMLP, RBF y RBF+VF.En la Tabla 4.1 se muestra la PC por lase obtenida al lasi�ar on las ANN-M sobre MLP, RBF y RBF+VF. Estos resultados orresponden a los generados deintegrar los módulos independientes espeializados en ada una de las lases.Obsérvese que los valores de F12 orresponden a problemas de dos lases, i.e., ala lase en la que se espeializa el módulo (lase minoritaria) y al resto de las lasesunidas en una sola (lase mayoritaria). La razón es la proporión de elementos de lalase minoritaria en relaión al total de muestras3.2En la seión 3.4 se de�nió a F1 omo riterio de medida de la separabilidad entre lases. Unamedida que da una idea aera de que tan alejadas se enuentran las lases entre sí.3Expresa las probabilidades a priori de ada una de las lases.



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 103Los valores de �onfusión� indian el porentaje de elementos on respeto a lasotras lases que son identi�ados on la lase en uestión. Por ejemplo, en la Tabla4.1 on la ANN-M sobre MLP en la lase 5, el valor de 31.20 de la lase 3 die queel 31.20% de las muestras de la lase 5 son identi�ados omo ejemplos de la lase3. Nótese que la onfusión se evidenia al integrar las salidas de ada uno de losmódulos.Al transformar el problema de múltiples lases en subproblemas de dos lases onla estrategia propuesta, el desbalane de las lases es inrementado. No obstante,este aumento no logra mermar la efetividad del lasi�ador sobre la base de datosEoli6. Se observa en la Tabla 4.1, que los resultados de PC y onfusión son similaresa los presentados por la ANN-G (ver Tabla 3.8).No hay una evidenia lara (ver Tabla 4.1) que nos indique que es mejor entérminos de efetividad (de PC y onfusión) la desomposiión del problema ensubproblemas de dos lases para esta base de datos.Tabla 4.1: Resultados obtenidos en la fase de lasi�aión por la ANN-M.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 94.15MLP ls 3 2.74 0.23 83.82 ls 5 (10.88)ls 4 1.82 0.16 82.55ls 5 1.60 0.11 62.10 ls 3 (31.20)ls 6 3.23 0.06 85.20ls 1 107.90 0.02 100.00ls 2 2.79 0.43 92.34RBF ls 3 2.74 0.23 82.32 ls 5 (12.71)ls 4 1.82 0.16 86.07ls 5 1.60 0.11 62.61 ls 3 (31.91)ls 6 3.23 0.06 86.17 ls 4 (10.11)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 92.18RBF+VF ls 3 2.74 0.23 81.38 ls 5 (12.69)ls 4 1.82 0.16 87.68ls 5 1.60 0.11 62.61 ls 3 (31.31)ls 6 3.23 0.06 87.23La uestión es ¾uál fue el bene�io de dividir un PDMC en subproblemas de doslases?.Si se analiza el MSE (Mean Square Error, error uadrátio medio) de la lase 14en el modelo ANN-M sobre MLP, se observa que el aumento del desbalane de lalase 1 en su orrespondiente módulo, genera un inremento en el MSE de esta lase4Reuerde que se trata de la lase menor en la ME.



104 4.3. Desbalane e interferenia de las lasesy en onseuenia su onvergenia se hae más lenta (Fig 4.2). No obstante, al �naldel proeso la onvergenia es alanzada.
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Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 107Por otra parte al inluir las opiones 1, 2 y 3 al proeso de entrenamiento, laonvergenia de las lases menos representadas se aelera y de esta forma se lograreduir el problema originado por la transformaión del PDMC a subproblemas des-equilibrados de dos lases.En las �guras 4.5, 4.6 y 4.7 se presenta el MSE por lase generado por los modelosde ANN-M sobre MLP, RBF y RBF+VF respetivamente. Las abreviaturas ls 1,ls 2, ...,ls 6, nos india el MSE de ada una de las lases en su orrespondientemódulo.La �nalidad de mostrar estos resultados no es la de analizar el MSE por lase,sino la de evideniar los bene�ios en uestiones de onvergenia que ofreen lasopiones 1, 2 y 3. Obsérvese en estas �guras la tendenia a reduir el MSE por lasede manera más homogénea uando las opiones 1, 2 y 3 son inluidas en el proesode entrenamiento.En la Tabla 4.1 se muestra en la olumna orrespondiente a F1, el grado deseparabilidad de ada módulo y la lase en uestión, y el resto de las lases unidasen una sola lase. Así, se observa omo esta medida presenta valores bajos para losmódulos de las lases 2, 3, 4, 5 y 6, lo que plantea que existe un importante gradode solapamiento on las muestras de alguna de las lases inorporadas al resto de laslases que están unidas en una sola lase dentro de ada módulo.En el apítulo anterior se vió la separabilidad entre pares de lases, existiendo unnivel bajo de separabilidad entre las lases 3 y 5 y en menor medida entre las lases4 y 6 (ver Tabla 3.9). Además se observó omo al lasi�ar entre pares de lases onel lasi�ador no paramétrio 3-NN se on�rmaba este heho.En las Tablas 4.2, 4.3 y 4.4 se presentan algunos de los resultados obtenidos allasi�ar la base de datos Eoli6 on la ANN-M.A nivel de efetividad (PC o onfusión on otras lases) se observa una ligeramejora la PC de la ANN-M sobre las redes RBF y RBF+VF respeto a sus versionesno modulares5. Esta tendenia no se observo para el aso de la ANN-M sobre MLP6.Analizando on más detalle las Tablas 4.2, 4.3 y 4.4, se observa que la lase 5presenta una baja PC en los tres modelos neuronales. Diha lase presenta el valormás bajo de F1 en su módulo lo que supone un nivel de solapamiento importanteon otras lases (lase 3), además de un desbalane importante dentro de su módulo.Al evaluar por separado el módulo orrespondiente a la lase 5, se obtuvieron onla Opión 0 valores de PC = 58.28 %. Después de apliar las funiones de oste seinrementó la PC de la lase 5 en este módulo. Los resultados obtenidos para estalase son los siguientes: Opión 1 (PC = 70.65% ), Opión 2 (PC 68.81%) y Opión5En las Tablas 4.3 y 4.4, los niveles de onfusión son menores uando se aplia el modelo ANN-Mrespeto a apliar la ANN-G del apítulo 3 (Tablas 3.11 y 3.12).6Compárese las Tablas 3.10 y 4.2.
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(d) Opión 3Fig. 4.5: MSE de ada una de las lases de la base de datos Eoli6 obtenido en elproeso de aprendizaje de la ANN-M sobre MLP.3 (PC 72.5%). Se inrementó la PC individual para este módulo. Sin embargo,estas mejoras no se trasladaron en un inremento de PC para esta lase uando



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 109

 0

 0.3

 0.6

 0.9

 1.2

 1.5

0.5 10 1.5 2 2.5

M
S

E

Iteraciones  x104

cls 1
cls 2
cls 3
cls 4
cls 5
cls 6

(a) Opión 0
 0

 0.3

 0.6

 0.9

 1.2

 1.5

0.5 10 1.5 2 2.5
M

S
E

Iteraciones  x104

cls 1
cls 2
cls 3
cls 4
cls 5
cls 6

(b) Opión 1

 0

 0.3

 0.6

 0.9

 1.2

 1.5

0.5 10 1.5 2 2.5

M
S

E

Iteraciones  x104

cls 1
cls 2
cls 3
cls 4
cls 5
cls 6

() Opión 2
 0

 0.3

 0.6

 0.9

 1.2

 1.5

0.5 10 1.5 2 2.5

M
S

E

Iteraciones  x104

cls 1
cls 2
cls 3
cls 4
cls 5
cls 6

(d) Opión 3Fig. 4.6: MSE de ada una de las lases de la base de datos Eoli6 obtenido en elproeso de aprendizaje de la ANN-M sobre RBF.se integraron las salidas de la ANN-M. Nuevamente aparee la interferenia entrelases, esta vez trasladado al esquema de votaión. Así, sólo la Opión 3 onsiguió
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(d) Opión 3Fig. 4.7: MSE por lase de la base de datos Eoli6 obtenido en la fase de entre-namiento de la ANN-M sobre RBF+VF.una mejora en la preisión de esta lase.De la misma forma que en la lase 5, en el resto de las lases el efeto de las



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 111Tabla 4.2: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobre MLP.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 94.15Opión 0 ls 3 2.74 0.23 83.82 ls 5 (10.88)ls 4 1.82 0.16 82.55ls 5 1.60 0.11 62.10 ls 3 (31.20)ls 6 3.23 0.06 85.20ls 1 107.90 0.02 100.00ls 2 2.79 0.43 90.11Opión 1 ls 3 2.74 0.23 78.72 ls 5 (11.25)ls 4 1.82 0.16 79.78 ls 6 (10.44)ls 5 1.60 0.11 60.47 ls 3 (28.57)ls 6 3.23 0.06 84.88 ls 4 (12.79)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 89.22Opión 2 ls 3 2.74 0.23 78.82 ls 5 (10.90)ls 4 1.82 0.16 78.41 ls 6 (10.68)ls 5 1.60 0.11 61.22 ls 3 (29.25)ls 6 3.23 0.06 85.71 ls 4 (10.12)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 91.09Opión 3 ls 3 2.74 0.23 78.55 ls 5 (15.65)ls 4 1.82 0.16 84.26ls 5 1.60 0.11 65.08 ls 3 (26.98)ls 6 3.23 0.06 81.11funiones de oste produe una mejora de la PC de estas lases dentro del módulouando se lasi�a individualmente. Sin embargo, se genera un aumento de la in-ertidumbre en la salida de la red uando las muestras a evaluar perteneen a otraslases, i.e., a las muestras que no son de la lase en la que se espeializa el módulo.Este heho hae que uando se unen todos los módulos y se aplia una estrategiabasada en un esquema de votaión simple aumente el nivel de error en las lasesmayoritarias.Para ilustrar lo anterior, en la Fig. 4.8 se muestran las salidas de los módulosorrespondientes a las lases mayoritarias 2 y 37. El eje x representa las muestrasdel onjunto de evaluaión y el eje y india el valor de la salida de la red para adauna de las muestras. Se muestra las salidas de la red del onjunto de muestras detest en los módulos de las lases 2 y 3. Los datos de evaluaión han sido ordenadosde izquierda a dereha desde la lase 1 a la 6 en funión de su etiqueta. Además,7La Fig. 4.8 orresponde al MLP y se muestra sobre dos lases úniamente on el objetivo deejempli�ar este omportamiento. Sin embargo, para las tres arquiteturas de ANN y el resto de laslases se tiene la misma tendenia en mayor o menor medida, por lo que no se onsideró importanteinluir sus respetivas �guras.



112 4.3. Desbalane e interferenia de las lasesTabla 4.3: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobre RBF.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 92.34Opión 0 ls 3 2.74 0.23 82.32 ls 5 (12.71)ls 4 1.82 0.16 86.07ls 5 1.60 0.11 62.61 ls 3 (31.91)ls 6 3.23 0.06 86.17 ls 4 (10.11)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 90.45Opión 1 ls 3 2.74 0.23 83.67 ls 5 (12.57)ls 4 1.82 0.16 84.40ls 5 1.60 0.11 60.00 ls 3 (35.87)ls 6 3.23 0.06 83.33ls 1 107.90 0.02 100.00ls 2 2.79 0.43 92.04Opión 2 ls 3 2.74 0.23 82.01 ls 5 (12.97)ls 4 1.82 0.16 84.02ls 5 1.60 0.11 56.43 ls 3 (37.50)ls 6 3.23 0.06 87.50ls 1 107.90 0.02 100.00ls 2 2.79 0.43 90.11Opión 3 ls 3 2.74 0.23 83.40 ls 5 (13.00)ls 4 1.82 0.16 84.66ls 5 1.60 0.11 65.05 ls 3 (31.91)ls 6 3.23 0.06 83.51 ls 4 (11.70)se ha representado la Opión 0 (Op. 0) on linea ontinua y la Opión 2 on líneadisontinua (Op. 2)En estas imágenes se evidenia que la ausa de la perdida de la efetividad dellasi�ador sobre las lases mayoritarias uando las funiones de oste son apliadas,es el inremento en la inertidumbre de las salidas de la red sobre las muestras queno orresponden a la lase en la que se espeializó el módulo (véase la Fig. 4.8). Esteefeto esta diretamente relaionado on los niveles de onfusión o solapamiento entrelases.En el aso de la lase 2, que presenta bajos niveles de solapamiento, el aumento dela inertidumbre es mínimo (Fig. 4.8a), mientras que en la lase 3 que se enuentrafuertemente solapada, es más aentuado (Fig. 4.8b). En este último aso, apareenvalores altos en las salidas para el módulo de la lase 3 sobre muestras que noperteneen a esta lase. Este heho afeta de manera lara en un aumento delerror uando estas salidas obtenidas por ada módulo son introduidas en la fase devotaiónPor otro lado, en la Tabla 4.5 se puede analizar la efetividad de los tres lasi�-adores, observándose omo se redue la preisión de lasi�aión uando las opiones



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 113Tabla 4.4: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobreRBF+VF. Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 92.18Opión 0 ls 3 2.74 0.23 81.38 ls 5 (12.69)ls 4 1.82 0.16 87.68ls 5 1.60 0.11 62.61 ls 3 (31.31)ls 6 3.23 0.06 87.23ls 1 107.90 0.02 100.00ls 2 2.79 0.43 89.67Opión 1 ls 3 2.74 0.23 83.78 ls 5 (11.36)ls 4 1.82 0.16 85.31ls 5 1.60 0.11 57.47 ls 3 (37.34)ls 6 3.23 0.06 82.95 ls 4 (11.36)ls 1 107.90 0.02 100.00ls 2 2.79 0.43 90.75Opión 2 ls 3 2.74 0.23 83.90 ls 5 (10.42)ls 4 1.82 0.16 83.57ls 5 1.60 0.11 52.08 ls 3 (40.48)ls 6 3.23 0.06 83.85 ls 4 (10.42)ls 1 107.90 0.02 98.00ls 2 2.79 0.43 90.21Opión 3 ls 3 2.74 0.23 83.38 ls 5 (11.82)ls 4 1.82 0.16 86.54ls 5 1.60 0.11 67.14 ls 3 (28.29)ls 6 3.23 0.06 83.50 ls 4 (12.50)1, 2 y 3 son inluidas al proeso de entrenamiento. Esta reduión está en ohereniaon lo expliado en párrafos anteriores.No obstante, no se presenta una diferenia signi�ativa entre los resultados obteni-dos al apliar las opiones 1, 2 y 3, y los generados por la Opión 0. Este ompor-tamiento fue visto previamente en el lasi�ador no modular del apitulo 3.En esta seión se estudiaron dos uestiones: onvergenia y lasi�aión on labase de Eoli6. En la siguiente seión, se ontinuará on este estudio pero sobre labase de datos Cayo que a diferenia de Eoli6 está más representada y tiene 5 lasesadiionales8. De esta forma se pretende mostrar a través de dos ejemplos prototipo(Eoli6 y Cayo) desde un enfoque modular, el problema del desbalane de las lasesen el ontexto de tres arquiteturas distintas de ANN entrenadas on el algoritmobak-propagation on proesamiento por grupos.8Además de presentar problemas serios de desbalane entre lases.
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Tabla 4.5: Desempeño global del lasi�ador ANN-M on la base de datos Eoli6.Los valores entre paréntesis haen referenia a la desviaión estándar.ANN-M MLP Opión 0 Opión 1 Opión 2 Opión 3PC 86.12(2.79) 82.56(4.49) 82.11(5.23) 83.92(3.49g-mean 82.90(5.35) 80.84(4.11) 80.83(4.61) 81.98(5.07)ANN-M RBF Opión 0 Opión 1 Opión 2 Opión 3PC 85.64(4.15) 84.44(4.95) 84.54(4.91) 84.81(4.86)g-mean 83.02(6.06) 81.94(6.38) 80.89(7.21) 82.91(6.00)ANN-M RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 85.66(4.36) 83.97(5.13) 83.68(4.61) 85.34(5.12)g-mean 83.33(5.80) 80.94(6.83) 79.28(7.18) 83.68(6.15)



116 4.3. Desbalane e interferenia de las lases4.3.3 Base de datos Cayo: ANN-MLa base de datos Cayo ha sido objeto de estudio en otras investigaiones [Alejo 2008,Alejo 2009℄ debido a su naturaleza de múltiples lases y a su alto nivel desbalane.En esta seión se analiza el omportamiento de esta base de datos en el ontextode ANN-M.La metodología empleada para estudiar al onjunto de datos Cayo fue la siguiente:Se dividió en 11 subonjuntos de datos de dos lases y posteriormente ada uno deestos onjuntos se utilizó para onstruir módulos espeializados por lase omo seobserva en la Fig. 4.1. La �nalidad de realizar este proeso es la de exluir lainterferenia entre lases que existe uando se trabaja on redes no modulares, yde esta forma entrarse en el tratamiento del desbalane de las lases. Para mayordetalle de los aspetos experimentales véase la seión 2.10.El omportamiento de la ANN-M sobre MLP en esta base de datos no siguió elmostrado en la seión anterior on la base de datos Eoli6 en términos de PC yg-mean. Se puede observar en la Tabla 4.6 que la ANN-M sobre MLP presentó undesempeño en la fase de lasi�aión inferior al mostrado por la ANN-G (Tabla 3.18)on la Opión 0. Esto se debe a que al pasar una base de datos de múltiples lases a11 de dos lases el desbalane se aentúa onsiderablemente y la onvergenia de laslases resulta ser muho más lenta. Este heho hae que en determinadas lases nose alane un MSE tan bajo o tan reduido omo el que se obtuvo para esas mismaslases en la ANN-G.Por otro lado, las ANN-M sobre RBF y RBF+VF on la Opión 0 (Tabla 4.6) pre-sentaron mejores resultados en términos de PC y g-mean que los resultados obtenidoson la ANN-G (ver Tabla 3.18). Al igual que ourrió on Eoli6 (ver Fig. 4.3), elMSE no se inremento y se aeleró la onvergenia de las lases.En la Fig. 4.9 se presenta el promedio de iteraiones neesarias para alanzarun valor mínimo medio de MSE (por lase) tanto por el modelo ANN-M (olorosuro) omo el ANN-G (olor laro). Obsérvese que el modelo ANN-M (en términosgenerales) requiere de menos iteraiones que el ANN-G para alanzar el promediomínimo de MSE en la fase de entrenamiento.Así mismo, esta �gura evidenia que la ANN-M sobre MLP requieren de másiteraiones en los diferentes módulos para lograr el promedio mínimo de MSE en lafase de entrenamiento que la ANN-M sobre RBF y RBF+VF. Este heho evideniaque en algunos de los módulos entrenados, las ANNs requieren de más iteraiones yen algunas oasiones no alanzan el mínimo de MSE deseado afetando a la PC.En la Tabla 4.6 se muestran los resultados a nivel de PC global sobre las tresarquiteturas de ANN-M uando se aplian las opiones 1, 2 y 3. Puede observarseque en el aso de la apliaión de la ANN-M sobre MLP se obtienen mejoras signi-�ativas al apliar las funiones de oste tanto en valores de PC omo de g-mean,



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 117aunque son ligeramente inferiores a los mostrados por la ANN-G.En el aso de las ANN-M sobre RBF y RBF+VF se puede observar que aunquea nivel de PC global no hay mejoras signi�ativas respeto a la Opión 0, si que seobtiene mejores resultados de onjunto on mejoras en su g-mean.Esto signi�a que el desbalane generado por la transformaión de múltiples lasesa dos lases no afetó la efetividad del lasi�ador modular, y además la inlusiónde las opiones 1, 2 y 3 (al igual que en Eoli6) aeleró la onvergenia de las lasesmenos representadas en la ME.Estos resultados on�rman que las redes RBF y RBF+VF son fuertemente afe-tadas por la interferenia interna de las lases.Tabla 4.6: Desempeño global del lasi�ador modular on la base de datos Cayo.Observe que los resultados orresponde a las tres arquiteturas de ANN-M sobreMLP, RBF y RBF+VF, así omo a las opiones 1, 2 y 3. Los valores entre paréntesishaen referenia a la desviaión estándar.ANN-M MLP Opión 0 Opión 1 Opión 2 Opión 3PC 78.03(0.54) 83.34(0.68) 83.77(0.97) 84.40(0.40)g-mean 46.70(4.70) 80.23(0.41) 80.58(0.42) 78.27(1.36)ANN-M RBF Opión 0 Opión 1 Opión 2 Opión 3PC 83.48(0.85) 83.21(0.81) 82.94(1.37) 83.09(2.29)g-mean 76.47(1.38) 78.93(1.23) 79.04(1.52) 78.28(2.66)ANN-M RBF+VF Opión 0 Opión 1 Opión 2 Opión 3PC 82.56(1.14) 82.80(1.94) 83.70(0.90) 83.61(0.74)g-mean 74.10(2.20) 77.71(3.67) 79.66(1.00) 78.92(0.64)En las Tablas 4.7, 4.8 y 4.9 se muestra un mayor detalle de los resultadosobtenidos on el lasi�ador ANN-M y la base de datos Cayo, mostrando la PCde ada uno de los módulos de lase y su nivel de onfusión uando el error es mayorque un 10%. Además, se puede ver en las Tablas 4.7, 4.8 y 4.9 que en las lases (adiferenia de Eoli6) no se inrementó el nivel de onfusión después de inluir lasopiones 1, 2 y 3 al proeso de entrenamiento9 en los tres modelos de ANN-M.Las lases 2, 5, 6, 9 y 10 son las que muestran mayor onfusión después de apliarlas funiones de oste. Estos resultados oiniden on los generados por los modelosANN-G (Tablas 3.15, 3.19 y 3.20). Exepto por la lase 5 que en los modelos ANN-Gal apliar las opiones 1 y 2 se obtuvieron valores de PC aproximados al 90%.En la ANN-M sobre MLP se puede observar omo la apliaión de las opiones 1,2 y 3 produen una mejora signi�ativa en el PC de ada módulo de lase y disminuyede forma signi�ativa el nivel de onfusión.9Luego de reduir el problema del desbalane de las lases.
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Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 119Por ejemplo, la lase 5 (lase más minoritaria) evidenia una mejora signi�ativaal inluir las opiones 1, 2 y 3 al proeso de entrenamiento. Obsérvese que paraeste modelo de ANN-M y on Opión 0, los valores de PC para esta lase son deaproximadamente 7.88%, y al apliar las opiones 1, 2 y 3 se obtienen inrementossigni�ativos alanzando en el peor de los asos un 68.69% y en el mejor asos un81.82%.Las ANN-M sobre RBF y RBF+VF las opiones 1, 2 y 3 generan mejoras en laPC de las lases minoritarias (2, 4, 5 y 6), exepto la lase 7. En el aso espeí�ode la lase 2 se presenta bajos valores de PC al apliar las opiones 1, 2 y 3. Lointeresante de este aso reside en:
• Se trata de una lase minoritaria.
• En la fase de lasi�aión on la Opión 0 presenta valores (promedio de lastres ANN-M) de PC ≈ 48.7%.
• Al apliar la opiones 1, 2 y 3 muestra valores (promedio de las tres ANN-M)de PC ≈ 54.3%.Esto es debido a que se trata de una lase altamente solapada on la lase 3 perola zona de la lase que no se enuentra en el área de onfusión es lo su�ientementedisriminante.No obstante, los valores de F1 y los obtenidos por el riterio de los 3-NN nosugieren que exista un alto nivel de solapamiento entre este par de lases. Así, eneste aso el lasi�ador k-NN y la medida F1 no aportan informaión su�iente paraidenti�ar el solapamiento o onfusión entre lases en el ontexto de las ANNs.En el aso de las lases mayoritarias (1, 8, 9, 10 y 11) la apliaión de las funionesde oste no afeta de manera signi�ativa su PC, ya que la base de datos Cayo adiferenia de Eoli6, ontiene una su�iente representatividad de muestras en lasdistribuiones de sus lases.
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Tabla 4.7: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobre MLPon la base de datos Cayo.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 4.64 0.14 90.12ls 2 0.83 0.05 45.66 ls 3 (48.63)ls 3 0.69 0.10 99.72ls 4 0.56 0.05 4.47 ls 3 (68.90) ls 8 (23.64)ls 5 0.95 0.02 7.88 ls 1 (46.87) ls 3 (26.87) ls 8 (16.97)Opión 0 ls 6 0.22 0.06 48.04 ls 7 (32.61)ls 7 0.54 0.05 79.47 ls 2 (16.48)ls 8 0.13 0.12 99.50ls 9 0.93 0.13 87.56 ls 10 (12.44)ls 10 0.69 0.14 78.57 ls 11 (20.54)ls 11 0.95 0.13 85.56 ls 10 (14.44)ls 1 4.64 0.14 90.10ls 2 0.83 0.05 54.68 ls 3 (40.53)ls 3 0.69 0.10 87.38ls 4 0.56 0.05 95.03ls 5 0.95 0.02 81.57 ls 1 (10.86)Opión 1 ls 6 0.22 0.06 53.62 ls 7 (31.79)ls 7 0.54 0.05 98.67ls 8 0.13 0.12 96.31ls 9 0.93 0.13 86.84 ls 10 (12.44)ls 10 0.69 0.14 65.58 ls 11 (24.80)ls 11 0.95 0.13 90.16ls 1 4.64 0.14 92.18ls 2 0.83 0.05 55.48 ls 3 (40.41)ls 3 0.69 0.10 87.06ls 4 0.56 0.05 95.03ls 5 0.95 0.02 81.82 ls 1 (12.12)Opión 2 ls 6 0.22 0.06 52.72 ls 7 (31.66)ls 7 0.54 0.05 98.93ls 8 0.13 0.12 96.47ls 9 0.93 0.13 86.93 ls 10 (12.44)ls 10 0.69 0.14 66.35 ls 11 (24.22)ls 11 0.95 0.13 90.35ls 1 4.64 0.14 93.72ls 2 0.83 0.05 45.09 ls 3 (48.40)ls 3 0.69 0.10 93.29ls 4 0.56 0.05 95.65ls 5 0.95 0.02 68.69 ls 1 (22.22)Opión 3 ls 6 0.22 0.06 50.00 ls 7 (31.43)ls 7 0.54 0.05 93.66ls 8 0.13 0.12 97.37ls 9 0.93 0.13 87.56 ls 10 (12.44)ls 10 0.69 0.14 73.64 ls 11 (24.68)ls 11 0.95 0.13 88.64
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Tabla 4.8: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobre RBFon la base de datos Cayo.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 4.64 0.14 89.67ls 2 0.83 0.05 50.73 ls 3 (48.58)ls 3 0.69 0.10 91.88ls 4 0.56 0.05 84.18ls 5 0.95 0.02 49.80 ls 1 (28.99) ls 3 (12.53)Opión 0 ls 6 0.22 0.06 58.33 ls 7 (30.29)ls 7 0.54 0.05 94.27ls 8 0.13 0.12 97.62ls 9 0.93 0.13 87.53 ls 10 (12.44)ls 10 0.69 0.14 70.42 ls 11 (23.51)ls 11 0.95 0.13 91.92ls 1 4.64 0.14 89.47ls 2 0.83 0.05 56.16 ls 3 (41.32)ls 3 0.69 0.10 85.48ls 4 0.56 0.05 85.44ls 5 0.95 0.02 79.63 ls 1 (13.64)Opión 1 ls 6 0.22 0.06 57.00 ls 7 (29.53)ls 7 0.54 0.05 86.16ls 8 0.13 0.12 97.38ls 9 0.93 0.13 87.56 ls 10 (12.44)ls 10 0.69 0.14 68.54 ls 11 (25.51)ls 11 0.95 0.13 93.84ls 1 4.64 0.14 89.66ls 2 0.83 0.05 58.72 ls 3 (40.91)ls 3 0.69 0.10 84.71ls 4 0.56 0.05 87.25ls 5 0.95 0.02 77.78 ls 1 (13.43)Opión 2 ls 6 0.22 0.06 53.51 ls 7 (31.20)ls 7 0.54 0.05 92.92ls 8 0.13 0.12 96.99ls 9 0.93 0.13 86.72 ls 10 (11.93)ls 10 0.69 0.14 68.73 ls 11 (26.19)ls 11 0.95 0.13 90.62ls 1 4.64 0.14 89.27ls 2 0.83 0.05 51.33 ls 3 (48.59)ls 3 0.69 0.10 92.16ls 4 0.56 0.05 87.72ls 5 0.95 0.02 70.14 ls 1 (20.41)Opión 3 ls 6 0.22 0.06 60.52 ls 7 (29.70)ls 7 0.54 0.05 91.05ls 8 0.13 0.12 97.33ls 9 0.93 0.13 87.56 ls 10 (12.44)ls 10 0.69 0.14 70.55 ls 11 (22.88)ls 11 0.95 0.13 84.35
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Tabla 4.9: Resultados obtenidos en la fase de lasi�aión por la ANN-M sobreRBF+VF on la base de datos Cayo.Módulo de Clase F1 Razón PC % onfusión ( > 10 %)ls 1 4.64 0.14 88.94ls 2 0.83 0.05 49.71 ls 3 (48.63)ls 3 0.69 0.10 93.40ls 4 0.56 0.05 77.38ls 5 0.95 0.02 43.18 ls 1 (30.43) ls 3 (13.13) ls 8 (13.26)Opión 0 ls 6 0.22 0.06 57.25 ls 7 (31.11)ls 7 0.54 0.05 92.84ls 8 0.13 0.12 98.15ls 9 0.93 0.13 87.56 ls 10 (12.44)ls 10 0.69 0.14 68.99 ls 11 (23.28)ls 11 0.95 0.13 90.80ls 1 4.64 0.14 90.65ls 2 0.83 0.05 62.10 ls 3 (36.07)ls 3 0.69 0.10 83.60ls 4 0.56 0.05 84.47ls 5 0.95 0.02 71.46 ls 1 (15.78)Opión 1 ls 6 0.22 0.06 56.30 ls 7 (28.17)ls 7 0.54 0.05 84.82ls 8 0.13 0.12 97.30ls 9 0.93 0.13 87.46 ls 10 (12.44)ls 10 0.69 0.14 69.71 ls 11 (24.28)ls 11 0.95 0.13 90.31ls 1 4.64 0.14 89.15ls 2 0.83 0.05 54.41 ls 3 (44.98)ls 3 0.69 0.10 89.21ls 4 0.56 0.05 87.99ls 5 0.95 0.02 78.62 ls 1 (14.31)Opión 2 ls 6 0.22 0.06 54.47 ls 7 (31.76)ls 7 0.54 0.05 95.16ls 8 0.13 0.12 96.77ls 9 0.93 0.13 87.14 ls 10 (12.44)ls 10 0.69 0.14 69.87 ls 11 (24.97)ls 11 0.95 0.13 91.77ls 1 4.64 0.14 88.74ls 2 0.83 0.05 51.16 ls 3 (48.63)ls 3 0.69 0.10 91.02ls 4 0.56 0.05 87.27ls 5 0.95 0.02 69.09 ls 1 (22.73)Opión 3 ls 6 0.22 0.06 60.16 ls 7 (29.84)ls 7 0.54 0.05 92.09ls 8 0.13 0.12 97.59ls 9 0.93 0.13 86.19 ls 10 (12.44)ls 10 0.69 0.14 68.49 ls 11 (24.64)ls 11 0.95 0.13 93.45



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 1234.4 Comuniaión entre módulosUna vez efetuado el análisis del problema, onstruidos y ajustados los módulos quese haen responsables de la resoluión de ada subproblema, es neesario espei�arel meanismo que integre ada una de las soluiones pariales alanzadas para rearla soluión al problema original.De auerdo a la manera en que se ha realizado el reparto de la informaión, sepueden distinguir diferentes métodos de integraión o ombinaión de los módulosque se hayan onsiderado [Haykin 1999℄. El esquema de votaión simple es uno delos métodos más utilizado para realizar la ombinaión de las deisiones individuales.Sin embargo, estudios realizados han demostrado la debilidad de este método uandoel desempeño de los omponentes individuales no es uniforme [Valdovinos 2006℄.En este trabajo se ha utilizado el esquema de votaión simple (winners-take-all)para la integraión de las salidas de los módulos independientes de la ANN-M. Sinembargo, es neesario el estudio y evaluaión de otros meanismos para la integraiónde las salidas.En esta seión se explora la posibilidad de una alternativa adiional a estemeanismo. El objetivo que se persigue on esta experimentaión es expliar porquela onstruión adeuada de ada módulo independiente, así omo, la integraiónapropiada de sus salidas puede mejorar los resultados.Una opión al esquema de votaión simple es la de los sistemas ooperativos.En estos sistemas se hae uso de las salidas de los expertos omo entradas a otrosexpertos [Bottou 1990℄.Supóngase que rk(xn) es la salida a la entrada xn (n = 1, ..., N ; y N = ‖ME‖) alexperto rk y dn orresponde a la salida deseada para xn, entones se puede inluirun fator de ponderaión P que optimie las salidas de los expertos rk antes de quese tome la deisión �nal. Esto se puede expresar de forma matriial omo sigue:
R(X)P = D . (4.1)La E. 4.1 representa un problema de optimizaión lineal y el fator de ponderaiónP puede ser obtenido de forma automátia.A partir de la expresión 4.1 se puede alular P omo sigue

P = R(X)+D = (R(X)TH)−1
R(X)TD , (4.2)donde R(X)+ es la matriz pseudo-inversa de R(X). No obstante, esta forma dealular el fator de ponderaión P es suseptible al problema del desbalane delas lases [Fu 2002℄. Por lo tanto, es neesario inluir en este método un elementoadiional que ompense el desbalane de las lases.



124 4.4. Comuniaión entre módulosConsidérese que el MSE asoiado a la E. 4.1 puede ser expresado omo sigue:
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cn, y así, replantearla E. 4.1 on la diferenia de que ahora se esta onsiderando el desbalane de laslases.Para evaluar las posibilidades de la propuesta anterior se desarrollaron una seriede experimentos10 on las bases de datos Cayo, Eoli6, Feltwell y Satimage. Ob-sérvese que se trata de uatro onjuntos de datos desequilibrados y de múltipleslases.10Para mayor detalle aera de los aspetos experimentales onsúltese la seión 2.10.



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 125El proedimiento que se siguió para este análisis onsistió en dividir ada onjuntode datos en K subproblemas de dos lases, y ada uno de ellos fue resuelto por unaANN independiente de la misma forma que se hizo en las subseiones 4.3.2 y 4.3.3.Una vez onstruido y entrenado ada módulo de la ANN-M se proedió a apliar laE. 4.1 y a partir de la E. 2.23 (onsiderándose los fatores de la E. 4.7) se obtuvola matriz de optimizaión (P), y desde P se generaron los resultados de la Tabla 4.11.La Tabla 4.10 es presentada on la �nalidad de omparar los resultados obtenidospor el esquema de votaión simple on el meanismo de sistemas ooperativos (Tabla4.11).Tabla 4.10: Resultados de la fase de lasi�aión de la ANN-M (en sus tres versiones)on el esquema de votaión simple. Los valores entre paréntesis haen referenia a ladesviaión estándar.ANN-M MLP ANN-M RBF ANN-M RBF+VFSalidas SIN PonderarOpión 0 PC g-mean PC g-mean PC g-meanCayo 78.03(0.54) 46.70(4.70) 83.48(0.85) 76.47(1.38) 82.56(1.14) 74.10(2.20)Eoli6 86.12(2.79) 82.90(5.35) 85.64(4.15) 83.02(6.06) 85.66(4.36) 83.33(5.80)Feltwell 89.63(0.66) 86.93(0.88) 87.02(2.86) 80.98(6.87) 88.42(0.81) 84.72(1.33)Satimage 81.70(0.80) 48.27(5.18) 83.63(2.22) 73.86(7.76) 84.85(0.77) 77.31(1.35)Opión 1 PC g-mean PC g-mean PC g-meanCayo 83.34(0.68) 80.23(0.41) 83.21(0.81) 78.93(1.23) 82.80(1.94) 77.71(3.67)Eoli6 82.56(4.49) 80.84(4.11) 84.44(4.95) 81.94(6.38) 83.97(5.13) 80.94(6.83)Feltwell 86.47(0.84) 83.94(0.89) 88.54(1.35) 86.61(1.79) 88.00(0.97) 84.87(1.40)Satimage 84.88(0.79) 82.91(0.90) 86.15(0.85) 84.10(0.59) 86.04(0.75) 84.35(0.90)Opión 2 PC g-mean PC g-mean PC g-meanCayo 83.77(0.97) 80.58(0.42) 82.94(1.37) 79.04(1.52) 83.70(0.90) 79.66(1.00)Eoli6 82.11(5.23) 80.83(4.61) 84.54(4.91) 80.89(7.21) 83.68(4.61) 79.28(7.18)Feltwell 86.12(0.85) 83.46(0.88) 88.26(1.07) 86.38(1.30) 88.19(0.89) 84.93(1.19)Satimage 85.78(0.58) 83.84(0.46) 86.08(0.88) 84.48(0.77) 86.14(0.94) 84.59(1.06)Opión 3 PC g-mean PC g-mean PC g-meanCayo 84.40(0.40) 78.27(1.36) 83.09(2.29) 78.28(2.66) 83.61(0.74) 78.92(0.64)Eoli6 83.92(3.49) 81.98(5.07) 84.81(4.86) 82.91(6.00) 85.34(5.12) 83.68(6.15)Feltwell 88.34(0.57) 85.67(0.65) 90.09(0.47) 87.97(0.59) 89.39(1.21) 86.63(1.65)Satimage 85.16(0.54) 81.80(1.23) 85.55(0.94) 82.20(1.54) 85.74(0.98) 81.94(1.41)Al omparar las Tablas 4.10 y 4.11 no se observa en la mayoría de los experimentosuna diferenia signi�ativa en uanto a la PC y los valores de g-mean en ambosenfoques. Esto quiere deir que la ponderaión de las salidas de los expertos noaportó informaión lo su�ientemente relevante omo para inrementar la efetividaddel lasi�ador.Como punto a favor de los sistemas ooperativos se puede analizar la base de



126 4.4. Comuniaión entre módulosTabla 4.11: Resultados obtenidos en la fase de lasi�aión por la red neuronalmodular (en sus tres versiones) on el enfoque de sistemas ooperativos. Los valoresentre paréntesis haen referenia a la desviaión estándar.ANN-M MLP ANN-M RBF ANN-M RBF+VFSalidas PonderadasOpión 0 PC g-mean PC g-mean PC g-meanCayo 83.98(0.36) 79.64(0.65) 83.38(1.29) 80.33(1.46) 82.95(0.80) 80.15(0.99)Eoli6 85.88(2.67) 82.60(5.08) 85.45(4.35) 83.13(5.96) 85.36(4.56) 82.94(5.76)Feltwell 89.88(0.65) 87.33(0.84) 88.18(1.92) 85.22(2.83) 88.99(0.71) 86.12(0.94)Satimage 82.43(0.92) 74.73(1.99) 84.74(0.99) 81.46(1.19) 85.53(0.58) 81.94(0.96)Opión 1 PC g-mean PC g-mean PC g-meanCayo 82.83(0.67) 82.35(0.45) 83.49(0.81) 81.02(0.76) 84.00(1.13) 81.16(1.25)Eoli6 83.18(4.30) 80.28(4.72) 84.94(4.87) 82.73(6.24) 84.37(5.13) 81.50(7.13)Feltwell 87.11(0.90) 84.43(0.94) 87.83(1.22) 86.05(1.43) 87.66(0.87) 84.53(1.25)Satimage 83.82(0.35) 83.32(0.36) 85.92(0.65) 84.34(0.68) 85.11(0.59) 83.96(0.76)Opión 2 PC g-mean PC g-mean PC g-meanCayo 83.15(0.61) 82.69(0.44) 83.38(1.00) 81.05(0.62) 83.51(0.82) 81.18(0.81)Eoli6 83.12(4.60) 80.29(4.95) 84.13(5.17) 80.75(8.01) 84.73(4.63) 82.21(5.92)Feltwell 86.64(0.86) 83.78(0.91) 87.92(0.88) 86.06(1.01) 87.85(0.87) 84.59(1.11)Satimage 84.37(0.60) 83.91(0.64) 85.69(0.63) 84.48(0.79) 85.47(0.90) 84.43(1.03)Opión 3 PC g-mean PC g-mean PC g-meanCayo 83.36(0.45) 81.07(0.89) 84.14(0.74) 81.23(0.71) 83.82(0.68) 81.08(0.62)Eoli6 83.62(3.74) 81.26(4.88) 84.88(4.60) 82.87(6.06) 85.12(5.22) 83.37(6.20)Feltwell 88.55(0.54) 85.92(0.60) 89.25(0.69) 87.31(0.79) 88.90(1.23) 86.27(1.60)Satimage 84.53(0.58) 83.49(1.16) 85.28(0.56) 83.59(0.63) 85.69(0.65) 83.77(0.68)datos Cayo donde al optimizar las salidas de los módulos se logró inrementar elporentaje de aiertos de algunas lases, espeialmente la lase 5. Esto trajo omoonseuenia un inremento signi�ativo en sus valores de g-mean.Estos resultados muestran el interés de onstruir y entrenar adeuadamente adamódulo de la red para obtener un buen resultado. Así, se observa que si han sidodiseñados y ajustados orretamente ada módulo, es su�iente la apliaión de unmeanismo de integraión senillo omo el esquema de votaión simple.En esta experimentaión, el uso de un meanismo de ponderaión de las salidasde los módulos no resuelve todas las de�ienias oasionadas por un mal diseño oentrenamiento de los módulos individuales. Sin embargo, la apliaión de este tipode meanismos ayudan a reduir algunas imperfeiones generadas en el proeso deaprendizaje. En el aso de la base de datos Cayo, las de�ienias de los expertosindividuales fueron mejoradas al apliar el fator de ponderaión P.Es neesario prestar muha atenión al ajuste y onstruión orreta de los



Capítulo 4. Tratamiento del desbalane de las lases on ANN-M 127módulos de la red. De esta forma, el estudio de las ténias de integraión de lassalidas de los expertos es un tema de amplio estudio en la atualidad11 y no se ledebe restar importania.4.5 ConlusiónA lo largo de este apítulo se ha disutido la viabilidad de desomponer un pro-blema de múltiples lases en subproblemas de dos lases para tratar de reduir lainterferenia interna entre las lases.Se han visto notables bene�ios en uestiones de onvergenia al entrenar módulosespeializados por lase. Así mismo, se ha evideniado que al desomponer un PDMCen subproblemas de dos lases, se tienen resultados en la fase de lasi�aión envalores de PC y g-mean de similar magnitud a los obtenidos on el PDMC original.No obstante, en las redes RBF y RBF+VF se ha detetado la tendenia a produirmejores resultados uando el enfoque modular es apliado. En el aso del MLP noesta lara esta tendenia en la Opión 0.Además, se ha observado que entrenar de manera adeuada los módulos indepen-dientes ombinando las salidas a través de un meanismo simple (por ejemplo porvotaión) funiona adeuadamente. La utilidad de los meanismos de integraión delas salidas en iertas situaiones pueden ayudar a superar determinadas de�ieniasdel entrenamiento y onstruión de algunos de los módulos.En términos generales, y a partir de los resultados presentados en este apítulose puede onluir lo siguiente:
• Tratar un PDMC omo subproblemas de dos lases redue la interferenia in-terna entre lases, lo que permite que el problema sea más fáil de aprenderpor la red neuronal. Esto se ve re�ejado en uestiones de onvergenia y lasi�-aión donde al apliar este enfoque se mejora la PC en los modelos de ANN-Msobre RBF y RBF+VF.
• En la ANN-M sobre MLP esta desomposiión inrementa el MSE asoiadoa las lases menos representadas. No obstante, la apliaión de funiones deoste permiten tratar el desbalane de las lases (opiones 1, 2 y 3).
• En algunas bases de datos omo Eoli6 y Feltwell, la apliaión de las opiones1 y 2 ausan una perdida de efetividad en el lasi�ador. Esto es debido aque estos onjuntos de datos son afetados en menor medida por el desbalanede las lases, y al inluir funiones de oste en el proeso de entrenamiento sepuede estar sobre ajustando la ANN.11Por ejemplo en [Valdovinos 2006℄ se puede enontrar una disusión detallada sobre este tema.



128 4.5. ConlusiónEs indudable que tener módulos independientes es de gran utilidad porque puedenser tratados de forma distinta dependiendo de la lase que se trate, es deir, si esuna lase solapada o on ruido. En estos asos se le podría apliar alguna estrate-gia apropiada (ediión de datos, transformaión del espaio, et.) para tratar dedisminuir estos problemas.La lave en la onstruión de las ANN-M está en un diseño orreto de adamódulo y su respetivo tratamiento respeto al desbalane de las lases. Así mismo,es importante la apliaión de algún meanismo para la ombinaión de las salidas delos módulos, que supere algunos de los inonvenientes generados por un mal diseño.Nótese que al desomponer un PDMC en problemas de dos lases se redue ladi�ultad en el entrenamiento de la red y se onsume menos reursos en tiempo deomputaión.
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130 5.2. Ediión de Wilson y algunas variantesME que puedan ser onsiderados sospehosos de atipiidad, estar mal etiquetados oenontrarse en el área de onfusión. Se debe alarar que el objetivo de este enfoqueno es lograr el balane de las lases.El estudio fue realizado sobre tres arquiteturas distintas de ANNs (MLP, RBFy RBF+VF) entrenadas on el algoritmo bak-propagation on proesamiento porgrupos.5.2 Ediión de Wilson y algunas variantesLa Ediión de Wilson (EW) [Wilson 1972℄ fue diseñada on el objetivo de inre-mentar la apaidad de generalizaión de la regla NN. Sin embargo, es reportadaon freuenia omo otra ténia para la reduión del tamaño de la ME por tenertambién esa propiedad [Wilson 2000℄. Se han publiado diversas modi�aiones ovariantes de la EW y todas ellas han mostrado una disminuión importante de los e-rrores de lasi�aión, pero la reduión en el tamaño de la ME no ha sido apreiable(sólo se redue en aproximadamente 25% [Barandela 2003b℄).El proedimiento onsiste en eliminar aquellas muestras de la ME de las que setenga la sospeha de la autentiidad de sus etiquetas, de ser atípias o de ubiarseen el área de solapamiento entre lases, y que onseuentemente originen errores enla lasi�aión. Este método puede ser expresado algorítmiamente omo:
• Iniializaión: S ← ME
• Para ada elemento xi ∈ ME� Busar K−NN a xi (xk

j ∈ ME, i 6= j y xk
j = min‖(xi,xk

j )‖ donde k =
1, ...,K)� Si la mayoría de los K−NN son de distinta lase a xi, el elemento eseliminado de S

• Finalizaión: ME ← SEn este apítulo la EW es modi�ada on el objetivo de tratar el problema deldesbalane de las lases desde un enfoque distinto, i.e., no busa equilibrar de algunaforma las lases de la ME, sino trata de mejorar la alidad de ésta reduiendo el áreade solapamiento de las lases minoritarias, eliminando aquellas muestras de la lasemayoritaria que se onsideren atípias o inorretamente etiquetadas. Las téniaspropuestas en este trabajo son las siguientes:
• EW sobre la lase mayoritaria (EW−). El objetivo de esta ténia es impedirla eliminaión de muestras de la lase minoritaria. No se eliminan elementos



Capítulo 5. Correión de los datos 131de la lase minoritaria para prevenir la aentuaión del desbalane y evitar laperdida de informaión relevante.Al reduir la región de onfusión de la lase menos representada se busa mejo-rar la preisión del lasi�ador sobre esta lase, y perjudiar lo menos posiblea la PC de la lase mayoritaria.
• Ediión de Wilson on distania ponderada (EWP) y la ediión de Wilson ondistania ponderada sobre la lase mayoritaria (EWP−). Estas dos téniasorresponden a la modi�aión de la EW en la que se inluye un fator deponderaión al álulo de las distanias entre muestras omo se ilustra en laE. 5.1.

dP (xi,xj) =
(nc

N

)1/m
· dE(xi,xj) , (5.1)donde dE representa la distania eulídea entre {xi,xj} ∈ ME, i 6= j, m ladimensión de x, nc es el número de muestras de la lase c y N el total demuestras en la ME.La ponderaión fue propuesta en el ontexto de la regla NN para ompensar eldesbalane de las lases [Barandela 2004℄.5.3 Aspetos metodológiosPara estudiar y evaluar la onvenienia de las estrategias propuestas en la seión5.2 se desarrollaron una serie de experimentos on bases de datos sintétias y reales.Se generaron seis onjuntos de datos arti�iales: A0, A20, A40, A60, A80 y A100.Cada uno de ellos uenta on 20 bases de datos (10 entrenamiento y 10 de evaluaión)de dos lases distribuidas uniformemente (on 100 y 400 muestras respetivamente)y dos atributos o araterístias.Los valores 0, 20, 40, 60, 80 y 100 orresponden a los diferentes niveles de sola-pamiento entre lases. Por ejemplo, A0 representa una base de datos sin solapamientoentre lases, A40 es una base de datos on el 40% de sus elementos ubiados en elárea de solapamiento (Fig. 5.1a), y A80 orresponde a una base de datos on el 80%de sus elementos en la región de solape (Fig. 5.1b). Cada base de datos ontienen500 muestras para el onjunto de entrenamiento y 500 muestras para el onjunto deevaluaión. El entrenamiento fue repetido 10 vees en todas las ANNs.El objetivo de utilizar bases de datos sintétias y solapadas es la de observar enondiiones ontroladas las mejoras que se tienen en la PC de la lase minoritaria, ylos efetos sobre de la PC de la lase mayoritaria al reduir el área de onfusión dela lase menos representada.



132 5.4. Estudio on onjuntos de datos sintétios
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 0  10  20  30  40  50  60  70  80  90  100(b) 80% de solapamientoFig. 5.1: Ejemplos de bases de datos arti�iales on diferentes niveles de sola-pamiento: 40% y 80% respetivamente.Posteriormente, el estudio es extendido a bases de datos reales. Se inluyeronuatro bases de datos de dos lases (German, Diabetes, Ionosphere y Phoneme)del UCI Database Repository [Newman 1998℄, y dos de múltiples lases (Eoli6 yCayo). Para evaluar la onvenienia de preproesar la ME on ténias tomadas enel ontexto de la regla NN y así tratar el desbalane, se utilizaron los riterios demedida PC global, PC por lase y g-mean. Para mayor detalle aera de los aspetosexperimentales onsúltese la seión 2.10.Por otra parte, es neesario alarar que en las seiones dediadas a problemasde dos lases (5.4 y 5.5.1), se inluyeron los resultados obtenidos por el lasi�ador
3-NN on el objetivo de que el letor pueda observar en términos generales, que lasestrategias propuestas en este apítulo presentan una tendenia muy similar tantoen el ontexto de la regla NN omo en el de las ANNs. Sin embargo, la disusióna lo largo de este apítulo se entra en el ámbito de las ANNs (que son el modeloestudiado en esta investigaión) y se hae poo uso de los resultados orrespondientesal 3-NN.5.4 Estudio on onjuntos de datos sintétiosEn esta seión se disuten brevemente algunos de los prinipales resultados ge-nerados al experimentar on bases de datos sintétias. A ada base de datos se leaplió EW, EWP (EW on distania ponderada), EW− y EWP−. Las ténias EWy EWP son utilizadas on �nes omparativos y exploratorios.



Capítulo 5. Correión de los datos 133La EW es un meanismo que es apliado a ambas lases (en problemas de doslases), y esta diseñado para trabajar on bases de datos relativamente equilibradas.Por lo tanto, la primera uestión que se debe resolver al iniiar la disusión es ¾uáles el efeto de la EW sobre bases de datos equilibradas y on diferentes niveles desolapamiento?.La respuesta a esta pregunta se enuentra en la Tabla 5.11. Obsérvese en laexperimentaión mostrada que para el aso de las ANNs se obtienen resultados simi-lares en PC y g-mean, mientras que para la regla NN sólo en algunas situaiones seobtuvieron mejoras. En el aso de EW para ANN no apareen ambios signi�ativosen la efetividad del lasi�ador uando la base de datos es equilibrada y existe sola-pamiento entre lases. Así, al existir igual antidad de elementos tanto de una laseomo de la otra, se eliminan proporiones semejantes de prototipos. En onseueniaaunque se redue la zona de inertidumbre no se produe un inremento de PC enla red para esta experimentaión.A ontinuaión se presentan las bases de datos sintétias propuestas en la metodo-logía en situaión de desbalane entre lases.Los resultados obtenidos por las ANNs del tipo MLP, RBF y RBF+VF en lafase de lasi�aión de los onjuntos de datos desequilibrados y on solapamientoson presentados en las Tablas 5.2 y 5.3 . En los tres modelos neuronales se presentaun omportamiento muy similar en uanto a valores de PC y g-mean.En partiular, se observa que la EW es la ténia que muestra menor efetividaden uestiones de g-mean, inluso por debajo de los valores originales. Esto se debe ala onsiderable eliminaión de elementos de la lase minoritaria produida por estaténia (véase la Tabla 5.4).A diferenia del aso on lases balaneadas donde el número de elementos deambas lases está en equilibrio en la frontera de deisión, nos enontramos que exis-te una menor antidad de prototipos de la lase minoritaria en esta región, y lareduión de elementos de esta lase se ve más afetada. El efeto que se genera esun desplazamiento de la frontera de deisión haia la lase minoritaria al realizarseel proeso de ediión.En el aso de utilizar las ténias EW− y EWP− se produe el efeto ontrario, yaque omo estas ténias sólo eliminan muestras de la lase mayoritaria manteniéndosela zona de in�uenia de la lase minoritaria dentro de la región de solapamiento. Así,se produe un desplazamiento de la frontera de deisión haia la lase mayoritariadespués de realizarse el proeso de ediión. En este sentido, se observó que al utilizarla ténia EWP se presenta esta misma tendenia en la efetividad del lasi�ador,aunque su impato es menor.1Los valores entre paréntesis haen referenia a la desviaión estándar. En el resto del apítulose seguirá la misma nomenlatura.



134 5.4. Estudio on onjuntos de datos sintétiosTabla 5.1: Efetividad del lasi�ador sobre las bases de datos sintétias balaneadas(250-250). MLPPC A0 A20 A40 A60 A80 A100Original 99.54(0.30) 83.47(1.31) 71.53(2.06) 63.32(1.86) 54.53(1.50) 49.23(1.86)EW 99.18(0.68) 83.65(1.10) 71.50(1.87) 63.09(2.16) 54.28(1.92) 49.45(1.50)g-mean A0 A20 A40 A60 A80 A100Original 99.55(0.30) 83.42(1.35) 71.48(2.05) 63.12(2.06) 54.43(1.53) 49.12(1.79)EW 99.19(0.69) 83.58(1.09) 71.34(1.78) 62.57(2.44) 52.29(2.35) 48.59(1.60)RBFPC A0 A20 A40 A60 A80 A100Original 99.05(0.53) 83.44(1.35) 71.55(1.97) 62.99(1.99) 53.84(2.21) 49.87(1.95)EW 98.99(0.63) 83.62(1.23) 71.18(1.96) 62.58(2.28) 53.61(2.20) 49.53(1.81)g-mean A0 A20 A40 A60 A80 A100Original 99.05(0.53) 83.39(1.38) 71.42(1.97) 62.36(2.58) 52.20(2.82) 48.88(2.95)EW 99.00(0.63) 83.56(1.24) 71.03(1.93) 61.82(2.80) 50.96(3.69) 48.47(2.17)RBF+VFPC A0 A20 A40 A60 A80 A100Original 98.92(0.51) 83.47(1.37) 71.52(2.01) 62.81(2.01) 54.15(2.39) 49.38(1.90)EW 98.71(0.66) 83.56(1.41) 71.32(2.02) 62.81(2.05) 53.91(2.45) 49.41(1.79)g-mean A0 A20 A40 A60 A80 A100Original 98.93(0.51) 83.42(1.40) 71.45(2.02) 62.35(2.40) 53.25(2.67) 48.76(2.03)EW 98.72(0.66) 83.50(1.42) 71.17(1.97) 62.35(2.31) 52.18(3.25) 48.71(1.90)3-NNPC A0 A20 A40 A60 A80 A100Original 98.60(0.52) 83.00(1.71) 71.00(2.35) 60.38(1.18) 54.02(2.14) 50.12(2.90)EW 98.38(0.85) 83.06(1.72) 71.24(2.01) 60.72(1.54) 54.02(2.95) 49.36(3.27)g-mean A0 A20 A40 A60 A80 A100Original 98.71(0.52) 83.14(1.71) 71.13(2.39) 60.49(1.20) 54.08(2.15) 50.17(2.91)EW 98.50(0.82) 83.25(1.78) 71.40(2.05) 60.85(1.52) 54.13(3.00) 49.39(3.34)En la Tabla 5.4 se presentan el número de muestras por lase, antes y después dehaberse apliado las ténias de ediión evaluadas en este trabajo. El primer númeroorresponde a la lase minoritaria y el segundo a la mayoritaria. Estos resultadospueden relaionarse diretamente on la efetividad del lasi�ador tal y omo sedisute a ontinuaión.En las Tablas 5.2 y 5.3 se observan que al apliar la EW− se obtienen resultadossemejantes a los de la ME original en el aso de las ANNs, además de pequeñasmejoras en la medida de g-mean. Sin embargo, la apliaión de esta ténia deediión sobre la regla 3-NN produe un empeoramiento del lasi�ador. Mientrasque las ANNs son lasi�adores de naturaleza global, es deir, tiene en uenta ladistribuión de los datos de las diferentes lases y de forma onexionista atúan en



Capítulo 5. Correión de los datos 135Tabla 5.2: Preisión en la fase de lasi�aión obtenida on bases de datos sintétiasno balaneadas sobre MLP y RBF. MLPPC A0 A20 A40 A60 A80 A100Original 98.53(0.61) 92.40(1.28) 87.81(1.05) 82.41(1.25) 80.00(0.00) 80.00(0.00)EW 98.23(0.61) 91.49(1.16) 87.07(0.99) 81.40(1.45) 80.00(0.00) 80.00(0.00)EWP 98.62(0.68) 91.26(2.16) 86.81(2.04) 82.97(1.99) 78.59(1.94) 80.00(0.00)EW− 98.54(0.59) 92.02(1.42) 87.25(1.66) 82.97(1.04) 80.20(0.57) 80.00(0.00)EWP− 98.69(0.65) 87.25(2.41) 80.23(3.27) 73.80(4.20) 70.83(5.78) 78.37(3.96)g-mean A0 A20 A40 A60 A80 A100Original 96.24(1.58) 78.89(3.96) 63.44(3.80) 32.70(12.05) 0.00(0.00) 0.00(0.00)EW 95.46(1.60) 75.69(3.82) 59.37(4.22) 19.77(17.62) 0.00(0.00) 0.00(0.00)EWP 96.49(1.78) 79.75(3.80) 65.65(3.72) 48.44(5.95) 21.56(17.21) 0.00(0.00)EW− 96.28(1.52) 79.52(4.17) 65.15(3.97) 40.53(8.28) 6.49(13.30) 0.00(0.00)EWP− 96.66(1.68) 82.13(2.95) 68.58(3.22) 57.74(3.50) 43.60(12.05) 6.31(13.79)RBFPC A0 A20 A40 A60 A80 A100Original 97.95(0.62) 91.78(1.33) 86.48(1.68) 81.28(1.09) 80.03(0.12) 79.99(0.14)EW 97.58(0.66) 90.84(1.17) 85.46(1.51) 80.66(0.82) 80.04(0.15) 79.98(0.12)EWP 98.09(0.59) 90.38(1.82) 84.72(2.22) 80.15(1.70) 78.55(2.05) 79.04(1.79)EW− 97.97(0.61) 91.08(1.62) 85.89(2.00) 81.34(1.11) 79.61(0.86) 79.41(1.32)EWP− 98.15(0.62) 86.35(2.59) 78.75(3.58) 73.33(4.20) 69.84(5.61) 70.48(5.53)g-mean A0 A20 A40 A60 A80 A100Original 94.72(1.66) 78.42(4.05) 58.93(8.80) 22.03(15.10) 2.46(6.83) 0.00(0.00)EW 93.74(1.78) 73.70(3.85) 51.94(7.64) 12.52(13.96) 1.28(5.14) 0.00(0.00)EWP 95.13(1.53) 79.77(3.94) 63.33(5.60) 36.85(12.63) 21.55(16.42) 6.47(10.83)EW− 94.79(1.61) 79.14(4.48) 61.82(6.95) 29.63(14.56) 10.68(13.82) 4.14(7.70)EWP− 95.30(1.62) 81.86(2.90) 68.58(3.73) 54.40(6.03) 43.57(11.96) 34.75(11.47)
la toma de deisiones en la lasi�aión, en la regla 3-NN esta deisión es realizadade forma loal entorno al prototipo a lasi�ar.Así, al eliminar puntos sólo de la lase mayoritaria se produe un desplazamientode la frontera haia esta lase manteniéndose la in�uenia de la lase minoritaria enla zona de onfusión. Por ello la regla 3-NN al lasi�ar en torno a la veindad de lamuestra produe un aumento en el número de muestras de la lase mayoritaria mallasi�adas. Este efeto se aentúa uando se aplia la EWP−.En la Tabla 5.4 se observa omo la EW− elimina un 15% de muestras de lalase mayoritaria, mientras que para la EWP− se llega a eliminar hasta un 50% delas muestras. Posiblemente, lo más onveniente no es alanzar un equilibrio entrelas lases sino minimizar la diferenia entre ellas. Desde este punto de vista, laestrategia EWP− sería la más efetiva en eliminar muestras de la lase mayoritariaminimizando la onfusión de la lase minoritaria y reduiendo el desbalane.



136 5.4. Estudio on onjuntos de datos sintétiosTabla 5.3: Preisión en la fase de lasi�aión obtenida on bases de datos sintétiasno balaneadas sobre RBF+VF y 3-NN.RBF+VFPC A0 A20 A40 A60 A80 A100Original 98.06(0.53) 91.74(1.41) 87.06(1.33) 82.92(0.95) 80.26(0.46) 79.99(0.07)EW 97.66(0.71) 90.90(1.12) 86.18(1.27) 81.64(0.99) 80.11(0.35) 79.99(0.06)EWP 98.13(0.58) 90.53(2.11) 85.78(2.17) 81.39(2.02) 77.83(2.48) 78.72(1.80)EW− 98.04(0.50) 91.16(1.76) 86.40(1.66) 82.36(1.27) 79.67(1.12) 79.47(1.02)EWP− 98.22(0.52) 86.53(2.43) 79.58(3.72) 73.28(4.42) 69.10(6.03) 68.69(5.03)g-mean A0 A20 A40 A60 A80 A100Original 95.04(1.39) 78.10(4.07) 60.52(5.35) 39.10(6.49) 8.66(10.99) 0.30(1.71)EW 93.96(1.91) 73.96(3.55) 55.61(6.15) 26.15(12.43) 3.32(8.49) 0.00(0.00)EWP 95.27(1.50) 79.89(4.33) 64.33(4.26) 46.11(6.01) 34.02(10.15) 9.51(11.79)EW− 94.98(1.31) 79.40(4.50) 62.76(5.19) 42.63(7.55) 21.16(14.17) 4.80(8.33)EWP− 95.52(1.32) 81.68(3.23) 68.78(3.38) 58.80(3.86) 49.37(5.52) 37.71(9.02)3-NNPC A0 A20 A40 A60 A80 A100Original 98.72(0.53) 90.20(1.73) 83.66(1.67) 79.32(1.18) 75.40(0.69) 73.62(2.34)EW 98.50(0.61) 90.82(1.26) 86.04(1.56) 82.22(0.76) 79.06(1.11) 78.92(0.80)EWP 98.42(0.81) 87.80(2.61) 80.36(1.53) 73.40(2.54) 68.66(1.93) 65.54(4.21)EW− 98.66(0.56) 88.48(1.82) 80.60(2.24) 74.72(2.27) 70.30(1.75) 67.68(3.69)EWP− 98.44(0.85) 83.34(2.87) 73.16(2.52) 63.00(3.45) 56.58(4.21) 53.02(3.12)g-mean A0 A20 A40 A60 A80 A100Original 97.11(1.43) 78.97(4.25) 63.35(3.99) 50.54(3.58) 39.54(5.16) 28.62(4.73)EW 96.34(1.57) 76.61(3.60) 60.71(4.74) 42.04(4.75) 23.19(8.40) 14.11(6.28)EWP 96.92(1.69) 80.18(3.68) 68.46(2.87) 58.43(2.88) 50.35(3.25) 40.69(3.03)EW− 97.07(1.43) 80.11(4.25) 66.54(4.10) 55.06(4.13) 46.76(4.91) 37.94(4.64)EWP− 97.29(1.63) 82.45(2.75) 70.48(2.57) 61.15(3.43) 55.28(3.34) 49.59(2.83)Sin embargo, omo puede verse en la Tabla 5.5 se redue la PC de la lasemayoritaria lo que on�rma que estamos desplazando la frontera y perjudiando lapreisión de esta lase. La tendenia en la EWP− es aumentar la preisión de lalase minoritaria (lo que se ve re�ejado en los inrementos de los valores de g-mean)mientras que se produe una disminuión en la PC global.En términos generales, y a partir de los resultados disutidos hasta este momentose puede a�rmar lo siguiente:1. La EW al eliminar tanto muestras de la lase mayoritaria omo de la minori-taria desplaza la frontera de deisión haia la lase minoritaria, y se pierdeinformaión relevante de esta última, lo que se tradue en una disminuión dela PC de esta lase.2. La EWP evita, debido a la ponderaión, que se desarten las mismas propor-iones de muestras de la lase minoritaria que on la EW.



Capítulo 5. Correión de los datos 137Tabla 5.4: Número de muestras en la ME antes y después apliar las ténias deorreión de datos. El primer número orresponde a la lase minoritaria y el segundoa la mayoritaria.PC A0 A20 A40 A60 A80 A100Original 100/400 100/400 100/400 100/400 100/400 100/400EW 94/399 67/386 45/374 26/366 14/361 9/360EWP 98/393 80/330 71/290 61/243 54/223 47/204EW− 100/399 100/380 100/365 100/351 100/345 100/343EWP− 100/392 100/317 100/271 100/221 100/198 100/179Tabla 5.5: Preisión por lase obtenida on la base de datos A40. PC− hae refereniaa la preisión de la lase mayoritaria y PC+ a la de la minoritaria.MLP Red RBF Red RBF+VFPC− PC+ PC− PC+ PC− PC+Original 99.63 40.53 99.15 35.80 99.56 37.07EW 99.97 35.43 99.93 27.57 99.90 31.33EWP 97.43 44.33 95.30 42.40 96.47 43.05EW− 98.22 43.34 97.44 39.73 97.86 40.52EWP− 86.70 54.35 84.44 56.00 85.61 55.433. La EW− y la EWP− al no eliminar prototipos de la minoritaria ayudan ainrementar la PC de esta lase manteniendo su zona de in�uenia. De estaforma, uanto más ree el nivel de solapamiento más se perjudia a la lasemayoritaria desplazándose la frontera de deisión haia esta lase.Para on�rmar estas onlusiones, en la siguiente seión se evalúa las téniaspropuestas en bases de datos reales.5.5 Bases de datos realesEn esta seión se presentan algunos resultados obtenidos al experimentar on basesde datos reales de dos y múltiples lases. Se utilizaron los onjuntos de datos German,Diabetes, Ionosphere, Phoneme, Eoli6 y Cayo. Obsérvese que no se inluyen lasbases de datos B2Cls y V2Cls. Esto es debido a que por un lado V2Cls no presentasolapamiento entre lases, y por el otro B2Cls se enuentra ompletamente solapada.



138 5.5. Bases de datos reales5.5.1 Problemas de dos lasesEn la Tabla 5.6 se presenta la PC por lase de las bases de datos de dos lases.PC− hae referenia a la PC de la lase mayoritaria mientras que PC+ a la de laminoritaria. El objetivo que se persigue on esta tabla es mostrar las modi�aionesque se produen en PC− y PC+ uando se aplia las diferentes ténias de ediiónpara las uatro bases de datos reales.Tabla 5.6: Preisión por lase obtenida por la ANN. PC− hae referenia a la pre-isión de la lase mayoritaria y PC+ a la de la minoritaria.Original EW EWP EW− EWP−MLP PC− PC+ PC− PC+ PC− PC+ PC− PC+ PC− PC+Diabetes 65.60 81.72 74.80 75.90 63.66 84.89 48.32 90.45 48.14 91.90German 82.19 55.43 90.70 34.40 86.03 42.23 73.19 66.63 72.00 68.97Ionosphere 97.56 80.95 98.53 57.30 98.84 63.17 96.93 80.24 96.84 80.63Phoneme 85.49 62.62 84.90 62.11 83.14 67.01 83.39 68.82 82.13 70.36RBF PC− PC+ PC− PC+ PC− PC+ PC− PC+ PC− PC+Diabetes 60.08 81.64 68.10 77.95 55.70 88.62 34.92 96.79 33.60 96.60German 92.77 28.03 99.16 4.97 97.66 10.73 83.27 49.80 81.21 52.97Ionosphere 84.49 92.94 93.20 84.76 90.80 87.86 84.22 93.41 84.31 93.33Phoneme 88.10 61.38 89.56 56.18 85.66 68.85 85.03 69.81 82.35 75.81RBF+VF PC− PC+ PC− PC+ PC− PC+ PC− PC+ PC− PC+Diabetes 64.54 82.87 75.20 74.18 64.94 84.07 47.90 89.18 44.98 91.46German 85.76 53.03 92.77 27.97 88.63 38.43 75.59 67.47 74.11 68.03Ionosphere 95.51 75.87 97.11 61.27 96.93 63.49 93.87 76.98 93.29 75.16Phoneme 87.79 63.11 88.89 58.98 85.66 68.76 84.39 71.01 82.61 75.623-NN PC− PC+ PC− PC+ PC− PC+ PC− PC+ PC− PC+Diabetes 77.40 51.87 83.80 48.88 79.60 57.46 64.00 71.64 61.80 72.76German 82.43 35.00 88.43 26.67 86.71 30.00 70.43 54.00 68.14 56.33Ionosphere 98.22 59.52 97.78 57.14 97.78 57.14 97.33 66.67 97.33 65.87Phoneme 93.43 78.25 93.22 73.39 90.70 80.20 89.89 83.10 87.64 85.25En la Tabla 5.7 se muestra en número de muestras por lase antes y despuésde apliar las ténias de orreión de datos. El primer número orresponde a lalase minoritaria y el segundo a la mayoritaria. Además, se muestra el porentajede reduión que se genera para la base de datos después de apliar la ténia deediión respeto del onjunto original. Se puede observar que la antidad de muestrasde ambas lases en las bases de datos varía signi�ativamente y que el número demuestras eliminadas es diferente dependiendo de la base de datos.En la Tabla 5.8 se presentan los valores de PC global y g-mean en bases dedatos reales de dos lases, respeto a las diferentes ténias de ediión propuestas.Se observa omo el omportamiento en valores de PC global y g-mean es bastantediferente de unas bases de datos a otras.Así, en el aso de la base de datos Phoneme se puede ver omo el valor de g-



Capítulo 5. Correión de los datos 139Tabla 5.7: Número de muestras y porentaje de reduión en la ME antes y despuésapliar las ténias de orreión de datos.German % Diabetes % Ionosphere % Phoneme %Original 270/630 100 241/450 100 113/202 100 1427/3436 100EW 99/517 68 128/351 69 68/198 84 1052/3201 87EWP 111/488 67 149/324 71 74/198 98 1198/3035 87EW− 270/477 83 241/311 80 113/196 98 1427/3175 95EWP− 270/442 79 241/287 76 113/197 98 1427/3019 91mean tiene una variaión importante dependiendo de la ténia de ediión apliada,obteniéndose los valores más altos uando se aplia la EWP− y EW−. En estos dosasos se produe un aumento signi�ativo del PC+ sin que esto suponga perdidasexesivamente graves en el PC− (ver Tabla 5.6).Por otro lado, la EWP y la EW equilibran levemente la PC a favor de la lasemayoritaria y minoritaria respetivamente. En su onjunto se puede deir que enesta base de datos, las ténias de ediión propuestas (EWP y EW) son apaes delograr un relativo balane entre lases favoreiendo la mejora del PC− sin que estosuponga una perdida signi�ativa del PC+, y por tanto se mantiene la PC globalpara la ANN.La expliaión de este omportamiento se debe a que esta base de datos estabien representada (4863 muestras en 5 dimensiones) siendo además su nivel de so-lapamiento no exesivamente alto. Así, en la Tabla 5.7 el porentaje de reduiónde muestras que se produe respeto del onjunto original al apliar las ténias deediión es relativamente bajo, lo que on�rma una alta separabilidad entre lases.En el aso de las bases de datos German e Ionosphere, las ténias de ediiónpropuestas produen peores resultados on respeto al onjunto original en PC global.En el aso de German, las ténias de EW− y EWP− reduen de forma signi�ativala PC−, aunque la lase minoritaria es bene�iada. Visto en su onjunto, el resultadono es satisfatorio, y la razón vendría dada debido a que las ténias de ediión enesta base de datos desplazan la frontera de deisión haia la lase mayoritaria (verTabla 5.7). Considérese además que esta base de datos tiene una representatividadrelativamente baja on 1000 muestras en 24 dimensiones y un nivel de solapamientoalto.En el aso de Ionosphere sólo la EW− onsigue mantener un PC global al mismonivel que el onjunto original. Sin embargo, el efeto que tiene esta ténia tam-poo es satisfatoria pues no onsigue aumentar el g-mean on respeto al onjuntooriginal. Al igual que en German estamos tratando una base de datos muy poorepresentada (on solo 351 muestras en 34 dimensiones).



140 5.5. Bases de datos realesEn el aso de la base de datos Diabetes, el omportamiento que se obtiene anivel de PC global al apliar la ténia de EW es similar al que se obtiene uandose aplia el lasi�ador 3-NN, en el sentido de que esta ténia de ediión mejora laPC global respeto al onjunto original. Es interesante notar que en esta base dedatos a diferenia de las otras bases de datos la lasi�aión mediante ANNs sobreel onjunto original se omporta de manera distinta.La lase minoritaria presenta un mejor porentaje de aiertos respeto de la lasemayoritaria, mientras que en el lasi�ador 3-NN no se muestra esta tendenia (verTabla 5.6). No se tiene laro la ausa de este omportamiento. El resto de téniasmejoran el PC+ y empeoran el PC− desplazando la frontera de deisión haia lalase mayoritaria disminuyendo la PC global.En general, se puede deir que la ténia EW elimina más muestras de la laseminoritaria de forma que la PC− es inrementada y la PC+ es disminuida. De estaforma, se aentúa el desbalane de las lases. El aso más notorio es el de la base dedatos German. En el aso de la EWP en algunas situaiones es la lase minoritariala que se ve favoreida, mientras que en otros asos es la lase mayoritaria al apliaresta ténia de ediión (ver Tabla 5.6).Por otro lado, la EW− al eliminar exlusivamente elementos de la lase mayori-taria inrementa la PC+ mientras redue la PC−. El aso más extremo lo ilustradiabetes donde la PC− se redue en asi un 17% on el MLP y la red RBF+VF, yen aproximadamente 25% on la red RBF. Sin embargo, on german y phoneme lasituaión no es tan dramátia.La EWP− muestra la misma tendenia que la EW− pero de una forma másaentuada.Son evidentes las mejoras que se obtienen en la PC+ al eliminar elementos de lalase mayoritaria de forma dirigida2 y también es indisutible la perdida de efetivi-dad del lasi�ador sobre la lase más representada. No obstante, uando lo que sedesea es dar prioridad a la lase menos representada, las estrategias EW− y EWP−resultan atrativas.Así, se podría esperar que dado que las ténias de ediión disminuyen la región deinertidumbre entre las lases, aumentará la preisión de lasi�aión. Sin embargo,omo en problemas desequilibrados se produe un desplazamiento de la frontera dedeisión en un sentido u otro dependiendo de la ténia de ediión elegida, en algunassituaiones se produe un efeto perniioso que disminuye la PC global.2Al utilizar meanismos heurístios para la identi�aiones de elementos en la zona de onfusión.
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Tabla 5.8: Valores globales de PC y g-mean de las bases reales de dos lases.MLP RBF RBF+VF 3-NNOpión 0 PC g-mean PC g-mean PC g-mean PC g-meanDiabetes 71.23(7.02) 72.19(6.60) 67.61(7.99) 68.36(7.77) 70.94(7.10) 72.23(6.46) 68.49(3.71) 63.25(4.81)German 74.16(3.96) 67.09(6.03) 73.35(2.95) 49.41(12.06) 75.94(3.09) 66.93(6.29) 68.20(3.61) 53.49(5.42)Ionosphere 91.58(6.13) 88.31(9.17) 87.51(5.74) 88.39(5.33) 88.44(5.80) 84.77(7.99) 84.32(6.52) 75.65(12.00)Phoneme 78.78(1.72) 73.14(1.94) 80.26(1.67) 73.43(3.15) 80.55(1.70) 74.36(2.83) 88.97(1.66) 85.54(2.52)EW PC g-mean PC g-mean PC g-mean PC g-meanDiabetes 75.19(5.13) 74.81(5.01) 71.55(6.88) 71.79(7.11) 74.85(5.29) 74.10(5.46) 71.62(3.94) 63.78(6.24)German 73.81(3.54) 54.71(10.14) 70.90(1.28) 16.81(14.49) 73.33(3.26) 48.33(14.69) 69.90(3.78) 47.80(9.54)Ionosphere 83.71(5.45) 74.44(10.00) 90.15(7.02) 87.97(12.32) 84.22(6.54) 76.34(11.01) 83.18(6.11) 74.16(10.77)Phoneme 78.21(1.66) 72.56(2.17) 79.76(1.69) 70.79(3.55) 80.11(1.59) 72.34(2.74) 87.40(1.55) 82.74(2.54)EWP PC g-mean PC g-mean PC g-mean PC g-meanDiabetes 71.08(6.66) 72.74(6.10) 67.19(6.52) 69.46(6.15) 71.62(5.97) 73.29(5.49) 71.88(5.30) 67.44(7.26)German 72.89(4.08) 59.34(8.90) 71.58(1.58) 28.48(15.15) 73.57(4.06) 57.16(10.37) 69.70(2.83) 50.44(8.04)Ionosphere 86.02(5.67) 78.42(9.92) 89.72(5.98) 89.04(7.76) 84.91(5.86) 77.80(9.64) 83.18(6.11) 74.16(10.77)Phoneme 78.40(1.51) 74.62(1.88) 80.72(1.92) 76.70(2.98) 80.69(2.06) 76.72(2.66) 87.62(2.12) 85.33(3.07)EW− PC g-mean PC g-mean PC g-mean PC g-meanDiabetes 63.02(5.72) 65.28(5.79) 56.52(6.53) 57.22(8.42) 62.31(6.45) 64.52(6.59) 66.67(5.18) 67.66(4.68)German 71.22(4.71) 69.41(4.40) 73.23(4.19) 64.03(6.27) 73.15(4.40) 71.14(4.92) 65.50(4.45) 61.50(5.43)Ionosphere 90.92(6.61) 87.61(9.75) 87.51(5.38) 88.53(4.93) 87.78(6.53) 84.67(8.50) 86.31(6.31) 80.02(10.43)Phoneme 79.11(1.95) 75.73(2.26) 80.57(1.68) 76.95(3.02) 80.46(2.03) 77.33(2.95) 87.90(1.99) 86.48(2.50)EWP− PC g-mean PC g-mean PC g-mean PC g-meanDiabetes 63.42(6.24) 65.86(6.61) 55.60(6.72) 55.90(8.48) 61.20(6.66) 63.40(7.25) 65.63(5.13) 66.98(4.62)German 71.09(4.74) 70.12(4.57) 72.74(3.53) 65.21(4.95) 72.29(4.39) 70.58(6.50) 64.60(4.55) 61.74(5.72)Ionosphere 91.00(6.89) 87.69(10.41) 87.54(5.16) 88.50(4.82) 86.75(6.68) 83.32(9.04) 86.03(6.11) 79.60(10.06)Phoneme 78.67(1.74) 75.99(2.18) 80.43(1.86) 78.91(2.60) 80.56(2.06) 78.99(2.55) 86.93(2.15) 86.49(2.56)



142 5.5. Bases de datos reales5.5.2 Problemas de múltiples lasesEn esta seión se evaluará la utilidad de la estrategia EWP− para reduir el sola-pamiento que existe entre pares de lases, manteniendo el área de in�uenia de laslases minoritarias en la zona de solapamiento e inrementando la efetividad dellasi�ador sobre estas lases. La EW− atúa igual que la EWP− pero el inre-mento del PC sobre las lases minoritarias no es tan importante y no se inluyó enla experimentaión.Un problema que surge en el aprendizaje de una ANN on bases de datos desba-laneadas es la lentitud en la onvergenia de las lases menos representadas. Porello en este seión se ombinaran ambos enfoques: reduir la onfusión de la lasesminoritarias en la frontera de deisión e inluir alguna funión de oste que nospermita aelerar la onvergenia en el entrenamiento de la ANN.En esta experimentaión se ha elegido la Opión 3 omo funión de oste ya queaunque esta funión favoree el aprendizaje de las lases minoritarias al prinipio delentrenamiento, este bene�io disminuye a medida que avanza el proeso de apren-dizaje. En este sentido los efetos de la estrategia EWP− son menos in�ueniadospor la funión de oste elegida. Se han realizado otros experimentos on las opiones1 y 2 obteniendo niveles de PC global similares uando se inluye la EWP− o no seinluye, aunque la onvergenia de la red se aelera on las opiones 1 y 2, y el valorde MSE (Mean Square Error, error uadrátio medio) que se obtiene es menor.Eoli6Una de las prinipales araterístias que se ha evideniado en esta base de datos esel fuerte solapamiento que existe entre las lases 3 y 5. En esta seión se utiliza laestrategia EWP− para reduir la onfusión entre estas lases.El objetivo que se busa es reduir el área de solapamiento de la lase 5 o laseminoritaria inrementando la preisión de esta lase.En la Tabla 5.9 se muestran los resultados por lase obtenidos al apliar la estrate-gia EWP− sobre las lases 3 y 5. Se observa la misma tendenia que para problemasde dos lases: la PC de la minoritaria se inrementa mientras que la PC de la mayori-taria se redue. Nótese que la onfusión de la lase minoritaria (lase 5) disminuyó3lo que se tradujo en inrementos de PC para esta lase. Este omportamiento seobserva en los tres modelos neuronales.En la Tabla 5.10 se presentan los resultados de lasi�aión obtenidos on la ANNsobre Eoli6 editada on EWP− y apliando la funión de oste Opión 3. Obsérveseque en las ANNs del tipo MLP y RBF+VF inrementan la PC de la lase 5.3En relaión a los resultados obtenidos on la ME sin editar, Tabla 3.8 del apítulo 3.



Capítulo 5. Correión de los datos 143Tabla 5.9: Resultados de lasi�aión sobre Eoli6 on la Opión 0 editando onEWP− sobre las lases 3 y 5.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 97.14MLP ls 3 10.66 0.23 76.18 ls 5 (18.05)ls 4 10.96 0.16 82.31ls 5 10.33 0.11 67.86 ls 3 (26.62)ls 6 9.33 0.06 89.20ls 1 52.65 0.02 100.00ls 2 10.96 0.43 95.17Red RBF ls 3 10.66 0.23 78.70 ls 5 (17.70)ls 4 10.96 0.16 84.87ls 5 10.33 0.11 70.21 ls 3 (27.05)ls 6 9.33 0.06 86.17ls 1 52.65 0.02 100.00ls 2 10.96 0.43 94.68RBF+VF ls 3 10.66 0.23 76.69 ls 5 (18.22)ls 4 10.96 0.16 84.10ls 5 10.33 0.11 69.88 ls 3 (26.09)ls 6 9.33 0.06 86.96Tabla 5.10: Resultados obtenidos en la fase de lasi�aión on la base de datosEoli6 y la Opión 3. Observe que la lase 5 ha sido editada en relaión a la lase 3.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 52.65 0.02 100.00ls 2 10.96 0.43 92.71MLP ls 3 10.66 0.23 75.67 ls 5 (18.67)ls 4 10.96 0.16 81.42ls 5 10.33 0.11 70.19 ls 3 (22.36)ls 6 10.93 0.06 87.50ls 1 52.65 0.02 100.00ls 2 10.96 0.43 91.98RBF ls 3 10.66 0.23 77.03 ls 5 (19.46)ls 4 10.96 0.16 85.74ls 5 10.33 0.11 70.83 ls 3 (27.68)ls 6 10.93 0.06 86.98ls 1 52.65 0.02 100.00ls 2 10.96 0.43 91.21RBF+VF ls 3 10.66 0.23 73.38 ls 5 (20.97)ls 4 10.96 0.16 85.83ls 5 10.33 0.11 72.95 ls 3 (21.88)ls 6 10.93 0.06 85.64 ls 4 (10.64)En la Tabla 5.11 se muestran los resultados de lasi�aión global sobre la base



144 5.5. Bases de datos realesde datos Eoli6. La tendenia en esta base de datos es la de reduir tanto los valoresde PC y g-mean en la ombinaión EWP− y Opión 3. Esto es debido a que los datostienen una baja representatividad y la ombinaión EWP− y Opión 3 aumenta laperdida de representatividad de los datos en las diferentes lases.Tabla 5.11: Efetividad del lasi�ador sobre la base de datos Eoli6.PC g-meanOp. 0 Op. 0 Op. 3 Op. 0 Op. 0 Op. 3ANN Original EWP− EWP− Original EWP− EWP−MLP 86.56(2.78) 86.45(2.43) 84.41(4.42) 83.76(5.57) 83.93(4.58) 83.24(4.41)RBF 85.87(3.36) 86.64(3.62) 85.13(3.84) 83.50(5.29) 84.43(5.01) 84.18(4.08)RBF+VF 85.34(3.69) 85.86(3.68) 84.10(4.50) 82.59(5.62) 84.04(4.43) 83.42(4.81)CayoEn esta base de datos se deidió apliar EWP− sobre las lases onsideradas mi-noritarias (lases 2, 4, 5, 6 y 7)4 on respeto al resto de lases que se onsideranmayoritarias.En la Tabla 5.12 se presentan los resultados de lasi�ar la base de datos Cayoeditada on EWP− en las ANNs del tipo MLP, RBF y RBF+VF. Si se omparanestos resultados on los presentados en las Tablas 3.15, 3.19 y 3.20 on Opión 0del apítulo 3 se observa que mejoran los resultados de PC en las lases minoritariasuando la ME es editada, sobre todo en las ANNs del tipo RBF y RBF+VF. Además,se puede observar una ligera mejora de la g-mean sobre esta base de datos (véaseTabla 5.14).En la Tabla 5.13 se muestran los resultados de lasi�ar las ANNs mediante laombinaión de la EWP− y la Opión 3.En general, analizando la Tabla 5.13 se puede observar que las lases minoritariasinrementan su PC (lases 2, 4, 5, 6 y 7), y que algunas de las lases mayoritariasdisminuye su PC (véase las lases 1, 3 y 10). En el aso de las lases 8 y 9 losresultados en PC se mantienen respeto a uando no se aplia la ombinaión laEWP− y la Opión 3. Por último, la lase 11 aún siendo una lase mayoritariamejora su PC seguramente porque se aelera su onvergenia al apliar la Opión 3En partiular, se puede a�rmar que las lases minoritarias mejoran o empatansu PC en las ANNs del tipo MLP y RBF+VF, aunque esto no suede en todas laslases para la red RBF (ver lases 2 y 4). Así, en las lases minoritarias disminuyeel nivel de onfusión on respeto a las lases mayoritarias. Por ejemplo, en la lase4De la misma forma que se hizo en los apítulos 3 y 4.



Capítulo 5. Correión de los datos 145Tabla 5.12: Resultados obtenidos en la fase de lasi�aión de la base de datos Cayoeditada on la estrategia EWP−. Los resultados orresponden a la Opión 0.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 32.57 0.14 89.20ls 2 5.41 0.05 50.14 ls 3 (48.63)ls 3 4.57 0.10 94.75ls 4 4.53 0.05 81.01ls 5 10.75 0.02 31.26 ls 1 (38.36) ls 3 (18.74)MLP ls 6 6.18 0.06 58.35 ls 7 (32.52)ls 7 5.27 0.05 96.48ls 8 5.46 0.12 97.94ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 74.32 ls 11 (24.75)ls 11 8.37 0.13 95.02ls 1 32.57 0.14 88.67ls 2 5.41 0.05 43.09 ls 3 (48.63)ls 3 4.57 0.10 91.64ls 4 4.53 0.05 57.14 ls 3 (23.43) ls 8 (14.74)ls 5 10.75 0.02 36.50 ls 1 (32.09) ls 8 (22.18)RBF ls 6 6.18 0.06 49.21 ls 7 (29.00) ls 10 (10.82)ls 7 5.27 0.05 88.51ls 8 5.46 0.12 98.29ls 9 8.05 0.13 87.47 ls 10 (12.44)ls 10 8.31 0.14 74.48 ls 11 (18.16)ls 11 8.37 0.13 69.74 ls 9 (19.38) ls 10 (10.88)ls 1 32.57 0.14 87.45ls 2 5.41 0.05 45.89 ls 3 (48.63)ls 3 4.57 0.10 94.11ls 4 4.53 0.05 73.20 ls 7 (10.38)ls 5 10.75 0.02 30.95 ls 1 (24.03) ls 3 (16.23) ls 8 (26.84)RBF+VF ls 6 6.18 0.06 57.45 ls 7 (32.30)ls 7 5.27 0.05 94.30ls 8 5.46 0.12 97.59ls 9 8.05 0.13 87.56 ls 10 (12.44)ls 10 8.31 0.14 74.69 ls 11 (12.23)ls 11 8.37 0.13 60.40 ls 9 (25.98) ls 10 (13.62)5 on la MLP sin editar presenta un nivel de onfusión importante on las lases 1y 3, disminuyendo esta onfusión signi�ativamente uando se aplia la ombinaiónde EWP− y la Opión 3 (ver Tabla 5.13).En otras situaiones uando lo que están muy onfundidas son dos lases minori-tarias (véase las lases 6 y 7), o dos lases mayoritarias (véase las lases 10 y 11) laténia propuesta no va a generar ningún efeto. Nótese que la lase 7 se onfundeon la lase 6 en torno a un 31% uando se supone que tienen el mismo tamaño, loual hae sugerir que la lase 7 es más densa que la lase 6.En la Tabla 5.14 se resumen los resultados globales obtenidos tanto en valores



146 5.5. Bases de datos realesTabla 5.13: Resultados obtenidos en la fase de lasi�aión de la base de datos Cayoeditada on la estrategia EWP−. Los resultados orresponden a la Opión 3.Clase F1 Ratio PC % onfusión ( > 10 %)ls 1 4.648 0.14 87.24ls 2 0.831 0.05 52.12 ls 3 (47.88)ls 3 0.696 0.10 92.91ls 4 0.563 0.05 94.35ls 5 0.955 0.02 81.36MLP ls 6 0.228 0.06 60.30 ls 7 (31.06)ls 7 0.543 0.05 95.61ls 8 0.139 0.12 94.56ls 9 0.939 0.13 87.56 ls 10 (12.44)ls 10 0.697 0.14 75.73 ls 11 (23.74)ls 11 0.957 0.13 93.72ls 1 4.648 0.14 85.24ls 2 0.831 0.05 50.07 ls 3 (48.63)ls 3 0.696 0.10 91.00ls 4 0.563 0.05 89.15ls 5 0.955 0.02 76.79RBF ls 6 0.228 0.06 57.01 ls 7 (31.46)ls 7 0.543 0.05 94.38ls 8 0.139 0.12 94.84ls 9 0.939 0.13 87.56 ls 10 (12.44)ls 10 0.697 0.14 73.24 ls 11 (24.28)ls 11 0.957 0.13 92.81ls 1 4.648 0.14 83.84ls 2 0.831 0.05 50.16 ls 3 (48.63)ls 3 0.696 0.10 90.49ls 4 0.563 0.05 89.33ls 5 0.955 0.02 75.85 ls 3 (11.94)RBF+VF ls 6 0.228 0.06 57.83 ls 7 (30.50)ls 7 0.543 0.05 94.66ls 8 0.139 0.12 93.56ls 9 0.939 0.13 87.56 ls 10 (12.44)ls 10 0.697 0.14 72.88 ls 11 (23.70)ls 11 0.957 0.13 91.44de PC omo de g-mean. En general, no se observa una diferenia signi�ativa entrelos resultados generados por la ME editada y sin editar. Esta similitud entre losvalores obtenidos on la ME editada y sin editar se deben a que la base de datosCayo no muestra un fuerte solapamiento entre lases (mayoritaria y minoritaria), yen onseuenia el número de muestras eliminadas fue mínimo. En este aso sólo seeliminaron (aproximadamente) el 7% de los elementos de la ME5.5En detalle, el porentaje de elementos eliminados por lase es el siguiente. Clase 1: 5.01%,lase 3: 16.72%, lase 8: 2.21%, lase 9: 1.77%, lase 10: 20.38%, lase 11: 9.58%. En el resto delas lases no hubo eliminaiones por onsiderarse lases minoritarias.



Capítulo 5. Correión de los datos 147Sin embargo, los resultados obtenidos por lase indian que existe fuerte sola-pamiento entre algunos pares de lases. Por ejemplo, la lase 2 está onfundida parael MLP sobre el onjunto original a un 48.63% respeto de la lase 3. El problemaes que este tipo de solapamiento no es identi�ado por ompleto por el riterio delos k-NN6.Se puede onluir que aunque la onfusión existente en algunas lases se mantieneuando se aplia la ombinaión EWP− y la Opión 3, en otras situaiones entre paresde lases si se disminuye el error y por tanto aumenta el PC para esas lases. Vistoen su onjunto, la ombinaión de ambas estrategias genera una mejora tanto a nivelde PC global omo sobre todo del valor de g-mean.Tabla 5.14: Desempeño global del lasi�ador: Base de datos CayoPC g-meanOp. 0 Op. 0 Op. 3 Op. 0 Op. 0 Op. 3ANN Original EWP− EWP− Original EWP− EWP−MLP 83.58(0.77) 84.21(1.10) 85.34(0.41) 70.17(6.28) 71.87(6.88) 81.83(0.65)RBF 79.9(1.63) 78.12(3.37) 83.69(0.62) 58.97(3.94) 61.90(8.89) 79.53(1.12)RBF+VF 76.92(2.92) 78.66(4.15) 83.13(0.65) 66.99(7.58) 66.09(8.11) 79.17(0.92)
5.6 ConlusiónEn este apítulo se estudió la idea de reduir el área de onfusión o solapamiento delas lases minoritarias (en relaión a las mayoritarias) on el objetivo de inrementarla preisión del lasi�ador sobre éstas.El estudio se realizó on bases de datos sintétias y reales de dos lases, y múltipleslases, sobre las redes MLP, RBF y RBF+VF y el lasi�ador 3-NN, on las téniasde ediión: EW, EWP, EW− y EWP−.En términos generales, y a partir de los resultados mostrados en este apítulopodemos onluir lo siguiente:
• Las ténias de ediión disminuyen la zona de onfusión mejorando la PCglobal del lasi�ador. Además, uando se aplian sobre bases de datos des-balaneadas produen un desplazamiento de la frontera de deisión, siendo estedesplazamiento mayor uanto menos están representadas las lases en estasbases de datos.6El porentaje de elementos eliminados de la lase 3 es el segundo más alto (aproximadamente16.72%), lo que no se orresponde on los resultados de lasi�aión enontrados on ANN.



148 5.6. Conlusión
• La EW tiende a desplazar la frontera haia la zona de in�uenia de la lase mi-noritaria, mientras que las otras tres ténias propuestas EWP, EW− y EWP−,tienden a desplazar la frontera haia la zona de in�uenia de la lase mayori-taria. Estos hehos se ven laramente orroborados en el aso de las bases dedatos sintétias.
• Cuando se aplian sobre problemas reales de dos lases on la regla 3-NN,la EW y la EWP tienden a mejorar la PC global aunque esto suponga unempeoramiento en su g-mean. En el aso de la EW− y EWP− se empeora laPC global mejorándose el g-mean7.
• En las ANNs on bases de datos reales de dos lases se omportan de formadiferente a nivel de PC y g-mean. En el aso de las bases de datos German eIonosphere, produen peores resultados on respeto al onjunto original en PCglobal. Aunque se disminuye la inertidumbre en la zona de onfusión, el des-plazamiento que se genera en la frontera produe resultados poo satisfatoriosen términos de PC global. La razón viene dada por la baja representatividadde las lases.En el aso de Diabetes el PC global solo mejora on EW, mientras que elresto de las ténias de ediión produen peores resultados. Con Phoneme, lasténias de ediión propuestas mantienen el PC global on el onjunto original,y logran un relativo balane entre lases mejorando la g-mean, debido a queestá base de datos esta bien representada en antidad de muestras.
• En dominios de múltiples lases, editar sobre la mayoritaria on EWP− e inluirla Opión 3 aelera la onvergenia de la ANN. En la base de datos Eoli6, laapliaión de esta estrategia redue los valores de PC omo de g-mean debidoa la baja representatividad de las lases.En la base de datos Cayo produe efetos bene�iosos, aunque no resuelve laonfusión existente en algunas lases. Visto en su onjunto, esta estrategiagenera una mejora tanto a nivel de PC global omo sobre todo del valor deg-mean.En onlusión, si lo que se desea es dar prioridad a las lases minoritarias, editarla región de solapamiento de las lases minoritarias en relaión a las mayoritarias, esuna alternativa efetiva que aunque no genere una PC global signi�ativa redue lazona de onfusión para las minoritarias.7Estas dos últimas ténias de ediión al favoreer a la lase minoritaria equilibran ambas lasesy aumenta el valor del g-mean.



Capítulo 5. Correión de los datos 149Es indudable que se requiere seguir estudiando en esta direión on el objetivode idear nuevos meanismos que permitan identi�ar orretamente los elementos enla zona de onfusión, y de esta forma dar prioridad a las lases minoritarias. Unapropuesta iniial sería la de trabajar en el espaio oulto de la red, para identi�araquellos elementos de la ME que puedan ser sospehosos de estar situados en la zonade solapamiento de la lase minoritaria.
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Capítulo 6Aportaiones, Conlusiones yTrabajos FuturosEn los últimos años el problema del desbalane de las lases ha sido el tema entral denumerosas investigaiones en áreas omo el reonoimiento de formas, el aprendizajeautomátio y la minería de datos.En el ámbito del reonoimiento de formas a través del uso de ANN, el desbalanese ha reonoido omo un problema rítio que afeta diretamente la e�ienia yefetividad del lasi�ador. Espeí�amente, en las ANNs entrenadas on el algo-ritmo bak-propagation on proesamiento por grupos, el problema del desbalanede las lases ralentiza la onvergenia de las lases menos representadas, lo que setradue en una pérdida de la efetividad del lasi�ador sobre estas lases.En este trabajo se ha investigado empíriamente el problema del desbalane delas lases sobre tres modelos de ANNs entrenadas on el algoritmo bak-propagationon proesamiento por grupos. Así mismo, se han estudiado diferentes enfoques paratratar este problema.6.1 Aportaiones y onlusionesLa prinipal aportaión de esta tesis es la presentaión de un estudio detallado delproblema del desbalane de las lases en el ontexto de las ANNs entrenadas on elalgoritmo bak-propagation on proesamiento por grupos. Los modelos neuronalesutilizados fueron las redes MLP, RBF y RBF+VF. Obsérvese que se trata de tresestruturas distintas.En general, las aportaiones más importantes de este trabajo se pueden lasi�aren los siguientes puntos de interés. 151



152 6.1. Aportaiones y onlusiones6.1.1 Estudio de los efetos del desbalane de las lasesEn este punto se estudió omo el desbalane de las lases en la ME impata en laonvergenia de la ANN. Se evidenió la fuerte relaión que existe entre el desbalaney la onvergenia de la ANN sobre las lases menos representadas. Así mismo, seobservó que este problema viene dado por la desproporión del MSE de las lasesminoritarias en relaión a las mayoritarias. Esto es de espeial importania dado queel algoritmo bak-propagation se basa en un riterio de minimizaión del MSE.La aportaión más relevante de esta parte de la investigaión es que sirvió omopunto de partida para el desarrollo de esta tesis.6.1.2 Tratamiento del desbalane de las lases a partir de la in-lusión de funiones de osteA partir de las observaiones del punto anterior se deidió analizar y evaluar dife-rentes meanismos para equilibrar las proporiones de MSE de las distintas lases.Para ello, se realizaron experimentos on onjuntos de datos desbalaneados de dosy múltiples lases. La aportaión más importante en este punto fue el análisis deeste problema en dominios de múltiples lases y la propuesta de una funión de ostebasada en el MSE.Del análisis de los resultados experimentales se obtuvieron las siguientes onlu-siones:
• La inlusión de funiones de oste al proeso de aprendizaje de la ANN tienedos onseuenias: a) aelerar la onvergenia de las lases menos representadasy b) reduir la in�uenia de las lases mayoritarias en el proeso de entre-namiento, lo que se ve re�ejado en la efetividad de la ANN en la fase delasi�aión.
• Los efetos negativos de inluir funiones de oste al proeso de entrenamientode la ANN son observados prinipalmente en situaiones donde las bases dedatos están poo y mal representadas y/o existe alto solapamiento entre lases.
• La inlusión de funiones de oste al proeso de entrenamiento prioriza a laslases minoritarias lo que se tradue en inrementos de la efetividad del lasi-�ador sobre estas lases.6.1.3 Desomposiión del problema (ANN-M) para tratar el des-balane de las lasesEl estudio del problema del desbalane de la ME en dominios de múltiples lasesfue la motivaión para el desarrollo de esta parte de la investigaión. En otros



Capítulo 6. Aportaiones, Conlusiones y Trabajos Futuros 153trabajos se ha propuesto la idea de desomponer un problema de múltiples lases ensubproblemas de dos para simpli�ar su resoluión.En este punto de la investigaión se tomó omo base esta idea on el objetivode resolver problemas desbalaneados de múltiples lases. Para esto se hizo usode ANN-M. La aportaión más relevante de este estudio fue la presentaión de unextenso estudio sobre la onstruión, entrenamiento y ombinaión de salidas de losmódulos que omponen la ANN-M, uando los onjuntos de datos de entrenamientopresentan desbalane entre lases.A partir de este estudio se desprendieron interesantes onlusiones que puedenser resumidas omo sigue:
• Desomponer el problema en subproblemas de dos lases redue la interfe-renia entre lases, lo que permite que el problema sea más fáil de aprenderpor la ANN. Esto se ve re�ejado en las mejoras observadas en uestiones deonvergenia.
• La desomposiión del problema puede inrementar el MSE asoiado a la lasesmenos representadas (por la aentuaión del desbalane de las lases). No obs-tante, es su�iente la apliaión de alguna estrategia omo el uso de funionesde oste para reduir este problema.
• Para un rendimiento efetivo por parte la ANN-M, los módulos deben ser ons-truidos y entrenados orretamente obedeiendo a las araterístias indivi-duales de ada subproblema. Sin embargo, el uso de una estrategia adeuadapara la ombinaión de las salidas puede ayudar a reduir algunas de las de�-ienias ourridas durante la onstruión y entrenamiento de los módulos.
• La tendenia de las ANN-M es produir iguales o mejores resultados de lasi-�aión que los modelos de ANNs globales.6.1.4 Reduión de la región de onfusión para disminuir los efetosdel desbalane de las lasesA lo largo de esta investigaión se observó que en muhas oasiones, el problemade la pobre efetividad del lasi�ador tiene que ver más on problemas de sola-pamiento entre lases que on uestiones de desbalane. La prinipal aportaión deesta parte de la investigaión fue la propuesta de algunas estrategias (tomadas delontexto de la regla del veino más próximo) para reduir la región de onfusión. Asímismo, se sugirió la ombinaión de funiones de oste on ténias de reduión delsolapamiento entre lases.



154 6.2. Futuras líneas de investigaiónSe observó que reduir la región de onfusión a partir de ténias tomadas delontexto de la regla del veino más próximo tiene dos efetos:
• Inrementar la partiipaión de las lases menos representadas en el proesode entrenamiento.
• Reduir la in�uenia de las lases mayoritarias.Estas ténias pueden ser onsideradas bastante efetivas si lo que se desea esdar prioridad a las lases menos representadas. Sin embargo, en algunas situaionesestas ténias no fueron efetivas para la identi�aión de elementos en la región deonfusión, por lo que es neesaria la búsqueda de otros meanismos más apropiadospara la ubiaión de estos elementos.Por otro lado, la ombinaión de funiones de oste y ténias para reduir laregión de solapamiento logró disminuir el área de onfusión y al mismo tiempo ae-lerar la onvergenia de las lases menos representadas. Esto representa una formaoriginal de tratar el desbalane de las lases.En general, las estrategias estudiadas en esta tesis para tratar el problema deldesbalane inrementan la efetividad del lasi�ador sobre las lases menos represen-tadas. No obstante, uando los problemas a resolver presentan araterístias omosolapamiento, problemas de representatividad (poas muestras o mal muestreadas)o ruido en los datos estas estrategias produen efetos negativos en la efetividad dela ANN.6.2 Futuras líneas de investigaiónA lo largo de esta investigaión se observaron resultados interesantes, que permitieronvislumbrar posibles esenarios haia donde enaminar futuras investigaiones sobreel problema del desbalane. Algunas de estas ideas son de espeial interés porquehan sido poo exploradas y obedeen a problemátias atuales. A ontinuaión seresumen algunas de ellas.
• Estudiar meanismos que aeleren la onvergenia de las lases minoritarias, yque a medida que el entrenamiento avane disminuyan los efetos negativos delas funiones de oste sobre las lases mayoritarias. Esto implia el desarrollode nuevas funiones de oste basadas en el MSE que logren este objetivo.
• Los riterios de medida F1 y el de los k-NN para medir el nivel de solapamientoentre lases, en algunos asos no fueron su�ientes. Es neesario busar es-trategias espeí�as para medir los niveles de solapamiento o separabilidadentre lases dentro del ontexto de las ANNs.



Capítulo 6. Aportaiones, Conlusiones y Trabajos Futuros 155Si se uenta on estos meanismos se pueden optimizar las estrategias diseñadaspara reduir la región de onfusión, o identi�ar on mayor preisión el trata-miento que se le deba dar a ada onjunto de datos en funión de sus arate-rístias.Por otro lado, la trasendenia real de esta propuesta está en que los riteriosempleados para identi�ar los elementos redundantes o en la frontera de de-isión inluyan arateristias propias de la ANN. Por ejemplo, la búsqueda delos elementos representativos puede darse en el espaio oulto o de salida, enlugar del espaio de araterístias, y el riterio de medida puede estar basadoen valores de MSE.
• La tendenia atual en el diseño y onstruión de ANNs para la resoluión deproblemas omplejos, es la utilizaión de paradigmas modulares. Sin embargo,es neesario ontinuar on el estudio de modelos monolítios ya que son la partemás básia de los paradigmas modulares. Se vio en este trabajo la trasendeniade onstruir y entrenar orretamente ada módulo para que la ANN-M fueraefetiva.En este punto se propone profundizar en la ombinaión de ténias de redu-ión de la región de onfusión, funiones de oste y minimizaión de la talladel onjunto de datos, para la onstruión de los módulos individuales1. Laimplementaión de estas ideas en los módulos independientes puede dar lugara resultados interesantes.6.3 PubliaionesParte de este trabajo de tesis ha sido presentado en diversos ongresos y revistas dedivulgaión tanto naional omo internaional. Así mismo, algunos de los resulta-dos generados a partir de las ideas expuestas en esta tesis han sido ontribuionesimportantes para otras publiaiones. En esta seión se enumeran algunos de estostrabajos.Artíulos en la serie Leture Notes in Computer Siene1. R. Alejo, J.M. Sotoa, V. Garía and R.M. Valdovinos Training ost-sensitive neural networks with editing tehniques for imbalaned lasses. Inthe 2nd Mexian Conferene on Pattern Reognition (MCPR 2010). Springer-Verlag, 2010 (In press).1Por ejemplo, en otras ténias de lasi�aión omo las SVM se establee un submuestreo enpares de lases para luego apliar una regla de votaión



156 6.3. Publiaiones2. R. Alejo, J.M. Sotoa, R.M. Valdovinos and P. Toribio. Edited NearestNeighbor Rule for Improving Neural Networks Classi�ations. In the SeventhInternational Symposium on Neural Networks (ISNN 2010). LNCS 6063. Pág.303�310. Springer-Verlag, 2010.3. L. Cleofas, R.M. Valdovinos, V. Garía and R. Alejo. Use of EnsembleBased on GA for Imbalane Problem. In the Sixth International Symposium onNeural Networks (ISNN 2009). LNCS 5552. Pág. 547�554. Springer-Verlag,2009.4. R. Alejo, J.M. Sotoa and G.A. Casañ. An empirial study for the multi-lass imbalane problem with neural networks. In 13th Iberoamerian Congresson Pattern Reognition (CIARP 2008). LNCS 5197. Pág. 479�486. Springer-Verlag, 2008.5. R. Alejo, V. Garía, J.M. Sotoa, R.A. Mollineda and J.S. Sánhez.Improving the performane of the RBF neural network trained with imbalanedsamples. In 9th International Work-Conferene on Arti�ial Neural Networks(IWANN 2007). LNCS 4507. Pág. 162�169. Springer-Verlag, 2007.6. V. Garía, R.A. Mollineda, J.S. Sánhez, R. Alejo and J.M. So-toa. When overlapping unexpetedly alters the lass imbalane e�ets. Inthird Iberian Conferene on Pattern Reognition and Image Analysis (IbPRIA2007). LNCS 4478. Pág. 499�506. Springer-Verlag, 2007.7. R. Alejo, V. Garía and J.M. Sotoa, R.A. Mollineda and J.S. Sánhez.Improving the lassi�ation auray of RBF and MLP neural networks trainedwith imbalaned samples. In Intelligent Data Engineering and AutomatedLearning (IDEAL 2006). LNCS 4224. Pág. 464�471. Springer-Verlag, 2006.8. V. Garía, R. Alejo, J.S. Sánhez, J.M. Sotoa and R.A. Mollineda.Combined E�ets of Class Imbalane and Class Overlap on Instane-BasedClassi�ation. In Intelligent Data Engineering and Automated Learning (IDEAL2006). LNCS 4224. Pág. 371�378. Springer-Verlag, 2006.Otros artíulos internaionales1. R. Alejo, J.M. Sotoa, R.M. Valdovinos and G.A. Casañ. The multi-lass imbalane problem: ost funtions with modular and non-modular neuralnetworks. In the Sixth International Symposium on Neural Networks (ISNN2009). ASC 56. Pág. 421�431. Springer-Verlag, 2009.



Capítulo 6. Aportaiones, Conlusiones y Trabajos Futuros 1572. R. Alejo, J.M. Sotoa and G.A. Casañ. Error Analysis in Arti�ialNeural Networks: the Imbalaned Distribution Case. Simulation modelling andoptimization, WSEAS, ISBN 978-960-474-007-9 Pág. 401�407, 2008.3. R. Barandela, E. Gasa and R. Alejo. Correting the Training Data.Pattern Reognition and String Mathing, Series in Combinatorial Optimiza-tion, Vol. 13, D. Chen, X. Cheng (eds.), Kluwer Aademi Publishers, ISBN978-1-4020-0953-2, Pág. 1�42, 2003.4. J.S. Sánhez, R. Barandela, A.I. Marqués and R. Alejo. PerformaneEvaluation of Prototype Seletion Algorithms for Nearest Neighbor Classi�-ation. Computer Graphis and Image Proessing, IEEE Computer SoietyISBN: 0-7695-1330-1 Pág. 44�50, 2001.Artíulos en revistas de divulgaión naional1. P. Toribio, B. Rodríguez, R.M. Valdovinos and R. Alejo TrainingOptimization for Arti�ial Neural Networks. CIENCIA ergo sum, 2010. Inpress.2. R. Alejo, V. Garía y F. Garía. Redes Neuronales Arti�iales y Distribu-iones no Balaneadas. Programaión Matemátia y Software. Vol. 1(1), Pág.13�32. 2009.3. R. Alejo, P. Toribio y F. Garía. Análisis del Error en Redes Neuronales:Distribuiones no Balaneadas. Researh in Computing Siene, Pág. 31�40,2008.4. R. Alejo, F. Garía, y M.G. de la Rosa. Distribuiones no balaneadas enredes neuronales arti�iales de funiones de base radial. Cienia y tenologíaen la frontera, Pág. 86�93, 2008.5. R. Barandela, E. Gasa, y R. Alejo Correión de la Muestra para elAprendizaje del Pereptron Multiapa. Inteligenia Arti�ial, Revista Iberoame-riana de Inteligenia Arti�ial. Vol. 13, Pág. 2�9, 2001.Artíulos en revistas de divulgaión internaional1. J.S. Sánhez, R. Barandela, A.I. Marqués, R. Alejo, R. and J. Bade-nas. Analysis of new tehniques to obtain quality training sets. Pattern Reog-nition Letters Vol. 24(7), Pág. 1015�1022, 2003.
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Apéndie ADesbalane de las lases: MLP vsRedes RBF
ContenidoA.1 Introduión . . . . . . . . . . . . . . . . . . . . . . . . . . 159A.2 Aspetos metodológios . . . . . . . . . . . . . . . . . . . . 160A.3 Resultados experimentales . . . . . . . . . . . . . . . . . . 162A.4 Conlusión . . . . . . . . . . . . . . . . . . . . . . . . . . . 175A.1 IntroduiónEn los últimos años se ha popularizado el empleo de redes neuronales arti�iales entareas de aprendizaje automátio, reonoimiento de formas y minería de datos. Enespeial las redes RBF y el MLP. Éstas omparten varias araterístias en omún.Por ejemplo, son de redes de propagaión haia adelante (feedforward) on apasno lineales [Haykin 1999℄, aproximadores universales [Looney 1997℄ y modelos quepueden ser entrenados on métodos similares de desenso por gradiente (por ejemplo,on el algoritmo bak-propagation) [Shwenker 2001℄. No obstante, ambas presentanimportantes diferenias [Ding 2004℄:1. Las redes RBF tienen una apa oulta y el MLP pueden tener una o más.2. Generalmente, en el modelo MLP los nodos oultos y los de salida tienen elmismo modelo neuronal, mientras que en las redes RBF el modelo neuronal dela apa oulta y el de salida es distinto.159



160 A.2. Aspetos metodológios3. Los MLP generan una aproximaión global de la relaión no lineal entrada-salida en tanto que en las redes RBF esta relaión es loal.4. La prinipal diferenia entre la red RBF y el MLP está en la funión de ati-vaión de los nodos oultos. En las redes RBF depende de la distania entre losvetores de entrada y los entros de la red. En el MLP depende del produtodel vetor de entrada y el vetor de pesos.Las redes RBF y el MLP, al igual que otros meanismos de aprendizaje au-tomátio, muestran desempeños de�ientes en ontextos donde los datos de entre-namiento presentan desbalane en la distribuión de las lases1 [Japkowiz 2002℄.Sin embargo, no esta laro si el efeto del desbalane de las lases es el mismo enambas redes o uál es la diferenia entre la una y la otra.En investigaiones reientes [Alejo 2006, Alejo 2008, Alejo 2009℄ se ha observadoque en la resoluión de algunos problemas que involuran bases de datos desba-laneadas, el desempeño de las redes RBF es inferior al mostrado por el MLP. Porlo que surgen la pregunta ¾qué hae la diferenia entre ambas?.En esta seión, se desarrolla un estudio empírio (on bases de datos arti�ialesy reales) de las diferenias fundamentales entre el MLP y la red RBF, uando sonentrenadas on el algoritmo bak-propagation on proesamiento por grupos y basesde datos desbalaneadas.A.2 Aspetos metodológiosTrabajos anteriores [Alejo 2006, Alejo 2008, Alejo 2009℄ sugieren que la difereniabásia entre el MLP y la red RBF uando son entrenadas on el algoritmo bak-propagation y bases de datos desequilibradas, tiene que ver más on problemas desolapamiento o separabilidad entre lases que on uestiones de desbalane.Para estudiar esta hipótesis se desarrollaron diversos experimentos on basesde datos sintétias y desequilibradas en tres esenarios de separabilidad distintos.Las bases de datos arti�iales fueron diseñadas según un modelo de dos lases ondistribuiones gaussianas bivariadas.En la Fig. A.1a- se presenta el primer esenario donde las lases muestran unalto nivel de separabilidad. La Fig. A.1d-f orresponde al segundo esenario en elque las lases se enuentran a una menor distania pero sin llegar al solapamiento.En la Fig. A.1g-i se observa solapamiento entre lases. En ada uno de los esenariosel desbalane entre lases es de 1:10, 1:100 y 1:1000.1Problema del desbalane de las lases.
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162 A.3. Resultados experimentalesEl objetivo de utilizar un bajo valor en la razón de aprendizaje de la red RBF esel de evitar osilaiones en el MSE a ausa del ajuste de los entros y varianzas dela red en ada una de las iteraiones. En ambos modelos se utilizaron dos neuronasen la apa oulta.A.3 Resultados experimentalesEn esta seión se presentan algunos resultados obtenidos al experimentar on elMLP y la red RBF on bases de datos desequilibradas en los esenarios desritosanteriormente. El objetivo de mostrar estos resultados es el de tratar de responderalgunas interrogantes en relaión a los efetos del desbalane de las lases sobre lasredes RBF y el MLP.A.3.1 ¾Es más sensible la red RBF al desbalane de la ME que elMLP?En las Fig. A.2, A.3 y A.4 se presenta el MSE de la lase minoritaria orrespondientea las tres bases de datos sintétias de las Fig. A.1a, A.1b y A.1. Cada lineapertenee a una iniializaión distinta de la red. Observe que el eje x ha sido esaladologarítmiamente dado que los prinipales ambios ourren durante las primerasiteraiones.En este esenario las lases son altamente separables y se tienen tres niveles dedesbalane. La �nalidad de utilizar estas bases de datos es que no existen fatoresomo ruido, atípios o solapamiento en las muestras de entrenamiento que puedaninterferir en el aprendizaje de la ANN. Por lo tanto, el únio fator que puede on-siderarse omo problemátio para el aprendizaje es el desbalane de las lases.Si se observan las Fig. A.2, A.3 y A.4 se podría pensar que el desbalane afetamás a las redes RBF que al MLP. Sin embargo, el onsiderable inremento del MSEy la variabilidad del mismo que se observa en las redes RBF durante las primerasiteraiones, es a onseuenia de la iniializaión de la red RBF y no del desbalane.Al iniializar aleatoriamente la red RBF se tienen valores iniiales de MSE distin-tos y esto es debido a que tanto pesos omo los entros y varianzas son determinadosaleatoriamente. Estos resultados evidenian que el MLP es menos sensible a la ini-ializaión de sus parámetros libres que la red RBF.Ahora bien, si se exluye el problema del desbalane (al apliar la Opión 1) sepuede observar que en ambas ANNs la onvergenia del MSE de la lase minoritariaes alanzada en prátiamente en el mismo número de iteraiones (exepto por lared RBF on la base de datos lejos 10/100), independientemente de la iniializaiónde la ANN.



Capítulo A. Desbalane de las lases: MLP vs Redes RBF 163Sin embargo, al observar el MSE de la lase minoritaria obtenido sin ningúntipo de ompensaión del error, se puede apreiar una mayor inestabilidad en elMSE. Esto quiere deir que el inremento de la inestabilidad en el MSE de la laseminoritaria es oasionado por el desbalane de las lases.Obsérvese en las Fig. A.2, A.3 y A.4 que el MSE de la lase minoritaria es muhomás estable uando las proporiones de error son equilibradas por la inlusión de lafunión de osto (Opión 1).A.3.2 ¾Cómo afeta la separabilidad de las lases a las redes MLPy RBF uando se tiene desbalane en las lases?Para evaluar los efetos de la separabilidad de las lases en el MLP y las redes RBFse utilizaron las bases de datos de las Fig. A.1d-i. En esta última existe solapamientoentre lases mientras que en la primera, las lases se enuentran muy era entre sipero sin llegar al solapamiento de las lases.En las Fig. A.5, A.6, A.7, A.8, A.9 y A.10 se presenta el MSE de la laseminoritaria para diferentes iniializaiones de la ANN on las bases de datos cercay solapadas (orrespondientes a las Fig. A.1d-f y A.1g-i respetivamente).En estas �guras se observa que a medida que se redue la separabilidad entrelases, el número de iteraiones neesarias para alanzar la onvergenia (uandolas aportaiones de error son equilibradas on Opión 1) es mayor en la red RBFque en el MLP. Esto evidenia lo sugerido en trabajos previos en el sentido de quelas redes RBF son más vulnerables a la separabilidad entre lases uando presentandistribuiones desbalaneadas.La Tabla A.1 presenta los resultado obtenidos en la fase de lasi�aión por lasredes MLP y RBF. Estos resultados orresponden on el omportamiento el MSEpresentado en las �guras anteriores. Sin embargo, pueden observarse dos valores deg-mean (de las bases de datos era �desbalane de 10:1000� y lejos �desbalane de10:10000� en la red RBF on la Opión 0) que pareen ontradeir lo disutido hastaahora.Estos resultados pudieran sugerir que el desenso del error uando este no esompensado (Opión 0) es más rápido en la red RBF. No obstante, al analizar ladesviaión estándar orrespondiente a ada valor de g-mean se observa que esteomportamiento no es una tendenia, sin más bien algo fortuito debido al problemade iniializaión de la red. Antes se a�rmo que la red RBF es más sensible a lainiializaión de sus parámetros libres.La búsqueda de la on�guraión iniial de la ANN es una línea de investigaiónque desde hae muhos años esta presente en los diferentes modelos de redes neu-ronales, y que ahora debe onsiderar el desbalane de las lases por que es un fator
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Iteraciones(d) RBF (Op. 1)Fig. A.2: MSE orrespondiente a la lase minoritaria de las bases de datos sintétias
lejos (10-100) obtenido por los lasi�adores MLP y redes RBF on el algoritmobak-propagation estándar on proesamiento por grupos.
deisivo en los algoritmos basados en reglas de orreión de error.



CapítuloA.Desbalanedelaslases:MLPvsRedesRBF
165

Tabla A.1: Resultados obtenidos en la fase de lasi�aión por la red neuronal MLP y RBF, on las bases dedatos lejos, cerca y solapada orrespondientes a las �guras A.1a-, A.1d-f, A.1g-i respetivamente.Los valoresentre paréntesis haen referenia a la desviaión estándar.10 / 100 10 / 1000 10 / 10000Opión 0MLP PC g-mean PC g-mean PC g-meanLejos 100.00(0.00) 100.00(0.00) 99.98(0.04) 98.98(2.06) 99.90(0.00) 0.00(0.00)Cera 99.09(0.00) 99.51(0.00) 99.01(0.00) 0.00(0.00) 99.90(0.00) 0.00(0.00)Solapada 94.55(0.00) 70.36(0.00) 99.01(0.00) 0.00(0.00) 99.90(0.00) 0.00(0.00)Opión 1MLP PC g-mean PC g-mean PC g-meanLejos 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00)Cera 99.09(0.00) 99.51(0.00) 99.76(0.05) 99.89(0.02) 99.04(0.01) 99.53(0.01)Solapada 81.91(1.66) 85.44(0.96) 92.34(0.66) 91.18(0.33) 98.60(0.08) 99.31(0.04)Opión 0RBF PC g-mean PC g-mean PC g-meanLejos 100.00(0.00) 100.00(0.00) 99.96(0.05) 97.96(2.53) 99.92(0.04) 18.98(38.14)Cera 97.55(1.42) 87.81(11.63) 99.05(0.08) 8.95(17.98) 99.90(0.00) 0.00(0.00)Solapada 92.45(1.59) 30.72(30.96) 99.01(0.00) 0.00(0.00) 99.90(0.00) 0.00(0.00)Opión 1RBF PC g-mean PC g-mean PC g-meanLejos 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00) 100.00(0.00)Cera 97.73(1.17) 98.75(0.65) 98.66(0.54) 99.33(0.28) 99.04(0.29) 99.53(0.15)Solapada 84.64(2.43) 83.40(2.11) 92.18(0.49) 91.10(0.24) 96.81(0.66) 98.40(0.34)
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Iteraciones(d) RBF (Op. 1)Fig. A.9: MSE orrespondiente a la lase minoritaria de las bases de datos sintétias
solapadas (10-1000) obtenido por los lasi�adores MLP y redes RBF on diferentesiniializaiones.erteza en esta a�rmaión y para tratar de evideniar esta hipótesis se desarrollaronlos siguientes experimentos.



Capítulo A. Desbalane de las lases: MLP vs Redes RBF 173

 0

 0.1

 0.2

 0.3

 0.4

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 1.3

 1.4

 1.5

 1.6

 1.7

 1.8

 1  10  100  1000  10000

M
S

E

Iteraciones(a) MLP (Op. 0)  0

 0.1

 0.2

 0.3

 0.4

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 1.3

 1.4

 1.5

 1.6

 1.7

 1.8

 1  10  100  1000  10000

M
S

E

Iteraciones(b) RBF (Op. 0)

 0

 0.1

 0.2

 0.3

 0.4

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 1.3

 1.4

 1.5

 1.6

 1.7

 1.8

 1  10  100  1000  10000

M
S

E

Iteraciones() MLP (Op. 1)  0

 0.1

 0.2

 0.3

 0.4

 0.5

 0.6

 0.7

 0.8

 0.9

 1

 1.1

 1.2

 1.3

 1.4

 1.5

 1.6

 1.7

 1.8

 1  10  100  1000  10000

M
S

E
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174 A.3. Resultados experimentalesexluir por ompleto que el problema fuese el desbalane de la ME, se prosiguió de lasiguiente manera: A la base de datos B2Cls se le aplio una estrategia de submuestreoaleatorio de tal manera que se genero un onjunto de datos balaneado (Bal-01).Posteriormente se fue inrementando (aleatoriamente) el número de muestras dela lase que iniialmente era la mayoritaria hasta regresarla a su estado original.En este proeso gradual se obtuvieron Bal-03, Bal-05, Bal-07 y Bal-10. Los valores03, 05, ..., 10 orresponde a la proporión de la lase minoritaria en relaión a lamayoritaria. En 03 la mayoritaria es tres vees el tamaño de la minoritaria, en 05ino vees y así suesivamente.A ada base de datos se le aplio la estrategia de validaión ruzada k − fold−
crossvalidation on k = 10 y ada ejeuión de la ANN se repitió 10 vees.Obsérvese en la Tabla A.2 (on la Opión 0) que uando no existe desbalane(Bal-01), el resultado oinide on el presentado por la base de datos original. Lae�aia del MLP es superior a la de la red RBF. Esta tendenia se observa al irseinrementado el desbalane de las lases.Al apliarse la Opión 1 este omportamiento sigue observándose y se evideniaque el rendimiento obtenido on la Opión 0 a ausa del desbalane de las laseses mejorado al apliarse la Opión 1. Sin embargo, en ningún aso se alanzan losvalores de PC y g-mean obtenidos por el MLP.Estos resultados sugieren que B2Cls es un problema más difíil de aprender porla red RBF que por el MLP, siendo la red RBF más sensible al solapamiento oseparabilidad entre lases.Tabla A.2: Resultados de la fase de lasi�aión de las redes MLP y RBF, on labase de datos B2Cls. Los valores entre paréntesis haen referenia a la desviaiónestándar. MLP RBFOpión 0 PC g-mean PC g-meanBal-01 85.58(14.68) 84.70(15.87) 62.71(17.39) 58.98(20.15)Bal-03 86.32(12.34) 62.34(43.10) 72.22(5.21) 6.80(16.31)Bal-05 83.13(1.35) 0.45(4.47) 82.29(2.72) 2.68(10.67)Bal-07 87.49(0.85) 0.00(0.00) 87.09(1.34) 1.79(8.81)Bal-10 92.16(0.50) 0.00(0.00) 92.16(0.50) 0.00(0.00)Opión 1 PC g-mean PC g-meanBal-01 85.29(13.37) 84.50(13.87) 62.77(16.97) 59.46(18.82)Bal-03 94.34(5.54) 93.30(7.82) 63.42(9.90) 59.68(20.20)Bal-05 89.63(9.51) 88.61(11.67) 66.36(7.29) 63.57(13.95)Bal-07 90.44(2.43) 90.81(6.70) 68.78(5.77) 68.68(11.18)Bal-10 89.51(6.40) 85.82(20.47) 68.29(6.87) 52.81(28.98)



Capítulo A. Desbalane de las lases: MLP vs Redes RBF 175A.4 ConlusiónSe ha a�rmado que siempre existe una red RBF apaz de igualar la e�aia de unMLP. Sin embargo, la presenia de algunos fatores omo el desbalane de las lases,el solapamiento o la baja separabilidad entre lases, oasiona que los problemas seanmás difíiles de aprender por la red RBF.En esta seión se han desarrollado una serie de experimentos on datos sintétiosy reales para tratar de on�rmar esta hipótesis.En términos generales se observó lo siguiente:
• La red RBF es más sensible a la on�guraión iniial de la red que el MLP.
• El desbalane de las lases oasiona una mayor inestabilidad en el MSE de lalase minoritaria de la red RBF.
• A medida que se redue la separabilidad entre lases la red RBF requiere demás iteraiones para alanzar valores semejantes de MSE que el MLP.
• El solapamiento entre lases oasiona que los problemas de lasi�aión seanmás difíiles de aprender para la red RBF.Es indudable que se requiere profundizar en el tema no solo por la importaniadel mismo, sino por su relaión on otras áreas del reonoimiento de formas. Unade las prinipales líneas de investigaión que permaneen abiertas es el desarrollode estrategias que permitan una iniializaión óptima de la red RBF, onsiderandofatores omo el desbalane o el solapamiento entre lases.
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Apéndie BAlgoritmo bak-propagation
ContenidoB.1 Introduión . . . . . . . . . . . . . . . . . . . . . . . . . . 177B.2 Algoritmo bak-propagation (MLP) . . . . . . . . . . . . 177B.3 Algoritmo bak-propagation (red RBF) . . . . . . . . . . 181B.1 IntroduiónEl proeso de aprendizaje o entrenamiento de una ANN onsiste en la estimaión desus parámetros libres. Los pesos de la red en el aso del MLP o los pesos, entros yvarianzas para la red RBF.El algoritmo bak-propagation desrito formalmente en primer lugar por Werbos[Werbos 1974℄, posteriormente por Parker [Parker 1985℄, y �nalmente por Rumelhart[Rumelhart 1986℄ es el método de aprendizaje más ampliamente utilizado en el MLP.Esta basado en una ténia de desenso por gradiente que utiliza la minimizaión delerror uadrátio medio (Mean Square Error, MSE) mediante un proeso iterativo.En este apéndie se presenta el desarrollo matemátio seguido para obtener lasreglas de atualizaión del algoritmo bak-propagation apliado a dos arquiteturasde red distintas: el MLP y la red RBF.B.2 Algoritmo bak-propagation (MLP)En esta seión se desribe brevemente el desarrollo matemátio realizado para laobtenión de las reglas de atualizaión del algoritmo bak-propagation para un MLP177



178 B.2. Algoritmo bak-propagation (MLP)de tres apas: entrada, salida y oulta (Fig. B.1).
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<<yyyyyyyyyyyyyyyyyyyyyyyy ONMLHIJK zK // dKooFig. B.1: MLP de tres apas on I nodos en la entrada, J neuronas oultas y Knodos de salida. z es la salida real de la red y d la esperada para la entrada x. Wy U son los pesos de la red para la apa oulta y la de salida respetivamente.La nomenlatura empleada es la siguiente:
• x: Vetor de entrada o de araterístias.
• I: Dimensión del vetor x.
• J : Número de neuronas oultas.
• K: Número de lases en la ME.
• w: Vetor de pesos orrespondientes a la apa de entrada. Observe que w sepuede generalizar a una matriz W de dimensión I × J .
• u: Vetor de pesos orrespondientes a la apa de salida. Si se generaliza u sepuede obtener a una matriz U de dimensión J ×K.
• N : Número de prototipos en la ME.
• zn: Salida real de la red para el vetor xn.
• dn: Salida deseada de la red para el vetor xn.
• L: Número total de apas oultas mas 1. Para un MLP de una apa oultaL=2.



Capítulo B. Algoritmo bak-propagation 179Considérese la Fig. B.1, y supóngase que el MSE puede ser desompuesto omosigue
E = E(1) + · · ·+ EN (B.1)en el ual ada sumando es el MSE sobre el prototipo n y es de�nido por la E. B.2.

En = En(w,u) =
1

2

K
∑

k=1

(dn
k − zn

k )2 (B.2)Las funiones de ativaión son de�nidas de auerdo a la apa en que se enuentren:
h(rj) = 1/[1 + exp(a1rj + c1)]
g(sk) = 1/[1 + exp(a2sk + c2)]

(B.3)donde al es el fator de orreión, cl el sesgo o bias y
rj =

∑I
i=1 wijxn

sk =
∑J

j=1 ujkyj

yj = h(
∑I

i=1 wijxn)

zk = g(
∑J

j=1 ujkyj)

(B.4)Considerando la E. B.3 y la E. B.4, la E. B.2 pude ser reesrita omo
En =

1

2

K
∑

k=1

[dk − g(

J
∑

j=1

ujkh(

I
∑

i=1

wijxn))]2 (B.5)donde por onvenienia al = 1, cl = c. De esta forma las reglas de atualizaión delos parámetros libres de la red se formulan omo sigue:wt+1 = wt − η[∆E(wt)]
= wt + ∆wut+1 = ut − η[∆E(ut)]
= ut + ∆uo bien

wt+1
ij = wt

ij − η[∂E(wt,ut)/∂wij ]

ut+1
jk = ut

jk − η[∂E(wt,ut)/∂ujk]

(B.6)



180 B.2. Algoritmo bak-propagation (MLP)A partir de B.5, se pueden alular los valores gradiente de los parámetros libresde la ANN omo se ilustra a ontinuaión.
∂E

∂ujk
= ∂E

∂sk

∂sk

∂ujk

= [ ∂
zk

(1
2

∑K
k=1(dk − zk)

2) ∂
sk

g(sk)][
∂sk

∂ujk
]

= [(−1)(dk − zk)g
′(sk)][

∂
∂ujk

∑J
j=1 ujkyj]

= −(dk − zk)g
′(sk)yj

(B.7)
g(sk) es de�nida por la E. B.3 y zk = g(sk), a2 = 1, c2 = c. Por lo tanto, laderivada de la funión de ativaión g(·) se pude obtener omo sigue

g′(sk) = ∂
∂sk

g(sk)

= ∂
∂sk

[1 + exp(−sk + c)]−1

= (−1)[1 + exp(−sk + c)]−2exp(−sj + c)(−1)
= [1 + exp(−sk + c)]−2exp(−sj + c)
= z2

k[1/zk − 1]
= z2

k[(1− zj)/zj ]
= zk(1− zk)

(B.8)
donde zk = [1 + exp(−sk + c)]−1 y exp(−sk + c) = 1

zk
-1. Ahora si se sustituye laE. B.8 en la E. B.7 se obtiene

∂E

∂ujk
= −(dk − zk)zk(1− zk)yj (B.9)Para obtener ∂E

∂wij
se proede de la siguiente manera
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= 1
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)
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(B.10)



Capítulo B. Algoritmo bak-propagation 181donde E = E(s(yj)) = E(s1(yj), s1(yj), ..., sk(yj)), zk = g(sk) y sk =
∑J

j=1 ujkyj.Por analogía on la E. B.8: h′(rj) = yj(1− yj) y de esta forma ∂E
∂wij

queda de�nidaomo
∂E

∂wij
= −{

K
∑

k=1

(dk − zk)[zk(1− zk)]ujk}[yj(1− yj)]xi (B.11)Si se sustituye la E. B.9 y la E. B.11 en la E. B.6 se obtienen las reglas deatualizaión para un MLP on una apa oulta.
ut+1

jk = ut
jk + η(dk − zk)zk(1− zk)yj

wt+1
ij = wt

ij + η{∑K
k=1(dk − zk)[zk(1− zk)]ujk}[yj(1− yj)]xi

(B.12)B.3 Algoritmo bak-propagation (red RBF)Las redes RBF al igual que el MLP pueden ser entrenadas por métodos similares dedesenso por gradiente omo por ejemplo el algoritmo bak-propagation [Ding 2004℄.Así, los parámetros U = {w, c, σ} de la red RBF son obtenidos simultáneamente.A ontinuaión se presenta una breve desripión del desarrollo matemátio seguido
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Fig. B.2: Arquitetura general de una red RBF: I nodos en la entrada, J neuronasoultas y K nodos de salida. zn es la salida real de la red y dn la esperada para laentrada xn. wjk son los pesos de la red (k = 1...K; j = 1...J).para la obtenión de las reglas de atualizaión del algoritmo bak-propagation parala red RBF de la Fig. B.2. La nomenlatura utilizada en esta seión fue la siguiente:



182 B.3. Algoritmo bak-propagation (red RBF)
• x: Vetor de entrada o de araterístias.
• I: Dimensión del vetor x.
• J : Número de neuronas oultas.
• K: Número de lases en la ME.
• w: Vetor de pesos orrespondientes a la apa oulta. Observe que w se puedegeneralizar a una matriz W de dimensión J ×K.
• N : Número de prototipos en la ME.
• zn: Salida real de la red para el vetor xn.
• dn: Salida deseada de la red para el vetor xn.Supóngase que el MSE puede ser desompuesto omo sigue

E = E(1) + · · ·+ EN (B.13)en el ual ada sumando es el MSE sobre el prototipo n y es de�nido por la E. B.14.
En = En(w,d, σ) =

K
∑

k=1

1

2
(dn

k − zn
k )2 (B.14)donde zk queda expresado omo

zk(xn) =

J
∑

j=1

wjkhj(u) + h0(u)w0 =

J
∑

j=0

wjkhj(u) . (B.15)
w0 es el bias o sesgo. Por uestiones de notaión se de�ne h0(u) = 1 y

hj(u) = exp(u)

u = −‖x−j‖2

2σ2

(B.16)para j = 1, ..., J .



Capítulo B. Algoritmo bak-propagation 183Las reglas de atualizaión para el algoritmo bak-propagation en el ontexto dela red RBF se formulan de la siguiente manerawt+1 = wt − η[∆E(wt)]
= wt + ∆wt+1 = t − η[∆E(t)]
= t + ∆

σt+1 = σt − η[∆E(σt)]
= σt + ∆σo bien

wt+1
jk = wt

jk − η[∂E(wt, t, σt)/∂wjk]

ct+1
ji = ct

ji − η[∂E(wt, t, σt)/∂cji]

σt+1
j = σt

j − η[∂E(wt, ct, σt)/∂σj ]

(B.17)
Si se onsidera la E. B.16, la E. B.17 se puede resolver omo sigue:

∂E
∂wjk

= ∂E
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∂zk
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(1
2(dk − zk)

2) ∂zk

∂wjk

= (−1)(dk − zk)
∂
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(wjkhj(u))

= −(dk − zk)hj(u)

(B.18)Para los entros de la red RBF se proede de esta otra forma:
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(B.19)



184 B.3. Algoritmo bak-propagation (red RBF)El valor de ∂E
∂σj

es obtenido omo sigue:
∂E
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∂hj
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∂hj
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2σ3
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(B.20)
Así las reglas de atualizaión para el algoritmo bak-propagation en el ontextode la red RBF se pueden de�nir de la siguiente manera:

wt+1
jk = wt

jk + η{
N
∑

n=1

hj(‖xn − j‖)(dn
k − fn

k )} , (B.21)
ct+1
ji = ct

ji + η{ 1

σ2
j

N
∑

n=1

[

K
∑

k=1

(dn
k − zn

k )wjk

]

hj(‖xn − j‖)(xn − cji)} , (B.22)
σt+1

j = σt+1
j + η{ 1

σ3
j

N
∑

n=1

K
∑

k=1

(dn
k − fn

k )wjkhj(‖xn − j‖)‖xn − j‖2} . (B.23)



Apéndie COtras bases de datos de dos ymúltiples lasesEste apéndie esta dediado a presentar algunos resultados que fueron exluidos enapítulos anteriores. Se organiza en dos apartados: Redes no modulares (se. C.1)y modulares (se. C.2). Los resultados orresponden a onjuntos de datos de dosy múltiples lases. El objetivo que se persigue al presentar esta informaión es darmayor soporte a las onlusiones presentadas en los apítulos 3 y 4.C.1 Clasi�adores GlobalesEn el apítulo 3 se observó que la inlusión de funiones de oste al proeso deaprendizaje de la RNA1 ayuda a aelerar la onvergenia de las lases menos re-presentadas en la ME, lo que se tradue en inrementos sustaniales en la PC de laslases minoritarias.No obstante, en algunas situaiones la inlusión de funiones de oste oasionaperdida en la efetividad del lasi�ador. En estos asos se observa una tendeniaa dar prioridad a las lases menos representadas en el proeso de aprendizaje, y adisminuir la partiipaión de las lases mayoritarias.Los resultados presentados en la Tabla C.1 vienen a on�rman lo anterior, enel sentido de que en la mayoría de los problemas se presenta un inremento de laefetividad del lasi�ador. Obsérvese el aumento en el valor de la g-mean después deapliar las funiones de oste. Sin embargo, en algunos asos se observan reduionesimportantes en la PC a ausa de la perdida de la efetividad del lasi�ador sobre lalase mayoritaria (por ejemplo, vea los resultados de la base de datos Diabetes).1Entrenada on el algoritmo bak-propagation on proesamiento por grupos.185



186 C.1. Clasi�adores GlobalesEn el aso partiular de los problemas de múltiples lases Feltwell y Satimage, latendenia a la perdida de efetividad del lasi�ador por el uso de las funiones deoste, no se observa de manera ontundente. En otras palabras, se tienen valores dePC y g-mean de igual o mayor magnitud antes y después de apliar las funiones deoste.En las Tablas C.2, C.3, C.4, C.5, C.6 y C.7 se presenta los valores de PC porlase de los onjuntos de datos Feltwell y Satimage.En los tres modelos de ANNs la apliaión de las funiones de oste inrementóla PC de las lases minoritarias. Así mismo, se inrementó la onfusión de algunasde las lases onsideradas mayoritarias. Por ejemplo, observe la lase 2 para Feltwelly la lase 1 para Satimage. En general, estos resultados sólo vienen a on�rmar loya sugerido previamente.Nótese que el omportamiento del lasi�ador sobre estos onjuntos de datos estáen un punto entre el omportamiento observado en las bases de datos V2Cls y B2Cls(para el aso de dos lases), y en el observado en los onjuntos Eoli6 y Cayo (parael aso de múltiples lases), es deir, que no orresponde diretamente a ada unode los asos disutidos en el apítulo 3, sino que se enuentran o más alejados o máseranos a ada una de las bases de datos prototipo.



Capítulo C. Otras bases de datos de dos y múltiples lases 187Tabla C.1: Resultados de la fase de lasi�aión de la red neuronal (en sus tres versiones)on el ontexto de funiones de osto. Los valores entre paréntesis haen referenia a ladesviaión estándar. MLP RBF RBF+VFOpión 0 PC g-mean PC g-mean PC g-meanCaner 96.57(1.94) 96.44(2.37) 96.00(2.53) 96.16(2.88) 96.72(1.80) 96.71(2.10)Diabetes 69.91(4.91) 71.51(4.75) 67.36(6.71) 68.36(6.13) 70.23(6.22) 71.60(6.31)German 74.16(3.96) 67.09(6.03) 73.35(2.95) 49.41(12.06) 75.94(3.09) 66.93(6.29)Ionosphere 90.94(4.51) 87.59(8.48) 87.53(5.63) 88.20(5.43) 87.73(4.62) 83.89(6.20)Liver 68.22(8.73) 61.94(12.16) 65.55(7.88) 56.99(11.63) 66.90(7.53) 57.72(11.69)Sonar 73.08(11.70) 64.85(18.03) 61.57(8.43) 49.17(18.60) 71.92(9.06) 63.52(13.74)Feltwell 89.38(0.95) 86.60(1.64) 84.36(2.03) 62.21(25.96) 86.15(1.90) 70.78(25.85)Satimage 82.26(0.31) 47.31(5.72) 83.28(0.94) 77.44(1.46) 82.33(1.24) 71.96(7.04)Opión 1 PC g-mean PC g-mean PC g-meanCaner 96.50(1.90) 96.70(1.79) 95.50(2.66) 95.84(2.67) 95.87(6.31) 95.92(7.57)Diabetes 62.00(4.48) 64.37(4.89) 56.87(7.49) 58.17(7.94) 62.10(6.12) 64.36(6.37)German 67.52(4.62) 68.00(4.11) 68.45(4.22) 69.74(4.03) 69.43(4.03) 70.81(3.99)Ionosphere 91.02(4.81) 88.04(8.70) 85.53(5.31) 87.14(4.69) 87.39(5.51) 84.21(8.00)Liver 68.48(10.23) 64.54(12.72) 65.92(10.00) 63.58(11.04) 66.47(9.24) 62.19(11.03)Sonar 71.84(10.47) 63.18(17.29) 61.90(8.08) 53.21(12.66) 72.75(8.35) 64.58(13.13)Feltwell 88.93(0.66) 87.06(0.73) 85.02(1.31) 83.16(2.06) 88.41(1.15) 86.38(1.35)Satimage 85.49(0.41) 84.45(0.50) 83.38(0.99) 81.88(1.18) 83.78(0.63) 81.80(0.75)Opión 2 PC g-mean PC g-mean PC g-meanCaner 96.57(1.83) 96.85(1.90) 96.11(2.52) 96.40(2.53) 96.08(6.02) 96.25(6.62)Diabetes 61.65(4.92) 63.96(5.34) 57.19(6.63) 58.63(7.09) 61.68(6.79) 63.93(7.12)German 68.05(4.57) 67.26(4.32) 68.73(4.13) 70.21(3.89) 69.12(4.05) 70.39(3.89)Ionosphere 90.33(4.89) 86.90(9.59) 86.19(5.63) 87.46(5.32) 87.91(5.46) 84.43(8.72)Liver 66.48(10.47) 62.14(14.07) 67.27(8.86) 64.18(11.01) 66.27(9.31) 62.52(11.20)Sonar 73.35(10.67) 65.63(16.34) 64.08(8.56) 53.76(15.54) 70.97(9.63) 62.07(14.64)Feltwell 88.59(1.28) 86.24(2.10) 87.74(1.42) 86.32(1.44) 87.70(1.22) 85.69(1.11)Satimage 87.48(0.71) 86.18(0.92) 85.18(1.16) 84.09(1.51) 84.76(0.58) 83.23(0.78)Opión 3 PC g-mean PC g-mean PC g-meanCaner 96.63(1.78) 96.46(2.16) 96.08(2.55) 96.19(2.92) 96.71(1.86) 96.62(2.23)Diabetes 65.10(4.41) 67.34(4.82) 62.05(7.61) 64.13(7.59) 65.89(7.05) 67.94(6.79)German 71.43(4.39) 68.96(4.19) 73.49(3.91) 68.41(5.14) 72.94(2.57) 71.35(3.41)Ionosphere 90.40(4.75) 87.13(8.49) 87.39(5.34) 88.19(5.24) 87.85(5.13) 84.42(7.64)Liver 68.41(9.62) 63.97(12.44) 65.88(8.41) 61.51(11.28) 66.79(8.89) 61.66(11.70)Sonar 72.88(10.48) 64.71(17.81) 62.41(8.18) 51.69(13.98) 72.23(8.54) 64.01(13.29)Feltwell 89.01(0.51) 86.79(0.75) 86.51(1.94) 82.41(4.41) 88.93(1.29) 85.60(2.86)Satimage 86.07(0.34) 83.34(0.95) 83.16(1.30) 80.95(1.20) 84.48(0.77) 81.65(0.87)
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Tabla C.2: Feltwell: Resultados obtenidos en la fase de lasi�aión on el MLP(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.06 0.35 99.07ls 2 7.80 0.24 81.97 ls 3 (11.72)Opión 0 ls 3 4.78 0.10 78.86 ls 1 (10.70)ls 4 7.99 0.15 83.91 ls 1 (11.48)ls 5 3.03 0.17 90.43ls 1 6.06 0.35 98.59ls 2 7.80 0.24 77.92 ls 3 (19.26)Opión 1 ls 3 4.78 0.10 84.90ls 4 7.99 0.15 83.90ls 5 3.03 0.17 91.05ls 1 6.06 0.35 98.24ls 2 7.80 0.24 79.02 ls 3 (18.41)Opión 2 ls 3 4.78 0.10 81.26ls 4 7.99 0.15 86.00ls 5 3.03 0.17 88.34ls 1 6.06 0.35 98.58ls 2 7.80 0.24 80.85 ls 3 (14.85)Opión 3 ls 3 4.78 0.10 83.08ls 4 7.99 0.15 83.35 ls 1 (10.74)ls 5 3.03 0.17 88.92 ls 1 (10.55)
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Tabla C.3: Feltwell: Resultados obtenidos en la fase de lasi�aión on la red RBF(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.06 0.35 96.49ls 2 7.80 0.24 89.58Opión 0 ls 3 4.78 0.10 32.90 ls 2 (37.57) ls 4 (12.85) ls 5 (13.50)ls 4 7.99 0.15 83.94 ls 1 (10.19)ls 5 3.03 0.17 81.27 ls 1 (12.19)ls 1 6.06 0.35 93.79ls 2 7.80 0.24 73.57 ls 3 (24.19)Opión 1 ls 3 4.78 0.10 79.46 ls 4 (13.08)ls 4 7.99 0.15 80.97ls 5 3.03 0.17 89.63ls 1 6.06 0.35 96.51ls 2 7.80 0.24 74.76 ls 3 (22.45)Opión 2 ls 3 4.78 0.10 84.45 ls 4 (12.94)ls 4 7.99 0.15 85.74ls 5 3.03 0.17 91.37ls 1 6.06 0.35 94.93ls 2 7.80 0.24 79.46 ls 3 (15.51)Opión 3 ls 3 4.78 0.10 65.98 ls 2 (15.05) ls 4 (12.76)ls 4 7.99 0.15 83.83ls 5 3.03 0.17 92.94
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Tabla C.4: Feltwell: Resultados obtenidos en la fase de lasi�aión on la redRBF+VF (Global).Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.062 0.35 99.26ls 2 7.805 0.24 86.37Opión 0 ls 3 4.78 0.10 53.95 ls 2 (14.52) ls 4 (11.32) ls 5 (15.41)ls 4 7.999 0.15 83.88 ls 1 (11.89)ls 5 3.038 0.17 78.71 ls 1 (19.32)ls 1 6.062 0.35 98.55ls 2 7.805 0.24 79.17 ls 3 (18.94)Opión 1 ls 3 4.78 0.10 85.01 ls 4 (12.09)ls 4 7.999 0.15 84.73ls 5 3.038 0.17 85.40 ls 1 (12.60)ls 1 6.062 0.35 97.70ls 2 7.805 0.24 79.58 ls 3 (18.09)Opión 2 ls 3 4.78 0.10 84.74 ls 4 (11.24)ls 4 7.999 0.15 85.84ls 5 3.038 0.17 81.49 ls 1 (16.56)ls 1 6.062 0.35 98.57ls 2 7.805 0.24 85.12 ls 3 (12.42)Opión 3 ls 3 4.78 0.10 77.12 ls 4 (11.59)ls 4 7.999 0.15 83.37 ls 1 (11.23)ls 5 3.038 0.17 85.84 ls 1 (12.90)
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Tabla C.5: Satimage: Resultados obtenidos en la fase de lasi�aión on el MLP(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 90.87ls 2 6.758 0.23 98.83ls 3 17.493 0.11 90.71Opión 0 ls 4 13.707 0.20 97.71ls 5 6.198 0.11 2.37 ls 1 (61.04) ls 4 (33.03)ls 6 6.532 0.12 70.25 ls 1 (15.74)ls 1 5.629 0.23 73.49 ls 5 (20.77)ls 2 6.758 0.23 97.98ls 3 17.493 0.11 93.26Opión 1 ls 4 13.707 0.20 89.92ls 5 6.198 0.11 75.69 ls 1 (10.76) ls 4 (12.09)ls 6 6.532 0.12 78.95ls 1 5.629 0.23 78.98 ls 5 (15.81)ls 2 6.758 0.23 98.22ls 3 17.493 0.11 97.50Opión 2 ls 4 13.707 0.20 90.60ls 5 6.198 0.11 72.37 ls 1 (13.74) ls 4 (12.51)ls 6 6.532 0.12 82.24ls 1 5.629 0.23 81.89 ls 5 (13.83)ls 2 6.758 0.23 97.51ls 3 17.493 0.11 90.54Opión 3 ls 4 13.707 0.20 91.61ls 5 6.198 0.11 65.73 ls 1 (19.91) ls 4 (13.22)ls 6 6.532 0.12 76.71 ls 1 (13.50)
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Tabla C.6: Satimage: Resultados obtenidos en la fase de lasi�aión on la red RBF(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 79.21 ls 5 (11.45)ls 2 6.758 0.23 97.64ls 3 17.493 0.11 92.81Opión 0 ls 4 13.707 0.20 95.89ls 5 6.198 0.11 49.34 ls 1 (16.92) ls 4 (29.29)ls 6 6.532 0.12 63.50 ls 1 (14.01) ls 2 (13.88)ls 1 5.629 0.23 68.28 ls 5 (22.62)ls 2 6.758 0.23 95.88ls 3 17.493 0.11 95.22Opión 1 ls 4 13.707 0.20 92.37ls 5 6.198 0.11 69.19 ls 4 (18.44)ls 6 6.532 0.12 75.36ls 1 5.629 0.23 69.96 ls 5 (21.02)ls 2 6.758 0.23 97.16ls 3 17.493 0.11 96.29Opión 2 ls 4 13.707 0.20 92.44ls 5 6.198 0.11 70.66 ls 4 (17.49)ls 6 6.532 0.12 82.36ls 1 5.629 0.23 73.45 ls 5 (20.06)ls 2 6.758 0.23 95.81ls 3 17.493 0.11 90.31Opión 3 ls 4 13.707 0.20 91.26ls 5 6.198 0.11 69.10 ls 1 (10.90) ls 4 (16.68)ls 6 6.532 0.12 70.00
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Tabla C.7: Satimage: Resultados obtenidos en la fase de lasi�aión on la red RBF+VF(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 83.00ls 2 6.758 0.23 98.42ls 3 17.493 0.11 90.62Opión 0 ls 4 13.707 0.20 97.10ls 5 6.198 0.11 36.73 ls 1 (25.83) ls 4 (33.98)ls 6 6.532 0.12 57.68 ls 1 (21.73) ls 2 (12.19)ls 1 5.629 0.23 68.77 ls 5 (22.00)ls 2 6.758 0.23 98.13ls 3 17.493 0.11 93.79Opión 1 ls 4 13.707 0.20 92.77ls 5 6.198 0.11 67.54 ls 4 (20.09)ls 6 6.532 0.12 75.61ls 1 5.629 0.23 70.15 ls 5 (21.72)ls 2 6.758 0.23 98.48ls 3 17.493 0.11 92.54Opión 2 ls 4 13.707 0.20 92.77ls 5 6.198 0.11 72.09 ls 4 (16.30)ls 6 6.532 0.12 77.55ls 1 5.629 0.23 76.12 ls 5 (16.88)ls 2 6.758 0.23 97.69ls 3 17.493 0.11 91.07Opión 3 ls 4 13.707 0.20 93.23ls 5 6.198 0.11 65.51 ls 1 (12.27) ls 4 (18.69)ls 6 6.532 0.12 71.40 ls 1 (12.56)



194 C.2. Clasi�adores Modulares (votaión simple)C.2 Clasi�adores Modulares (votaión simple)En esta seión se presentan a detalle algunos resultados obtenidos al lasi�ar on lasbases de datos Feltwell y Satimage en el ontexto de las redes neuronales modulares.Estos resultados amplían la informaión disutida previamente en el apítulo 4.Se observa en las Tablas C.8, C.9 C.10 orrespondientes a la base datos Feltwellque al apliar la ANN-M sobre MLP y RBF+VF, el inremento del desbalane de laslases no afeta la efetividad del lasi�ador. Esto es debido a que la simpli�aióndel problema permite que pueda ser aprendido más fáilmente.En el aso de la ANN-M sobre RBF, la lase menos representada se ve afetadapor el aumento del desbalane de las lases. Así, este tipo de modelos son mássensibles a este problema. No obstante, al apliar las funiones de oste este problemase redue.También se observa que la inlusión de funiones de oste tiene efetos negativos,omo el de inrementar la onfusión de las lases omo onseuenia del aumentoy deremento de la in�uenia de las lases menos y más representadas (respetiva-mente) en el proeso de entrenamiento.El problema real de esta situaión es que uando se tienen bases de datos muydesbalaneadas la lase mayoritaria es aprendida en menor medida (omo efeto dela funión de oste), y esto oasiona que a la hora de integrar las respuestas de lasdistintas lases se tengan más errores de lasi�aión.Por otra parte, en el aso de la base de datos Satimage (Tablas C.11, C.12 yC.13) se observa que una de las lases menos representada (lase 5) muestra un bajonivel de PC, lo que podría llevar a sugerir que la aentuaión del desbalane de laslases afeta en gran medida al lasi�ador. Sin embargo, la lase 3 está igual derepresentada y la efetividad del lasi�ador sobre esta lase es superior al 90%.Este heho viene a rea�rmar la idea de que la bajada de PC en la lase 5 no esoasionado úniamente por el desbalane, sino por su ombinaión on otras ues-tiones omo el solapamiento. Al apliar las funiones de osto, la efetividad dellasi�ador sobre esta lase se ve inrementada, aunque no supera en el mejor de losasos el 73% en la lasi�aión.El omportamiento del lasi�ador sobre las bases de datos Feltwell y Satimagese enuentra en un punto intermedio entre el mostrado sobre los onjuntos de datosEoli6 y Cayo (ver apítulo 4).
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Tabla C.8: Feltwell: Resultados obtenidos en la fase de lasi�aión on el MLP(Modular). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.256 0.35 99.53ls 2 3.019 0.24 85.70 ls 3 (11.72)Opión 0 ls 3 3.058 0.10 82.77ls 4 3.004 0.15 83.95 ls 1 (11.22)ls 5 0.604 0.17 83.43 ls 1 (16.00)ls 1 1.256 0.35 99.23ls 2 3.019 0.24 77.32 ls 3 (20.65)Opión 1 ls 3 3.058 0.10 85.46 ls 4 (10.67)ls 4 3.004 0.15 82.17 ls 1 (11.69)ls 5 0.604 0.17 77.01 ls 1 (20.20)ls 1 1.256 0.35 99.23ls 2 3.019 0.24 77.34 ls 3 (20.37)Opión 2 ls 3 3.058 0.10 85.39ls 4 3.004 0.15 80.92 ls 1 (13.02)ls 5 0.604 0.17 76.04 ls 1 (20.72)ls 1 1.256 0.35 99.49ls 2 3.019 0.24 83.56 ls 3 (13.62)Opión 3 ls 3 3.058 0.10 85.06ls 4 3.004 0.15 81.53 ls 1 (12.85)ls 5 0.604 0.17 79.69 ls 1 (19.34)
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Tabla C.9: Feltwell: Resultados obtenidos en la fase de lasi�aión on la red RBF(Modular). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.256 0.35 97.92ls 2 3.019 0.24 85.94 ls 3 (10.69)Opión 0 ls 3 3.058 0.10 62.23 ls 4 (12.54) ls 5 (11.06)ls 4 3.004 0.15 82.96 ls 1 (12.38)ls 5 0.604 0.17 83.41 ls 1 (14.17)ls 1 1.256 0.35 97.49ls 2 3.019 0.24 80.54 ls 3 (16.74)Opión 1 ls 3 3.058 0.10 84.58 ls 4 (11.93)ls 4 3.004 0.15 82.85 ls 1 (11.02)ls 5 0.604 0.17 88.47ls 1 1.256 0.35 97.84ls 2 3.019 0.24 79.34 ls 3 (18.69)Opión 2 ls 3 3.058 0.10 85.39 ls 4 (12.07)ls 4 3.004 0.15 83.70 ls 1 (11.12)ls 5 0.604 0.17 86.46ls 1 1.256 0.35 98.53ls 2 3.019 0.24 84.09 ls 3 (13.46)Opión 3 ls 3 3.058 0.10 84.18 ls 4 (11.69)ls 4 3.004 0.15 82.75 ls 1 (11.95)ls 5 0.604 0.17 90.86
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Tabla C.10: Feltwell: Resultados obtenidos en la fase de lasi�aión on la redRBF+VF (Modular).Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.256 0.35 99.50ls 2 3.019 0.24 86.78 ls 3 (11.39)Opión 0 ls 3 3.058 0.10 77.15 ls 4 (11.14)ls 4 3.004 0.15 82.26 ls 1 (13.43)ls 5 0.604 0.17 79.44 ls 1 (19.21)ls 1 1.256 0.35 99.15ls 2 3.019 0.24 84.03 ls 3 (13.70)Opión 1 ls 3 3.058 0.10 84.09ls 4 3.004 0.15 73.00 ls 1 (21.43)ls 5 0.604 0.17 86.03 ls 1 (12.59)ls 1 1.256 0.35 99.16ls 2 3.019 0.24 85.08 ls 3 (12.55)Opión 2 ls 3 3.058 0.10 84.07ls 4 3.004 0.15 71.70 ls 1 (22.34)ls 5 0.604 0.17 86.86 ls 1 (11.52)ls 1 1.256 0.35 99.11ls 2 3.019 0.24 86.16 ls 3 (11.83)Opión 3 ls 3 3.058 0.10 83.62 ls 4 (10.43)ls 4 3.004 0.15 79.14 ls 1 (15.88)ls 5 0.604 0.17 86.11 ls 1 (13.01)
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Tabla C.11: Satimage: Resultados obtenidos en la fase de lasi�aión on el MLP(Modular). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.805 0.23 90.64ls 2 0.317 0.23 98.61ls 3 4.894 0.11 94.42Opión 0 ls 4 4.090 0.20 96.47ls 5 0.375 0.11 2.89 ls 1 (65.21) ls 4 (28.58)ls 6 0.872 0.12 64.51 ls 1 (15.57)ls 1 1.805 0.23 75.28 ls 5 (19.94)ls 2 0.317 0.23 98.59ls 3 4.894 0.11 92.28Opión 1 ls 4 4.090 0.20 90.05ls 5 0.375 0.11 71.47 ls 1 (13.13) ls 4 (13.08)ls 6 0.872 0.12 73.54 ls 1 (14.39)ls 1 1.805 0.23 77.57 ls 5 (17.85)ls 2 0.317 0.23 98.61ls 3 4.894 0.11 92.14Opión 2 ls 4 4.090 0.20 90.23ls 5 0.375 0.11 70.57 ls 1 (15.17) ls 4 (11.99)ls 6 0.872 0.12 77.17 ls 1 (12.24)ls 1 1.805 0.23 79.06 ls 5 (16.15)ls 2 0.317 0.23 98.63ls 3 4.894 0.11 94.06Opión 3 ls 4 4.090 0.20 92.29ls 5 0.375 0.11 62.37 ls 1 (21.42) ls 4 (14.41)ls 6 0.872 0.12 70.97 ls 1 (12.74)



Capítulo C. Otras bases de datos de dos y múltiples lases 199
Tabla C.12: Satimage: Resultados obtenidos en la fase de lasi�aión on la redRBF (Modular).Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.805 0.23 84.98ls 2 0.317 0.23 98.63ls 3 4.894 0.11 94.69Opión 0 ls 4 4.090 0.20 95.94ls 5 0.375 0.11 37.96 ls 1 (26.59) ls 4 (31.56)ls 6 0.872 0.12 61.39 ls 1 (18.23) ls 2 (14.09)ls 1 1.805 0.23 77.57 ls 5 (16.21)ls 2 0.317 0.23 97.38ls 3 4.894 0.11 95.31Opión 1 ls 4 4.090 0.20 92.62ls 5 0.375 0.11 67.91 ls 1 (13.89) ls 4 (15.55)ls 6 0.872 0.12 78.02ls 1 1.805 0.23 76.09 ls 5 (17.89)ls 2 0.317 0.23 97.53ls 3 4.894 0.11 94.69Opión 2 ls 4 4.090 0.20 92.32ls 5 0.375 0.11 71.28 ls 1 (11.99) ls 4 (14.27)ls 6 0.872 0.12 78.23ls 1 1.805 0.23 78.96 ls 5 (14.36)ls 2 0.317 0.23 98.31ls 3 4.894 0.11 94.51Opión 3 ls 4 4.090 0.20 93.88ls 5 0.375 0.11 61.33 ls 1 (16.35) ls 4 (19.00)ls 6 0.872 0.12 72.95
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Tabla C.13: Satimage: Resultados obtenidos en la fase de lasi�aión on la redRBF+VF (Modular).Clase F1 Razón PC % onfusión ( > 10 %)ls 1 1.805 0.23 85.13ls 2 0.317 0.23 98.79ls 3 4.894 0.11 92.63Opión 0 ls 4 4.090 0.20 98.09ls 5 0.375 0.11 42.80 ls 1 (24.17) ls 4 (30.85)ls 6 0.872 0.12 65.11 ls 1 (19.66)ls 1 1.805 0.23 74.79 ls 5 (20.04)ls 2 0.317 0.23 98.66ls 3 4.894 0.11 96.16Opión 1 ls 4 4.090 0.20 92.49ls 5 0.375 0.11 73.18 ls 1 (11.14) ls 4 (14.03)ls 6 0.872 0.12 74.85ls 1 1.805 0.23 74.47 ls 5 (19.49)ls 2 0.317 0.23 98.57ls 3 4.894 0.11 95.13Opión 2 ls 4 4.090 0.20 92.77ls 5 0.375 0.11 73.22 ls 1 (11.37) ls 4 (13.13)ls 6 0.872 0.12 77.00ls 1 1.805 0.23 79.87 ls 5 (13.96)ls 2 0.317 0.23 98.76ls 3 4.894 0.11 95.94Opión 3 ls 4 4.090 0.20 94.08ls 5 0.375 0.11 58.01 ls 1 (19.38) ls 4 (20.24)ls 6 0.872 0.12 73.12 ls 1 (11.22)



Capítulo C. Otras bases de datos de dos y múltiples lases 201C.3 Correión de los datosEn esta seión se presentan los resultados obtenidos al evaluar la estrategia deCorreión de los datos (presentada en el apítulo 5) sobre las bases de datos demúltiples lases Feltwell y Satimage.Los resultados ontenidos en las Tablas C.14, C.15, C.16, C.17, C.18, C.19, C.20 yC.21, on�rman las onlusiones presentadas en el apítulo 5, i.e., evidenian la efe-tividad de la estrategia de ediión para tratar problemas desbalaneados de multipleslases.Obsérvese que la ediión de las lases mayoritarias ayuda a reduir la zona deonfusión de las lases minoritarias.Estos resultados muestran que entrenar la ANN on estrategias de ediión generamejores resultados que los obtenidos on la ME original, en el sentido de que la PC delas lases minoritarias es inrementada, traduiendoe en un aumento de sus valoresde g-mean. No obstante, se observa una reduión en los valores globales de PC.Esto es oasionado por la eliminaión de muestras de las lases mayoritarias. En laTabla C.22 se presenta el número de muestras antes y después de editar la ME.Por otro lado, se observa que la ombinaión de editar e inluir funiones de osteal proeso de entrenamiento produe mejores resultados en dos direiones.1. Editar las lases mayoritarias ayuda a reduir la onfusion entre lases minori-tarias y mayoritarias.2. Modi�ar el algoritmo de entrenamiento (inluyendo una funión de oste)ayuda a inrementar la partiipaión de las lases menos representadas en elproeso de aprendizaje, aelerando la onvergenia de la red, lo que se tradueen inrementos en la preisón del lasi�ador sobre estas lases.En síntesis, si lo que se desea es dar prioridad a las lases minoritarias, editarla región de solapamiento de las lases minoritarias en relaión a las mayoritarias,es una alternativa efetiva. Por otro lado, la ombinaión de funiones de oste yténias para reduir la región de solapamiento logró disminuir el área de onfusióny al mismo tiempo aelerar la onvergenia de las lases menos representadas. Estorepresenta una forma original de tratar el problema del desbalane de las lases.
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Tabla C.14: Feltwell: Resultados obtenidos en la fase de lasi�aión on el MLP(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.06 0.35 99.07ls 2 7.80 0.24 81.97 ls 3 (11.72)Opión 0 ls 3 4.78 0.10 78.86 ls 1 (10.70)ls 4 7.99 0.15 83.91 ls 1 (11.48)ls 5 3.03 0.17 90.43ls 1 6.06 0.35 98.58ls 2 7.80 0.24 80.85 ls 3 (14.85)Opión 3 ls 3 4.78 0.10 83.08ls 4 7.99 0.15 83.35 ls 1 (10.74)ls 5 3.03 0.17 88.92 ls 1 (10.55)ls 1 1.256 0.35 97.63ls 2 3.019 0.24 73.62 ls 3 (13.99) ls 5 (11.17)EW (Opión 0) ls 3 3.058 0.10 81.48 ls 4 (10.09)ls 4 3.004 0.15 83.19ls 5 0.604 0.17 96.12ls 1 1.256 0.35 97.45ls 2 3.019 0.24 69.70 ls 3 (23.85)EW (Opión 3) ls 3 3.058 0.10 84.70ls 4 3.004 0.15 81.80ls 5 0.604 0.17 95.76
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Tabla C.15: Feltwell: Resultados obtenidos en la fase de lasi�aión on la red RBF(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.06 0.35 96.49ls 2 7.80 0.24 89.58Opión 0 ls 3 4.78 0.10 32.90 ls 2 (37.57) ls 4 (12.85) ls 5 (13.50)ls 4 7.99 0.15 83.94 ls 1 (10.19)ls 5 3.03 0.17 81.27 ls 1 (12.19)ls 1 6.06 0.35 94.93ls 2 7.80 0.24 79.46 ls 3 (15.51)Opión 3 ls 3 4.78 0.10 65.98 ls 2 (15.05) ls 4 (12.76)ls 4 7.99 0.15 83.83ls 5 3.03 0.17 92.94ls 1 1.256 0.35 95.01ls 2 3.019 0.24 75.56 ls 3 (17.68)EW (Opión 0) ls 3 3.058 0.10 60.63 ls 2 (16.77)ls 4 3.004 0.15 72.31 ls 1 (16.19)ls 5 0.604 0.17 89.51ls 1 1.256 0.35 93.06ls 2 3.019 0.24 71.45 ls 3 (20.42)EW (Opión 3) ls 3 3.058 0.10 76.77 ls 4 (10.90)ls 4 3.004 0.15 72.34 ls 1 (13.52)ls 5 0.604 0.17 91.08



204 C.3. Correión de los datosTabla C.16: Feltwell: Resultados obtenidos en la fase de lasi�aión on la redRBF+VF (Global).Clase F1 Razón PC % onfusión ( > 10 %)ls 1 6.062 0.35 99.26ls 2 7.805 0.24 86.37Opión 0 ls 3 4.78 0.10 53.95 ls 2 (14.52) ls 4 (11.32) ls 5 (15.41)ls 4 7.999 0.15 83.88 ls 1 (11.89)ls 5 3.038 0.17 78.71 ls 1 (19.32)ls 1 6.062 0.35 98.57ls 2 7.805 0.24 85.12 ls 3 (12.42)Opión 3 ls 3 4.78 0.10 77.12 ls 4 (11.59)ls 4 7.999 0.15 83.37 ls 1 (11.23)ls 5 3.038 0.17 85.84 ls 1 (12.90)ls 1 1.256 0.35 97.83ls 2 3.019 0.24 84.78 ls 3 (11.47)EW (Opión 0) ls 3 3.058 0.10 64.11 ls 2 (10.97) ls 4 (11.42) ls 5 (11.01)ls 4 3.004 0.15 81.82ls 5 0.604 0.17 88.12ls 1 1.256 0.35 96.58ls 2 3.019 0.24 77.34 ls 3 (17.92)EW (Opión 3) ls 3 3.058 0.10 84.22 ls 4 (11.33)ls 4 3.004 0.15 77.78ls 5 0.604 0.17 88.54
Tabla C.17: Desempeño global del lasi�ador: Base de datos Feltwell. Los valoresentre paréntesis haen referenia a la desviaión estándar.MLP Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 89.38(0.95) 89.01(0.51) 87.99(1.21) 87.04(0.71)g-mean 86.60(1.64) 86.79(0.75) 85.97(1.47) 85.33(0.98)RBF Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 84.36(2.03) 86.51(1.94) 82.79(1.79) 82.94(1.17)g-mean 62.21(25.96) 82.41(4.41) 76.52(6.55) 80.16(3.04)RBF+VF Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 86.15(1.90) 88.93(1.29) 87.49(1.85) 86.68(1.89)g-mean 70.78(25.85) 85.60(2.86) 81.89(6.14) 84.63(1.80)
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Tabla C.18: Satimage: Resultados obtenidos en la fase de lasi�aión on el MLP(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 90.87ls 2 6.758 0.23 98.83ls 3 17.493 0.11 90.71Opión 0 ls 4 13.707 0.20 97.71ls 5 6.198 0.11 2.37 ls 1 (61.04) ls 4 (33.03)ls 6 6.532 0.12 70.25 ls 1 (15.74)ls 1 5.629 0.23 81.89 ls 5 (13.83)ls 2 6.758 0.23 97.51ls 3 17.493 0.11 90.54Opión 3 ls 4 13.707 0.20 91.61ls 5 6.198 0.11 65.73 ls 1 (19.91) ls 4 (13.22)ls 6 6.532 0.12 76.71 ls 1 (13.50)ls 1 1.805 0.23 75.21 ls 5 (18.66)ls 2 0.317 0.23 98.18ls 3 4.894 0.11 91.43EW (Opión 0) ls 4 4.090 0.20 88.46 ls 5 (10.18)ls 5 0.375 0.11 60.95 ls 1 (25.45) ls 4 (11.04)ls 6 0.872 0.12 77.05ls 1 1.805 0.23 71.47 ls 5 (23.09)ls 2 0.317 0.23 96.83ls 3 4.894 0.11 93.39EW (Opión 3) ls 4 4.090 0.20 83.27 ls 5 (15.57)ls 5 0.375 0.11 84.08ls 6 0.872 0.12 81.14



206 C.3. Correión de los datos
Tabla C.19: Satimage: Resultados obtenidos en la fase de lasi�aión on la redRBF (Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 79.21 ls 5 (11.45)ls 2 6.758 0.23 97.64ls 3 17.493 0.11 92.81Opión 0 ls 4 13.707 0.20 95.89ls 5 6.198 0.11 49.34 ls 1 (16.92) ls 4 (29.29)ls 6 6.532 0.12 63.50 ls 1 (14.01) ls 2 (13.88)ls 1 5.629 0.23 73.45 ls 5 (20.06)ls 2 6.758 0.23 95.81ls 3 17.493 0.11 90.31Opión 3 ls 4 13.707 0.20 91.26ls 5 6.198 0.11 69.10 ls 1 (10.90) ls 4 (16.68)ls 6 6.532 0.12 70.00ls 1 1.805 0.23 67.49 ls 5 (23.91)ls 2 0.317 0.23 96.77ls 3 4.894 0.11 92.50EW (Opión 0) ls 4 4.090 0.20 90.45ls 5 0.375 0.11 72.65 ls 4 (14.88)ls 6 0.872 0.12 70.46ls 1 1.805 0.23 62.30 ls 5 (29.96)ls 2 0.317 0.23 93.23ls 3 4.894 0.11 89.46EW (Opión 3) ls 4 4.090 0.20 85.57 ls 5 (10.76)ls 5 0.375 0.11 79.95 ls 4 (11.04)ls 6 0.872 0.12 75.44



Capítulo C. Otras bases de datos de dos y múltiples lases 207Tabla C.20: Satimage: Resultados obtenidos en la fase de lasi�aión on la red RBF+VF(Global). Clase F1 Razón PC % onfusión ( > 10 %)ls 1 5.629 0.23 83.00ls 2 6.758 0.23 98.42ls 3 17.493 0.11 90.62Opión 0 ls 4 13.707 0.20 97.10ls 5 6.198 0.11 36.73 ls 1 (25.83) ls 4 (33.98)ls 6 6.532 0.12 57.68 ls 1 (21.73) ls 2 (12.19)ls 1 5.629 0.23 76.12 ls 5 (16.88)ls 2 6.758 0.23 97.69ls 3 17.493 0.11 91.07Opión 3 ls 4 13.707 0.20 93.23ls 5 6.198 0.11 65.51 ls 1 (12.27) ls 4 (18.69)ls 6 6.532 0.12 71.40 ls 1 (12.56)ls 1 1.805 0.23 69.28 ls 5 (22.60)ls 2 0.317 0.23 98.16ls 3 4.894 0.11 93.97EW (Opión 0) ls 4 4.090 0.20 91.16ls 5 0.375 0.11 66.26 ls 4 (20.33)ls 6 0.872 0.12 69.92ls 1 1.805 0.23 64.17 ls 5 (27.98)ls 2 0.317 0.23 96.05ls 3 4.894 0.11 92.50EW (Opión 3) ls 4 4.090 0.20 86.75 ls 5 (10.23)ls 5 0.375 0.11 77.11 ls 4 (11.47)ls 6 0.872 0.12 78.19Tabla C.21: Desempeño global del lasi�ador: Base de datos Satimage. Los valoresentre paréntesis haen referenia a la desviaión estándar.MLP Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 82.26(0.31) 86.07(0.34) 83.66(0.34) 84.59(0.38)g-mean 47.31(5.72) 83.34(0.95) 80.90(1.17) 84.70(0.36)RBF Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 83.28(0.94) 83.16(1.30) 82.50(1.19) 80.51(1.77)g-mean 77.44(1.46) 80.95(1.20) 80.86(1.50) 80.25(1.75)RBF+VF Opión 0 Opión 1 EW (Opión 0) EW (Opión 3)PC 82.33(1.24) 84.48(0.77) 82.80(1.25) 82.20(1.47)g-mean 71.96(7.04) 81.65(0.87) 80.32(2.11) 81.78(1.58)
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Tabla C.22: Muestras por laseDatos 1 2 3 4 5 6 7 8 9 10 11 Reduión totalCayo 419 147 311 161 67 185 161 361 395 417 386 0%Cayo + EW 374 147 175 161 67 185 161 341 342 213 200 21%Feltwell 1488 1070 341 1411 814 0%Feltwell + EW 1261 953 341 1253 707 12%Satimage 1038 1072 479 961 415 470 0%Satimage + EW 545 936 479 379 415 470 16%
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