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Resumen

El problema de las distribuciones no balanceadas de datos entre clases ha recibido
una considerable atención en disciplinas como el Aprendizaje Automático, el Re-
conocimiento de Formas y la Minería de Datos. Un conjunto de dos clases se dice
que es no balanceado si una de las clases (mayoritaria) está signi�cativamente más
representada que la otra (minoritaria). Este tipo de complejidad de los datos puede
conducir, en métodos tradicionales de clasi�cación, a aprendizajes sesgados en per-
juicio de la clase minoritaria que, usualmente, contiene los casos de mayor interés.
Esta de�ciencia es particularmente importante en aplicaciones reales donde el cos-
te por clasi�car erróneamente los ejemplos de la clase menos representada es muy
elevado.

Actualmente, es posible identi�car tres grandes líneas de investigación sobre
dicha problemática. En este sentido, la presente tesis doctoral aborda el problema del
desbalance desde las perspectivas de evaluación del aprendizaje, solución y análisis
de la complejidad de los datos.

En el caso de las métricas de efectividad, se propone una nueva forma de evaluar
los clasi�cadores que solventa una posible desventaja de las métricas tradicionales,
las cuales no consideran la magnitud ni el sentido de la diferencia entre las tasas
de aciertos por clase. Diversos análisis sobre la nueva métrica, denominada IBA,
empleando medidas de correlación de Pearson y cambios en la matriz de confusión,
la con�rman como una medida robusta y e�caz en entornos desbalanceados.

Dentro del campo de las soluciones para tratar el desbalance, se proponen nuevos
esquemas para reducir/incrementar la talla de las clases mayoritaria/minoritaria,
respectivamente. Asimismo, se presenta una solución algorítmica para la regla del
vecino más cercano con el objetivo de favorecer la clasi�cación de muestras de la clase
minoritaria. Este análisis no sólo se centra en el bene�cio que podría representar cada
una de las soluciones, sino también en cómo estas se ven afectadas por la naturaleza
del clasi�cador, el sesgo de los datos y las métricas de efectividad.

Finalmente, la tercera línea de investigación abordada en esta tesis se centra en
analizar los efectos sobre el aprendizaje que produce la presencia en los datos de
complejidades como el desbalance y solapamiento. En particular, se estudian dos
escenarios. En el primero, denominado homogéneo, las clases mayoritaria y minori-
taria mantienen esta misma relación en la región de solapamiento. En el segundo,
por el contrario, la clase minoritaria se convierte en la más representada en dicha
región. Los resultados muestran que el desbalance local en la región de solapamiento
puede ser más determinante que el desbalance global y que la talla de dicha región.





Abstract

The class imbalance problem has received considerable attention from areas such
as Machine Learning, Pattern Recognition and Data Mining. A two-class data set
is said to be imbalanced (or skewed) when one of the classes (the minority one) is
heavily under-represented in comparison to the other class (the majority one). This
type of complexity may lead to biased learning to the detriment of the minority
class, which usually contains the most interesting cases. This issue is particularly
important in real-world applications where it is costly to misclassify examples from
the minority class.

Nowadays, it is possible to identify three main lines of research related to this
problem. In this sense, this Ph.D. Thesis addresses the problem of class imbalance
from the perspective of learning assessment, solution and analysis of the complexity
of the data.

With respect to e�ectiveness metrics, a new way to evaluate classi�ers is pro-
posed, that solves a potential disadvantage of traditional metrics, which do not
consider the magnitude and direction of the di�erence between the recognition rates
per class. Several analysis of the new metric, called IBA, using Pearson correlation
measures and changes in the confusion matrix, con�rm it as a robust and e�ective
choice in unbalanced environments.

Within the �eld of solutions to address the imbalance, new schemes to redu-
ce/increase the size of the majority/minority class are proposed. In addition, an
algorithm based on the nearest neighbor rule is introduced with the aim of favou-
ring the correct classi�cation of minority class samples. This analysis does not only
focus on the intrinsic bene�ts of these solution methods, but also on how they are
a�ected by the classi�er nature, the skewed data and the e�ectiveness metrics.

The third line of research analyzes the e�ects on learning produced by some com-
plexities such as data imbalance and overlap. In particular, we study two scenarios.
In the �rst, called homogeneous, the majority and minority classes keep this relation
in the overlap region. In the second, on the contrary, the minority class becomes the
most represented in that region. The results show that the local imbalance in the
overlap region can be more relevant than the global imbalance and the size of the
region.
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Capítulo 1

Introducción

En este primer capítulo, se introduce el tema central de la presente tesis doctoral, así
como algunos conceptos que se emplearán a lo largo de la memoria. En particular, se
describen la problemática a tratar, las principales líneas de investigación actuales y
el ámbito en el cual se enmarca el trabajo llevado a cabo. Finalmente, se exponen los
objetivos de la investigación y la estructura que se ha adoptado para este estudio.

1.1. Marco general

El proceso de aprendizaje llevado a cabo por los seres vivos y, en particular, por los
seres humanos, es un tema objeto de amplios estudios por parte de la psicología y la
biología. Dada su complejidad, actualmente existen diversas teorías y modelos que
intentan explicar este proceso.

Una de las de�niciones más generales establece que el aprendizaje es la adquisi-
ción de conocimiento por medio del estudio, la experiencia y la asociación de ideas,
siguiendo principios como la causalidad y la contigüidad espacial y temporal. Esta
habilidad permite a los seres humanos, entre otras cosas, la posibilidad de reconocer
a una persona por su silueta, voz o escritura, leer caracteres escritos, decidir por el
olor o el color si una fruta está madura, identi�car variaciones en notas musicales y
determinar el estilo al que pertenecen.

Diversas teorías apuntan que, debido a la existencia de una enorme cantidad de
información, el ser humano busca simpli�car tal multitud mediante la categorización
o clasi�cación, el cual es un proceso dinámico que ordena o dispone por clases o
grupos objetos del mundo real, y que empieza al nacer y continúa a lo largo de toda
la vida. Un ejemplo de esto es el trabajo realizado por Carl Von Linné, a quien se
le conoce como el padre de la taxonomía. Car Von Linné propone el empleo de una
nomenclatura binomial con el propósito de poder nombrar con precisión todas las
especies animales y vegetales, sirviéndose únicamente de dos términos: el género y
la especie.

En la categorización, al igual que en el aprendizaje, una de las preguntas existen-
tes es, ¾cómo se lleva a cabo este proceso? Dos teorías apuntan a que éste se realiza
en dos formas: perceptiva y conceptual. En la primera, la agrupación de la informa-
ción se produce considerando rasgos físicos de semejanza. En la segunda, empleamos
conocimientos o teorías previas que se tienen sobre el mundo real. Categorizamos
perceptivamente al reconocer formas geométricas, colores, texturas o materiales que
constituyen los objetos, mientras que al identi�car la función de los objetos, lo hace-
mos de forma conceptual. En ambos casos se requiere tener un conocimiento previo



2 Capítulo 1. Introducción

(aprendizaje).
Esta capacidad del ser humano de poder categorizar de forma perceptual o con-

ceptual es empleada en casi todas las actividades de la vida. Dos ejemplos son la
industria y la medicina. En el primer caso, es frecuente el uso de personas en ta-
reas de control de calidad; por ejemplo, en la selección de tapones de corcho, los
operarios cuali�cados consideran aspectos como la porosidad, la densidad y el color.
En el caso de la medicina, en particular para la detección temprana del cáncer de
mama, un técnico radiólogo emite una clasi�cación numérica después de interpretar
la mamografía.

En un esfuerzo por diseñar y construir máquinas capaces de imitar el recono-
cimiento llevado a cabo por el ser humano, múltiples disciplinas han surgido como
una respuesta a tal necesidad. Entre éstas, podemos mencionar el reconocimiento
de formas, el aprendizaje automático y la minería de datos, las cuales se apoyan en
otras ciencias como las matemáticas, la estadística, la biología y la psicología.

La aplicación de estas disciplinas puede abarcar dominios como la bioinformá-
tica, la identi�cación biométrica, la clasi�cación de documentos, el análisis de imá-
genes, la recuperación/ordenación en bases de datos, el reconocimiento de voz, la
teledetección, la seguridad informática y la automatización industrial. Esto hace
que los sistemas puedan ser empleados en áreas tan diferentes como la medicina, la
industria, la agricultura y la banca, entre otras.

El éxito de los sistemas automáticos de reconocimiento ha sido ampliamente
documentado en la literatura. Sin embargo, para ello, se ha tenido que sortear una
cantidad de di�cultades que van desde la elección del modelo hasta el coste de
almacenamiento y procesamiento de los datos. En este sentido, diversos estudios
han demostrado analíticamente que el éxito o el fracaso en el diseño de un sistema
de reconocimiento de formas depende fuertemente de la talla y de la complejidad
que presenta el conjunto de datos de aprendizaje o entrenamiento.

A modo de ejemplo, en ciertas áreas de aplicación, se ha observado que los datos
podrían no estar uniformemente distribuidos entre las distintas categorías o clases.
A este tipo de complejidad, en la que alguna de las clases presenta un número de
muestras signi�cativamente mayor que las otras, se le conoce como el problema de
las clases desbalanceadas1. La naturaleza de dicho desequilibrio puede deberse a
razones intrínsecas del propio problema, o al elevado coste de adquirir los datos
correspondientes a ciertas clases.

La efectividad de los métodos tradicionales suele verse afectada al aprender de
conjuntos de datos no balanceados. Muchos algoritmos aprenden muy bien de las
clases más representadas en detrimento de las minoritarias, lo cual da lugar a clasi�-
cadores con bajas tasas de aciertos sobre estas últimas. La situación se torna crítica
cuando las clases con menos ejemplos son las de mayor interés para el problema,
por ejemplo, enfermedades raras, transacciones fraudulentas, defectos en sistemas

1Aunque en la lengua castellana no existe el término desbalance ni ninguna de sus derivaciones,
dada su proximidad al término anglosajón �imbalance�, su aparente poca ambigüedad y su como-
didad de uso, en la presente memoria se emplean para cuali�car todo lo referente a la problemática
de los conjuntos no balanceados.
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de control de calidad, etc. En tales escenarios, el clasi�cador sería ine�caz al cometer
frecuentemente errores en el reconocimiento de muestras de las clases minoritarias,
a los cuales suelen asociarse altos costes en términos humanos y/o económicos.

El tema central de esta tesis es el estudio del problema de las clases desbalancea-
das y de sus efectos sobre los procesos de aprendizaje y clasi�cación, en el contexto
de las disciplinas de Reconocimiento de Formas, Aprendizaje Automático y Minería
de Datos.

Estas tres áreas cientí�cas, aunque con distinta denominación, suelen coincidir
en muchos de sus objetivos. Considérese la de�nición de Aprendizaje Automático
ofrecida por Alpaydin (2004), en la cual se presenta como �el desarrollo de pro-
gramas informáticos que optimizan un criterio de rendimiento usando ejemplos o
experiencias pasadas�. Por su parte, Duda y otros (2001) de�nen el Reconocimiento
de Formas como � la acción de tomar una decisión basada en la categoría del ejem-
plo, teniendo un conocimiento a priori�. En cuanto a la Minería de Datos, Witten y
Frank (2005) puntualizan que es �el proceso que permite resolver problemas mediante
el análisis de ejemplos presentes en las bases de datos�. Como se puede observar,
estas tres de�niciones coinciden en la necesidad de un conocimiento a priori para
poder emitir una decisión.

1.2. Motivación

Un caso particular del problema de las clases desbalanceadas es aquel que se de�ne
para dos clases, de las que una (minoritaria) contiene un número de muestras sig-
ni�cativamente menor que la otra clase (mayoritaria). En este contexto, las clases
minoritaria y mayoritaria suelen representar la presencia y ausencia, respectivamen-
te, de casos poco comunes, por lo que también son conocidas como clases positiva y
negativa.

En la literatura, pueden encontrarse algunos ejemplos de problemas reales de
dos clases desbalanceadas. En el área de la minería de datos, por ejemplo, Fawcett
y Provost (1997) desarrollan un sistema para la detección de llamadas telefónicas
fraudulentas, cuyos costes alcanzan los cientos de millones de dólares por año, oca-
sionando grandes inconvenientes a clientes y a proveedores de servicios. En esta
aplicación, los autores manejan un conjunto de datos formado por un 20% de casos
de fraude (clase positiva) y un 80% de no fraude (clase negativa). Además, estable-
cen que el coste por decidir erróneamente que el teléfono del cliente ha sido clonado
(falso positivo) es de 5 dólares, mientras que a la situación de no detectar una lla-
mada fraudulenta (falso negativo) se le asigna un coste de 0.40 centavos por minuto.
Otro ejemplo, perteneciente al área de la medicina, ha sido discutido en Cohen y
otros (2006), donde la base de datos usada para monitorizar y detectar infecciones
en hospitales está compuesta por un 11% de pacientes infectados (casos positivos) y
un 89% de sanos (casos negativos). Un tercer ejemplo consiste en un sistema de de-
tección de manchas de petróleo en el océano partir de imágenes de satélites (Kubat
y otros, 1998), cuyo conjunto de datos contiene un 4% de casos positivos (presencia
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de manchas) y un 96% de negativos.
Como se ha comentado antes, los conjuntos de datos que presentan esta par-

ticularidad constituyen un reto para las técnicas tradicionales de aprendizaje. Ge-
neralmente, estos métodos tienden a optimizar medidas globales de efectividad, lo
que ocasiona que el sistema �menosprecie� las muestras positivas dada su escasa re-
presentatividad en el conjunto de datos. El inconveniente de dichas medidas es que
son incapaces de distinguir entre el error de clasi�car como negativa una muestra
positiva y viceversa.

Por otra parte, el desbalance añade un nuevo factor a la complejidad de los datos
que, al combinarse con otros como el solapamiento, incrementan la di�cultad en su
análisis.

Esta problemática motiva tres líneas fundamentales de investigación en el campo
del desbalance, las cuales han sido consideradas en esta tesis:

1. Soluciones a nivel de algoritmos y datos.

2. Medidas de evaluación de la efectividad del clasi�cador en entornos desbalan-
ceados.

3. Análisis de la relación entre el desbalance y otras complejidades de los datos,
así como su incidencia en la calidad del proceso de aprendizaje.

1.3. Objetivos

El objetivo central de esta tesis es el estudio del problema de distribuciones bina-
rias desbalanceadas desde las perspectivas de solución, evaluación del aprendizaje y
análisis de la complejidad de los datos.

Del enunciado anterior, se derivan los siguientes tres objetivos particulares:

1. Estudio y desarrollo de medidas de evaluación del aprendizaje idóneas para
entornos desbalanceados.

2. Estudio y desarrollo de técnicas de preprocesamiento de conjuntos desbalan-
ceados, con el objetivo de lograr aprendizajes más efectivos.

3. Análisis de la interacción entre el desbalance y el solapamiento, así como de
su in�uencia sobre los procesos de aprendizaje.

En el primer punto, se propone una nueva métrica de evaluación de la efectividad
de un clasi�cador para problemas de 2 clases no balanceadas, la cual se compara
con la tasa de exactitud global (accuracy) y con un conjunto de medidas que son
comúnmente empleadas en estos contextos.

Con respecto al segundo objetivo, es bien conocido que el comportamiento de un
clasi�cador depende signi�cativamente de la complejidad de los datos presentados
al sistema. Una práctica común previa al aprendizaje es el preprocesamiento de
los datos con la �nalidad de reducir su complejidad. En esta tesis, se presentan
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varios métodos de remuestreo dirigidos a balancear las cantidades de instancias en
ambas clases, los cuales se dividen en técnicas de submuestreo y sobremuestreo
aplicables a las clases mayoritaria y minoritaria, respectivamente. Posteriormente,
se emplean diversos clasi�cadores para evaluar la calidad de los conjuntos de datos
resultantes en relación a los conjuntos originales. Por otra parte, se propone una
solución algorítmica al problema del desbalance basada en la regla del vecino más
próximo, la cual no requiere modi�car las distribuciones originales de los datos.

Finalmente, el tercer objetivo se centra en el análisis de la in�uencia del desba-
lance sobre la efectividad de los métodos de aprendizaje, así como en su interacción
con otras fuentes de complejidad como el solapamiento. Los experimentos demues-
tran que, en ciertos escenarios, el desbalance global es mucho menos determinante
que el tipo y la magnitud del solapamiento.

1.4. Organización de la tesis

En función de los objetivos enumerados anteriormente, la tesis se ha organizado
en siete capítulos. En particular, consta de una introducción, dos capítulos que
abarcan temas referentes a métodos, herramientas y estado del arte, tres capítulos
que conforman el cuerpo principal con las aportaciones de esta tesis y, �nalmente,
un último capítulo con las principales conclusiones. Además, se han incluido una
serie de anexos con diversa información complementaria.

El Capítulo 1 (Introducción) muestra una visión general de la problemática tra-
tada en esta memoria, presenta las diferentes líneas de investigación en las que se
ha trabajado y detalla los objetivos de esta tesis.

En el Capítulo 2 (Fundamentos teóricos), se introducen brevemente diversos
aspectos conceptuales referentes al reconocimiento de formas que constituyen los
fundamentos teóricos de esta tesis. Entre ellos, cabe mencionar la arquitectura ge-
neral de un sistema de reconocimiento de formas, los principales paradigmas de esta
disciplina, numerosos clasi�cadores que se usarán posteriormente en los experimen-
tos y algunas re�exiones referentes a las complejidades que pueden presentar los
conjuntos de datos.

El Capítulo 3 (Conjuntos de datos desbalanceados) contiene una revisión de
la literatura acerca del problema del desbalance enmarcado en las tres líneas de
investigación que trata esta tesis: soluciones, métricas y complejidad de los datos.
Para cada una de ellas, se citan los trabajos más importantes que se han llevado a
cabo.

Los Capítulos 4, 5 y 6 están dedicados a la presentación y discusión de las
aportaciones realizadas en este tesis para cada uno de los objetivos planteados,
incluyendo sus resultados experimentales.

Finalmente, el Capítulo 7 resume las principales conclusiones a las que se han
arribado. Asimismo, se enumeran las aportaciones realizadas y se plantean las futu-
ras líneas de investigación a seguir como posible extensión de esta tesis.

Los Anexos A, B y C presentan, respectivamente, la información referente a
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los resultados de clasi�cación sobre conjuntos originales del Capítulo 4, una breve
discusión acerca de la de�nición original de los links de Tomek (1976b) y la versión
descrita en el trabajo de Kubat y Matwin (1997) y las tablas correspondientes a la
prueba t−student realizada sobre los resultados del Capítulo 5, las cuales sirven para
realizar comparaciones fundamentadas entre los diferentes esquemas de solución.



Capítulo 2

Fundamentos teóricos

Este capítulo tiene por objetivo exponer ciertas generalidades del reconocimiento de
formas y, en particular, del modelo estadístico, así como algunos contenidos teóricos
necesarios para el posterior desarrollo de la presente tesis.

2.1. El reconocimiento de formas

El Reconocimiento de Formas es un campo de estudio interdisciplinar que comenzó
a desarrollarse en la década de 1960 y que se nutre de avances provenientes de
ciencias como las matemáticas, la estadística, la ingeniería, la inteligencia arti�cial,
la informática, la psicología y la �siología, entre otras. Su campo de aplicación puede
abarcar áreas muy diversas, tales como el reconocimiento automático de caracteres,
el diagnóstico médico, el análisis/extracción de información de grandes bases de
datos, etc.

El objetivo de un sistema automático de reconocimiento, descripción, clasi�ca-
ción o agrupamiento es emitir una decisión, teniendo como base un conocimiento a
priori. Esta información acumulada se compone de descripciones de objetos conoci-
dos en forma de representaciones vectoriales o estructuradas, denominadas ejemplos
o muestras1, que suelen permitir distinguir total o parcialmente un objeto de otro.
Por lo general, aquellos ejemplos que presentan propiedades comunes o similares se
ordenan o agrupan en una misma clase/categoría.

En la presente tesis, los temas a tratar se enmarcan en un problema de clasi�ca-
ción y, por tanto, desde el punto de vista que nos ocupa, el objetivo de un sistema
de reconocimiento de formas es asignar un ejemplo de entrada a una de las múltiples
categorías existentes.

2.2. Sistema de reconocimiento de formas

Un sistema de reconocimiento de formas está compuesto por una serie de procesos
orientados a la transformación de señales o datos en experiencias o entidades con
signi�cado. Considerando su función, estos procesos pueden organizarse dentro de
alguna de las tres etapas esenciales de las que consta un sistema automático de
reconocimiento de formas:

1. Adquisición y preprocesamiento de los datos.

1Los términos ejemplo, instancia y muestra serán empleados indistintamente a lo largo de la
presente tesis para describir una observación, un dato o un objeto.
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2. Representación de los datos.

3. Clasi�cación.

Este esquema general, a su vez, agrupa en cada una de sus etapas diferentes
actividades de vital importancia: colección de datos, selección/extracción de carac-
terísticas, elección del modelo, entrenamiento y evaluación.

La Figura 2.1 muestra los componentes del ciclo de un sistema de reconocimiento
de formas, cuyo inicio parte de un problema del mundo real a resolver y �naliza con
la obtención de la solución a dicho problema.

Figura 2.1: Ciclo de un sistema de reconocimiento de formas. Las �echas en gris indican
que el sistema puede conllevar la repetición de ciertas tareas.

2.2.1. Adquisición y preprocesamiento de datos

La adquisición de datos tiene por objetivo captar, mediante sensores (por ejemplo,
un micrófono o una cámara), los objetos del mundo real y proporcionar representa-
ciones primarias de éstos, para su posterior utilización en el proceso de clasi�cación.
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La di�cultad de esta actividad radica en su dependencia de las características y
limitaciones de los dispositivos, como pueden ser el ancho de banda, la resolución,
la sensibilidad y la latencia, entre otros.

El módulo de preprocesamiento efectúa, en general, tareas como segmentar la
región de interés, eliminar ruido, suprimir grises por umbral, así como realizar otras
operaciones que podrían contribuir a obtener una representación compacta del ejem-
plo.

2.2.2. Representación de los datos

El objetivo en este módulo es llevar a cabo una transformación de la representación
primaria de un objeto a otra que resulte más apropiada para un sistema de clasi�ca-
ción. Este proceso incluye la selección/extracción de características, con el objetivo
de reducir la dimensionalidad del conjunto de datos sin perjudicar la efectividad
del clasi�cador. En ciertas aplicaciones, como etapa �nal, se incluye un proceso de
normalización de los datos.

2.2.2.1. Instancia y atributo

Se denominará instancia a una unidad de información mediante la cual se represen-
tan objetos del mundo real, como caracteres escritos, símbolos, dibujos, imágenes,
objetos tridimensionales, �rmas, huellas dactilares, espectrogramas, etc.

Considerando la naturaleza del problema y, por tanto, el método de interpre-
tación escogido, la representación de los objetos se puede dividir en dos grandes
grupos:

No estructurada. El objeto se representa por un conjunto de subobjetos sin rela-
ción entre ellos. Un ejemplo típico es un vector o matriz en los que no importa
cómo se distribuyen sus componentes.

Estructurada. El objeto se representa mediante un conjunto de subobjetos más
un conjunto de relaciones entre ellos (una estructura). Normalmente, las rela-
ciones son de contigüidad espacial y/o sucesión: cadenas, árboles, grafos, son
algunos ejemplos de este tipo de representación.

En el caso de la primera representación, los componentes que conforman el vector
reciben el nombre de atributos. Si los valores de éstos son ordinales o nominales, se
dice que los atributos son del tipo cualitativo o categórico. Por el contrario, si son
continuos o discretos, son de�nidos como cuantitativos o numéricos.

2.2.2.2. Extracción y selección de atributos

Los métodos de extracción/selección de atributos permiten identi�car y eliminar
información que pudiera ser redundante y/o irrelevante. Este tipo de proceso consiste
en encontrar, a partir de los atributos originales, un nuevo espacio de representación
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que optimice un funcional que, en muchos casos, se re�ere a la efectividad de los
propios algoritmos de aprendizaje/clasi�cación.

La diferencia entre extracción y selección radica en que, en la primera de las
aproximaciones, cada nueva característica es una combinación o función de los atri-
butos originales, mientras que en la segunda se eligen aquellos atributos originales
que proporcionan mejor información al sistema.

Los bene�cios que se obtienen en esta etapa se re�ejan en una disminución de la
dimensionalidad y, por consiguiente, en una reducción del coste computacional del
clasi�cador en términos espacial y temporal. Adicionalmente, al eliminar información
irrelevante o con ruido, es posible también reducir el error del clasi�cador.

2.2.3. Clasi�cación

La fase de clasi�cación es una de las etapas esenciales dentro del diseño de un
sistema automático de reconocimiento de formas. En él, se interpretan las muestras
provenientes del módulo de representación. Sin embargo, debido a que, en general,
no se conoce la descripción exacta de las muestras, el sistema es entrenado a priori
para ajustarse a las características propias del problema de reconocimiento. A este
proceso de adquirir e integrar conocimiento a un sistema de clasi�cación a partir de
ejemplos (del mundo real), se le conoce como aprendizaje o entrenamiento.

2.2.3.1. Aprendizaje

El aprendizaje en un sistema automático de clasi�cación se realiza siguiendo algunas
de las tres aproximaciones metodológicas existentes:

Aprendizaje supervisado. En este caso, se dispone de un conjunto de muestras
con etiquetas de clase, las cuales constituyen agrupamientos prede�nidos.

Aprendizaje no supervisado. Las muestras no presentan etiquetas de clase, de
modo que la estimación de éstas se lleva a cabo siguiendo criterios de proxi-
midad o similitud que, bajo características comunes, agrupan las muestras en
una misma clase.

Aprendizaje semi-supervisado. Enfoque que combina las dos aproximaciones
anteriores. Parte de un conjunto (generalmente pequeño) de muestras etique-
tadas que, progresivamente, puede ir ampliándose mediante el uso de un con-
junto (probablemente grande) de nuevos ejemplos sin etiquetar. El reto es usar
datos etiquetados y no etiquetados para mejorar la construcción del modelo.

El aprendizaje supervisado, aproximación que se sigue en esta tesis, implica una
serie de actividades repetitivas, tales como la selección del modelo, la estimación de
parámetros y la evaluación del sistema. En la Figura 2.2, se muestra el subproceso
iterativo que ajusta un modelo a un problema, como parte del esquema de un sistema
de reconocimiento de formas.
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Figura 2.2: Ciclo de un sistema automático de reconocimiento con aprendizaje supervisado.

2.2.3.2. Selección del modelo, estimación y evaluación

Dado un problema, existe una gran diversidad de métodos que pueden aplicarse.
Habitualmente, se realizan estudios que permiten evaluar la idoneidad de cada mé-
todo con el �n de seleccionar aquellos que mejor se ajusten a las características del
problema.

Se han propuesto diversos criterios, tests y métodos para evaluar y seleccionar
los modelos. La aproximación más usual está basada en la estimación del error sobre
un conjunto de validación extraído de los datos de entrenamiento.

La estimación de los parámetros de los algoritmos de clasi�cación se realiza a
partir de otro conjunto, distinto al de validación, extraído también de los datos de
entrenamiento. Posteriormente, se estima el error empleando el conjunto de vali-
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dación. Una vez que el modelo ha sido seleccionado, es posible calcular su error
esperado mediante el uso de un conjunto independiente de test.

Por otra parte, ocurre que en la vida real sólo se cuenta con un conjunto �nito
de muestras, lo cual limita la cantidad de datos para entrenamiento, validación
y prueba. En este sentido, se han propuesto diversas metodologías para mejorar
la utilización de conjuntos de datos pequeños. Las principales alternativas pueden
resumirse en los siguientes métodos:

Hold-out. Llamado tambiénmétodo H, reserva una cantidad para prueba y otra
para entrenamiento. En la práctica, es bastante común emplear una tercera
parte para prueba y las dos terceras partes restantes para entrenamiento.

Validación cruzada (Cross�validation). Conocido como método π o rotación,
genera aleatoriamente una partición en K bloques de talla N/K. El entrena-
miento se lleva a cabo empleando K − 1 bloques, mientras que el subconjunto
restante es empleado como test. Este procedimiento es repetido K veces, eli-
giendo en cada iteración una parte diferente para prueba. Una extensión a este
método es el llamado strati�ed cross�validation con el que, para cada parti-
ción, las clases se encuentran distribuidas según sus probabilidades a priori en
el conjunto original. Por otra parte, para una mejor estimación, el proceso de
validación cruzada puede ser repetido P veces.

Leave-one-out. Este método es un caso particular del K fold cross�validation,
para K = N . Cada conjunto de test está formado por una única muestra,
mientras que las N − 1 restantes constituyen el conjunto de entrenamiento.

Bootstrap. Aleatoriamente se generan, del conjunto de datos original, m con-
juntos de cardinalidad N con reemplazo.

Estos mismos métodos son empleados para subdividir la partición de entrena-
miento con el objetivo de ajustar o calcular los hiperparámetros de un algoritmo de
clasi�cación.

2.3. Paradigmas del reconocimiento de formas

De acuerdo al tipo de representación utilizada, las aproximaciones al reconocimiento
de formas se pueden clasi�car en:

1. Aproximación estadística o geométrica.

2. Aproximación sintáctica o estructural.

3. Redes neuronales.

4. Correspondencia entre modelos.

En la Tabla 2.1, se puede observar una breve comparación de estas aproxima-
ciones.
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Tabla 2.1: Paradigmas del reconocimiento de formas.

Función Criterio
Aproximación Representación de de

Reconocimiento Evaluación

Estadística Vector Error
o de Función discriminante de

Geométrica características clasi�cación
Sintáctica Reglas Error

o Primitivas y de
Estructural gramáticas aceptación

Redes Muestras, Función Error
neuronales píxeles, de cuadrático
arti�ciales características red medio

Correspondencia Muestras, Correlación, Error
de píxeles, medidas de

modelos curvas de distancia clasi�cación

2.3.1. Aproximación estadística o geométrica

En la aproximación estadística, cada muestra se representa en términos de un vector
de n atributos o características, las cuales pueden verse como un punto en un espacio
n-dimensional (generalmente normado métrico). Bajo esta aproximación, un vector
de atributos se escribe como x = (x1, . . . , xn)

T , cuyas componentes xi son los valores
resultantes de medir ciertas características de un objeto. Se asume que existen L

clases o categorías, denotadas por (ω1, . . . , ωL), y que cada objeto x está asociado
a una de estas clases a través de una variable categórica z de modo que si z = i,
entonces x pertenece a la clase ωi, i ∈ {1, . . . , L}.

El proceso de clasi�cación puede describirse más formalmente de la siguiente
manera. Dado un conjunto de mediciones sobre un nuevo objeto del problema real
representadas por un vector x, se desea asignar la muestra x a una de las L clases
posibles, ωi, i = 1, . . . , L. Una regla geométrica de decisión particiona el espacio de
representación en L regiones, Ωi, i = 1, . . . , L. Si una representación x está en la
región Ωi, entonces se asume que pertenece a la clase ωi. Las �fronteras� entre las
regiones Ωi reciben el nombre de fronteras de decisión o hipersuper�cies de decisión,
las cuales se obtienen por medio de dos posibles estrategias: teoría de decisión y
análisis discriminante. En la primera de ellas, las fronteras se determinan por las
distribuciones de probabilidad de las formas que pertenecen a cada clase. En el
segundo caso, se especi�ca un modo paramétrico (lineal, cuadrático, etc.) de la
frontera, sin asumir nada sobre las distribuciones por clase.
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2.3.1.1. Teoría de decisión de Bayes

Una de las aproximaciones estadísticas fundamentales en el reconocimiento de for-
mas se re�ere a la teoría de decisión basada en la regla de Bayes. Esta aproximación
establece que el problema de la decisión se puede expresar en términos probabilísti-
cos y que todas las probabilidades relevantes son conocidas.

Formalmente, se asume que cada clase ωi tiene una probabilidad a priori (co-
nocida) P (ωi), i = 1, . . . , L y que p(x|ωi) es la probabilidad condicional de una
muestra x dado ωi. El problema de asignar una muestra x a una clase ωi se reduce
a calcular las probabilidades a posteriori P (ωi|x), las cuales pueden ser expresadas
en términos de una probabilidad a priori y una función de densidad condicional de
clase mediante el empleo del teorema de Bayes,

P (ωi|x) =
P (ωi)p(x|ωi)

p(x)
(2.1)

donde p(x) representa la evidencia,

p(x) =
L∑
i=1

P (ωi)p(x|ωi) (2.2)

Por consiguiente, la ecuación 2.1 puede reescribirse de la siguiente forma:

P (ωi|x) =
P (ωi)p(x|ωi)∑M
j=1 P (ωj)p(x|ωj)

(2.3)

Finalmente, el clasi�cador de Bayes elige la clase con la probabilidad a posteriori
más alta.

El modelo de probabilidad descrito anteriormente es válido para variables con
valores continuos. Para el caso de valores discretos, en lugar de emplear una fun-
ción de densidad de probabilidad condicional de clases, se emplea una función de
probabilidad condicional de masa de clases (pmf ).

2.3.1.2. Regla de mínimo coste/riesgo de Bayes

El riesgo es la posibilidad de cometer un error en el proceso de toma de decisiones
y, por ende, de llegar a una conclusión errónea. En muchas de las actividades de
la vida real, existe un coste asociado a los errores. Esta teoría ha sido extendida
al reconocimiento de formas apoyándose en la teoría bayesiana, donde la resolución
�nal es una combinación de una regla de decisión y el coste que se está dispuesto a
aceptar.

El riesgo R de asignar una muestra x a la clase ωi, llamado también riesgo
condicional, se de�ne como

R(ωi|x) =
L∑

j=1

λijP (ωj |x) (2.4)
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donde λij es el coste de asignar un ejemplo x a ωi cuando su verdadera clase es ωj .

En la práctica, el coste puede ser interpretado en un sentido abstracto aunque,
en muchas situaciones, los costes son una combinación de diferentes unidades tales
como la monetaria, la temporal, la calidad o la vida.

2.3.2. Aproximación sintáctica o estructural

En esta aproximación, se asume una representación estructurada de los objetos en
términos de subobjetos más simples que, a su vez, pudieran estar caracterizados por
la interrelación de estructuras aún más simples. Algunos ejemplos son las cadenas
de primitivas, los grafos, etc.

El reconocimiento debe basarse entonces, no sólo en identi�car los subobjetos del
objeto examinado, sino también en analizar la relación entre ellos. Todo reconocedor
estructural está compuesto de, al menos, dos etapas: identi�cación de subobjetos e
interpretación de estructura.

Un ejemplo típico vendría dado por los métodos gramaticales o sintácticos, en
los que cada objeto es representado por un conjunto de símbolos cuya secuencia
ordenada proporciona la estructura. Si ésta cumple una serie de reglas especi�cadas
mediante una gramática, signi�ca que pertenece al lenguaje generado por dicha
gramática.

2.3.3. Redes neuronales arti�ciales

Se trata de un enfoque inspirado en las redes neuronales biológicas, aunque posee
otras funcionalidades y estructuras de conexión ajenas a esta perspectiva. Las redes
neuronales arti�ciales pueden de�nirse como modelos computacionales, compuestos
de unidades procesadoras adaptativas (neuronas arti�ciales) interconectadas entre
sí.

Las modelos de redes neuronales emplean principios de organización tales co-
mo aprendizaje, generalización, adaptabilidad, tolerancia a fallos y representación
distribuida. Todos ellos convierten el uso de las redes neuronales en una opción
especialmente interesante en un gran número de aplicaciones.

El modelo más común de red neuronal arti�cial es el de las redes multicapa, el
cual consta, en su versión más simple, de tres capas: entrada, oculta y salida. Una de
las más populares es el perceptrón multicapa, la cual puede tener en su organización
varias capas ocultas.

Al igual que los clasi�cadores basados en la aproximación estadística, las redes
neuronales arti�ciales tienen dos etapas: aprendizaje y clasi�cación. En la fase de
aprendizaje, se usa un conjunto de datos de entrenamiento para determinar los pesos
que de�nen el modelo neuronal. Esta etapa puede incluir un proceso de estimación
de parámetros estructurales, por ejemplo, el número de capas ocultas o el número
de neuronas en cada capa oculta. Una vez entrenado el modelo, se procede a la fase
de prueba, en la que se procesan las muestras de test.
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2.3.4. Correspondencia de plantillas

Esta aproximación emplea una operación genérica llamada correspondencia (mat-
ching), cuyo objetivo es determinar la similitud entre dos entidades (puntos, curvas
o formas). En este método, el ejemplo a ser reconocido se compara con un conjunto
de plantillas, teniendo en cuenta que puede haber traslaciones, rotaciones o cambios
de escala.

Una medida de similitud comúnmente empleada en esta aproximación es la co-
rrelación, la cual puede optimizarse usando el conjunto de entrenamiento.

2.4. Clasi�cadores

El núcleo de todo sistema de reconocimiento de formas lo constituye el módulo
de clasi�cación, que asigna una muestra x a una de las L clases existentes. Este
módulo suele estar formado por un conjunto de funciones de decisión o funciones
discriminantes G = {g1(x), . . . , gL(x)}, que dividen el espacio de representación en
L regiones.

En este contexto, un clasi�cador o regla de clasi�cación asigna un vector de
características x a la clase ωi si

gi(x) > gj(x), ∀i ̸= j, 1 ≤ i, j ≤ L (2.5)

es decir,

gi(x) = maxjgj(x), j = 1, . . . , L (2.6)

Por tanto, un clasi�cador puede ser representado como muestra la Figura 2.3.
Las salidas de las cajas son los valores de las funciones discriminantes y la salida
del (máximo) selector es la etiqueta de clase, de acuerdo a la regla de pertenencia
máxima.

La naturaleza de las funciones discriminantes se de�ne en base a la aproximación
que se haga del problema. Asumiendo que se cuenta con un conjunto de muestras
etiquetadas, T = (x1, . . . ,xN ), la optimización de un cierto criterio de aprendizaje
se lleva a cabo por algunas de las siguientes aproximaciones:

Estadístico-paramétrica. Se asume que las representaciones de los objetos en T

siguen ciertas leyes estadísticas, cuyas formas funcionales son conocidas. Las
funciones discriminantes se de�nen en base a estas funciones (densidades) y el
aprendizaje consiste en la estimación de los parámetros, adoptando criterios
tales como el de máxima verosimilitud.

No estadístico-paramétrica. En esta aproximación, el problema se plantea co-
mo uno de decisión geométrica, en el que los parámetros de las funciones se
determinan mediante técnicas de optimización, usando como criterio el error
empírico de clasi�cación de la muestra de entrenamiento.
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Figura 2.3: Modelo canónico de un modelo de clasi�cación.

Basada en distancias. Es un caso particular no estadístico-paramétrico donde
las funciones de decisión se establecen en base a medidas de disimilitud o
distancias entre las representaciones de los objetos en T .

En las siguientes secciones, se describen brevemente cada uno de los clasi�cadores
empleados en esta tesis: el naïve Bayes, la regla del vecino más cercano, las máquinas
de vectores soporte, el perceptrón multicapa, las redes de funciones de base radial
y los árboles de decisión.

2.4.1. Naïve Bayes

Uno de los métodos supervisados que estiman probabilidades a posteriori es el algo-
ritmo naïve Bayes. Este clasi�cador asume, para una muestra x, que sus atributos
x1, . . . , xn presentan una independencia condicional dado el valor de la clase, por lo
que la probabilidad condicional puede expresarse como el producto de funciones de
probabilidad condicional de cada atributo por separado,

p(x|ωi) =
n∏

j=1

p(xj |ωi) (2.7)

Usando el teorema de Bayes, la probabilidad a posteriori se escribe como,

p(ωi|x) = p(ωi)

n∏
j=1

p(xj |ωi) (2.8)

Finalmente, el algoritmo naïve Bayes asigna una muestra x a una de las L clases
existentes utilizando la función:
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ω∗ = argmaxωjp(ωj)
n∏

i=1

p(xi|ωj) (2.9)

2.4.2. Máquinas de vectores soporte

Las máquinas de vectores soporte (SVM, Support Vector Machines) son sistemas de
aprendizaje para problemas de dos clases, pertenecientes al grupo de las funciones
discriminantes lineales. Esta técnica, desarrollada a �nales de los años 70 y durante
la década de los 80, se fundamenta en la minimización del riesgo estructural (Cortes
y Vapnik, 1995, Vapnik, 1998).

El objetivo de las SVM es encontrar un hiperplano óptimo que divida el espacio
de datos en dos regiones. Cada una de estas regiones corresponderá a una de las
clases de�nidas. Para ello, los vectores de entrada son transformados a un nuevo
espacio de representación de alta dimensionalidad, en el que las clases se suponen
linealmente separables. En este espacio, se construye una función de decisión lineal
(hiperplano) con un margen máximo entre los ejemplos de las dos clases, consideran-
do solamente una pequeña cantidad de los datos de entrenamiento llamados vectores
soporte (Figura 2.4). En términos geométricos, los vectores soporte son aquellos pun-
tos en un espacio n�dimensional que están cercanos a la frontera de decisión y que,
por tanto, son los más difíciles de clasi�car. La importancia de estos puntos radica
en que son los únicos que de�nen el hiperplano óptimo (Haykin, 1998).

Figura 2.4: Ejemplo de un problema de dos clases en un espacio bidimensional. Los vectores
soporte (puntos en negro) de�nen el margen máximo de separación entre dos clases.

Dado un conjunto de entrenamiento de pares muestra-etiqueta (xi, zi), i =
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1, . . . , N , el mejor hiperplano de separación vendrá dado por la solución a un pro-
blema de optimización,

min 1
2∥w

2∥

sujeto zi(wTxi + w0) ≥ +1
(2.10)

donde w es un vector de pesos ajustables y wo es un término de generalización. Sin
embargo, la anterior ecuación es válida para la situación en la que se asume que los
datos son linealmente separables. La adaptación de dicha ecuación a la situación de
datos no linealmente separables puede ser reescrita de la siguiente de manera,

min 1
2∥w

2∥+ C
∑N

i=1 ξi

sujeto zi(wTxi + wo) ≥ 1− ξi

ξi ≥ 0

(2.11)

donde ξi son variables de holgura no negativas y C representa el parámetro de pena-
lización que controla la relación entre la maximization del margen y la minimización
del error de clasi�cación.

En general, una máquina de vectores soporte transforma los datos de entrada a
otro espacio de características de alta dimensionalidad. Este proceso se lleva a cabo
por el empleo de funciones kernel que facilitan la transformación de la información
de entrada. Estas funciones pueden ser de tipo lineal, polinomial y de base radial
(Gaussianas), entre otras.

Las propiedades básicas de las SVM se pueden resumir en los siguientes puntos:

Inducen un hiperplano lineal en el espacio de atributos, perteneciendo por
tanto a la familia de métodos lineales.

El aprendizaje no lineal con SVM se consigue mediante el uso de las denomi-
nadas funciones de kernel, que permiten transformar el espacio de atributos de
entrada en un espacio de trabajo de dimensionalidad mucho mayor. Es por esto
que las SVM pueden considerarse como un caso particular de los denominados
algoritmos basados en kernel. El planteamiento dual de las SVM permite tra-
bajar con estas funciones kernel de manera e�ciente sin calcular explícitamente
las representaciones de los ejemplos en el espacio de características.

Entre todos los posibles hiperplanos separadores, las SVM eligen el de mar-
gen máximo. Este sesgo inductivo de aprendizaje, que se complementa con la
minimización del error en el conjunto de aprendizaje, contribuye a minimizar
el riesgo del sobreentrenamiento (over�tting).

El aprendizaje de las SVM representa un problema de optimización con res-
tricciones que se puede resolver usando técnicas de programación cuadrática.
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La convexidad garantiza una solución única y las implementaciones actuales
permiten una e�ciencia razonable para problemas con un elevado número de
ejemplos y atributos.

Sin embargo, las SVM también poseen algunas limitaciones:

Trabajan con datos numéricos y, por tanto, necesitan una codi�cación especial
para emplear datos originalmente nominales.

Para clasi�cación no lineal, se necesita proyectar los objetos a un espacio de
mayor dimensión. El empleo del producto punto como función kernel requiere
de múltiples cálculos. Esta matriz puede tornarse singular al tener muchos atri-
butos poco relevantes o con valores muy pequeños, por lo que la convergencia
de este problema se ve fuertemente afectada.

La utilización de las funciones kernel puede determinar la solución obtenida.
En la actualidad, no se cuenta con un consenso acerca de qué función utilizar
para cada tipo de problema, dejando a �prueba y error� la elección del tipo de
función más adecuada.

2.4.3. Red neuronal perceptrón multicapa

Las redes neuronales arti�ciales (RNA) son un paradigma de aprendizaje y procesa-
miento automático, cuya base se encuentra en su analogía con el comportamiento y la
función del cerebro humano, en particular del sistema nervioso central. Anatómica-
mente, el sistema está compuesto por redes de neuronas biológicas interconectadas,
las cuales poseen capacidades de procesamiento y conductividad para producir un
estímulo de salida.

En 1943, se propone un modelo abstracto y simple de una neurona arti�cial como
un dispositivo binario (McCulloch y Pitts, 1943). Este modelo posee un umbral
de funcionamiento por debajo del cual está inactiva. Asimismo, recibe entradas
excitadoras o inhibidoras cuya acción es absoluta: si existe alguna de estas entradas,
la neurona permanece activa. El modelo de trabajo es simple: si no existe ninguna
entrada inhibidora, se determina la resultante de las entradas excitadoras y, si ésta
es mayor que el umbral, la salida es 1, en caso contrario es 0 (vea Figura 2.5).

Teniendo como base los estudios de McCulloch�Pitts, en 1953 se propone una
aproximación llamada perceptrón (Rosenblatt, 1958). Una de las características de
este modelo que más interés despertó fue su capacidad de aprender a reconocer
o clasi�car objetos. El perceptrón está constituido por un conjunto de sensores de
entrada que reciben los ejemplos a reconocer o clasi�car, y una neurona de salida que
se ocupa de clasi�car la muestra en alguna de las dos clases, de acuerdo a un único
valor de activación. Sin embargo, dicho modelo era incapaz de converger a buenas
soluciones en aquellos problemas con clases no linealmente separables (Minsky y
Papert, 1969).
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Figura 2.5: Esquema de una neurona arti�cial. Modelo compuesto por un vector de pesos
w1 . . . wn, equivalente a las conexiones sinápticas, y por el umbral θ de activación.

Con la �nalidad de solventar las limitaciones presentadas por el perceptrón, surge
en 1986 un nuevo modelo llamado perceptrón multicapa (MLP, MultiLayer Percep-
tron) (Rumelhart y otros, 1986). La estructura de esta red consta de múltiples capas
de neuronas arti�ciales que le permiten resolver problemas que no son linealmente
separables.

La arquitectura más común de una red MLP simple consta de tres capas: entrada,
oculta y salida. Cada de estas capas se encuentra totalmente conectada a la siguiente
en un sentido unidireccional (ver Figura 2.6). El modelo general admite un número
indeterminado de capas ocultas.

Figura 2.6: Modelo genérico de una red MLP con una capa oculta.

El entrenamiento en este tipo de redes se lleva a cabo de manera supervisada
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por medio de uno de los algoritmos más populares, conocido como back�propagation.
Las bases de este algoritmo se encuentran en la regla de aprendizaje de corrección
por error (error-correction learning rule) (Haykin, 1998).

Básicamente, el algoritmo back�propagation consta de dos fases a través de las
diferentes capas de la red:

1. Fase hacia adelante (Forward). En esta fase, cada muestra se propaga a
través de las diferentes capas de la red hasta generar una salida, la cual es
comparada con la salida deseada. Durante esta etapa, los pesos sinápticos se
mantienen �jos.

2. Fase hacia atrás (Backward). En esta fase, los pesos sinápticos se ajustan
de acuerdo a una regla de corrección de error. Especí�camente, la respuesta
actual de la red se substrae de la respuesta deseada para producir una señal
de error. Esta señal es entonces propagada hacia atrás a través de toda la red,
provocando que los pesos sinápticos sean ajustados.

2.4.4. Redes de funciones de base radial

Las redes de funciones de base radial (RBF, Radial Basis Function), al igual que las
MLP, son redes no lineales feedforward. Sin embargo, estas dos redes di�eren entre
sí en diversos aspectos importantes (Haykin, 1998):

1. Una red RBF (en su estructura más básica) consta de una capa oculta, mien-
tras que una red MLP podría tener más de una.

2. Los modelos de procesamiento en las neuronas ocultas y de salida en una red
MLP son iguales. Por el contrario, en una red RBF, los nodos de la capa oculta
llevan a cabo un procesamiento diferente.

3. La capa oculta de una red RBF es no lineal, mientras que la capa de salida
es lineal. En una red MLP, ambas capas son, por lo general, no lineales (ver
Figura 2.7).

4. La función de activación en la capa oculta de la red RBF es una distancia
Euclídea entre la muestra de entrada y el centro de un nodo. En el caso de la
red MLP, la función de activación calcula el producto interior del ejemplo de
entrada y el vector de pesos sinápticos en cada neurona.

5. Las redes MLP construyen una aproximación global, mientras que las redes
RBF construyen aproximaciones locales mediante el empleo de funciones kernel
(por ejemplo, de tipo Gaussianas).
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Figura 2.7: Modelo de una red neuronal RBF.

2.4.5. Árboles de decisión

Los árboles de decisión (DT, Decision Tree), también denominados árboles de clasi�-
cación o de identi�cación, son métodos basados en la estrategia �divide y vencerás�.
Este tipo de aproximación es un modelo jerárquico perteneciente al grupo de los
algoritmos no paramétricos con aprendizaje supervisado. Su estructura consta de
nodos de decisión internos que evalúan uno o más atributos, aristas o arcos con
los valores de los atributos y hojas terminales que determinan la clasi�cación (ver
Figura 2.8), por lo que también es equivalente a un conjunto de reglas IF�THEN.

Figura 2.8: Ejemplo de un árbol de decisión para un problema de dos clases.

Al igual que cualquier sistema de aprendizaje supervisado, los árboles de clasi-
�cación presentan dos etapas de funcionamiento: aprendizaje y clasi�cación. En la
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primera de ellas, se lleva a cabo la construcción del árbol de forma recursiva a partir
de un conjunto de entrenamiento, mientras que el objetivo de la segunda etapa es
etiquetar una muestra de entrada. La clasi�cación empieza desde el nodo raíz del
árbol evaluando el atributo especi�cado por ese nodo, y siguiendo el camino deter-
minado por las respuestas a las preguntas de los nodos internos, hasta llegar a un
nodo hoja, en cuyo caso se devuelve la etiqueta de clase asociada con este nodo.

El proceso de construcción de un DT constituye la fase más compleja y la que
determina el resultado �nal. Este proceso se basa en tres elementos importantes: el
criterio de partición, la estrategia de parada y la poda.

El procedimiento para particionar un nodo se basa en cuanti�car la pureza del
mismo. Algunas de las medidas más conocidas son el coe�ciente Gini y la entropía.

Los criterios para detener la construcción de un árbol pueden estar basados en la
pureza del nodo mediante el empleo de un umbral, o en una cota de profundidad, la
cual se puede establecer a priori. Estos criterios también son denominados reglas de
pre�poda, al reducir la complejidad del árbol durante su construcción, en contraste
con las reglas usuales de post-poda que simpli�can el árbol de decisión una vez que
éste ha sido construido por completo.

La idea básica de poda asume que los árboles podados (simples) producen me-
jores resultados de clasi�cación que los árboles más grandes (complejos), es decir,
los árboles podados tendrán más capacidad de generalización.

2.4.6. Clasi�cadores basados en vecindad

El método de los k-vecinos más cercanos (k−NN, k Nearest Neighbours) (Fix y
Hodges, 1951) forma parte de una familia de técnicas de aprendizaje conocida como
aprendizaje basado en ejemplos (instance-based learning). El aprendizaje de estos
algoritmos se limita a almacenar en memoria los ejemplos de entrenamiento presen-
tados. La idea básica sobre la que se fundamenta este paradigma establece que los
miembros de una población suelen compartir propiedades similares y ciertas carac-
terísticas con los individuos que la rodea. Por tanto, la clasi�cación de una nueva
muestra se realiza tomando en cuenta las instancias más próximas del conjunto de
entrenamiento de acuerdo a una cierta medida de disimilitud.

Debido al uso de una métrica de distancia, estos algoritmos son conocidos como
clasi�cadores de distancia mínima. Formalmente, sea T = (x1, . . . ,xN ) el conjunto
de entrenamiento de muestras etiquetadas formado por N instancias, tal que cada
xi tiene asociada una etiqueta de clase ωi del conjunto de L clases. Una clasi�cación
por distancia mínima para un nuevo prototipo y puede de�nirse como:

y ∈ ωj ⇔ j = argminid(y,xi) (2.12)

donde d es la (pseudo)-métrica de�nida en T , la cual debe cumplir los cuatro criterios
siguientes:

1. No negatividad: d(y,x) ≥ 0.
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2. Identidad: d(y,x) = 0 ⇔ y = x.

3. Simetría: d(y,x) = d(x,y).

4. Desigualdad triangular: d(y,x) ≥ d(y,p) + d(p,x).

Una medida de similitud muy popular para datos numéricos es la distancia Eu-
clídea,

d(y,x) = 2

√√√√ n∑
j=1

(yj − xj)2 (2.13)

cuyo valor escalar se obtiene a partir del valor de los atributos de las dos instancias.
El método de los k�vecinos más cercanos está considerado como el más básico

de los métodos de aprendizaje basados en ejemplos. Si tomamos k = 1, una muestra
x se clasi�cará en la clase asociada a su instancia más cercana. Para valores de
k ≥ 2, la muestra x se asignará a la clase más representada entre las k instancias
más próximas a la muestra (ver Figura 2.9).

Figura 2.9: Clasi�cador basado en la regla de los k vecinos más cercanos.

2.5. Complejidad de los datos

El éxito de un sistema de reconocimiento estadístico de formas presenta una fuerte
dependencia de la complejidad y la calidad del conjunto de datos de entrenamiento.
Frecuentemente, este conjunto puede presentar una serie de di�cultades, tales como
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la presencia de muestras con ruido, el solapamiento entre clases, una cantidad pe-
queña de instancias y alta dimensionalidad, haciendo que el proceso de aprendizaje
se vuelva más complejo.

2.5.1. Ruido

El ruido es una anomalía presente en el conjunto de datos, que puede estar originado
por algunos de las siguientes eventos:

1. Imprecisiones durante la colección de datos.

2. Errores en el etiquetado de las muestras.

3. Presencia de atributos adicionales que podrían no ser observables (componen-
tes aleatorios).

Las soluciones a este problema van dirigidas a �ltrar (eliminar) instancias de
entrenamiento con ruido. Esta estrategia de �ltrado consiste en detectar y descartar
aquellas muestras que podrían considerarse poco con�ables.

2.5.2. Solapamiento

El solapamiento entre clases se puede de�nir como la región donde, por lo menos, dos
clases diferentes, ωi y ωj , presentan instancias que comparten información común en
algunos de sus atributos. Debido a esto, las muestras en dicha región se consideran
poco con�ables porque cualquiera de ellas pude pertenecer legítimamente tanto a
ωi como a ωj .

2.5.3. Talla de los datos

La complejidad en muchos algoritmos de aprendizaje depende del número de atribu-
tos, así como del número de instancias. A mayor talla del conjunto de datos, mayores
cantidades de recursos requerirá el algoritmo.

La reducción de la talla del conjunto de datos se puede llevar a cabo seleccionando
un subconjunto de atributos o ejemplos del conjunto original. Este proceso conlleva
una serie de ventajas que se pueden resumir en los siguientes puntos:

Una reducción en la complejidad de inferencia del algoritmo.

Cuando un prototipo es innecesario, se reduce el coste de extraerlo.

Modelos más simples son más robustos sobre pequeños conjuntos de datos.

Datos con pocos atributos permiten analizar con facilidad el proceso que ocurre
en los mismos. Adicionalmente, éstos pueden ser analizados y trazados de
forma visual.
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2.5.4. Desbalance entre clases

Generalmente, las diferentes aproximaciones al reconocimiento de formas asumen
que las clases en el conjunto de datos presentan similares probabilidades a priori.
Sin embargo, existen aplicaciones reales en las que esta hipótesis no se cumple, dando
lugar a ratios entre clases fuertemente sesgados. Esta situación se conoce como el
problema del desbalance entre clases.

Para un problema de dos clases, se dice que un conjunto de datos está desba-
lanceado cuando el número de muestras de una de las clases (la mayoritaria) es
signi�cativamente muy superior al de la otra clase (la minoritaria). Paradójicamen-
te, la clase menos representada suele ser la de mayor importancia para el problema.
Consecuentemente, los errores cometidos sobre dicha clase minoritaria suelen tener
un coste medio mucho más elevado.

El tema del desbalance entre las clases de un problema constituye precisamente
la base de la presente tesis. Por ello, en el próximo capítulo, se abordarán en detalle
las principales líneas de investigación que podemos encontrar en la literatura relativa
al problema del desbalance.





Capítulo 3

Conjuntos de datos
desbalanceados

En este capítulo, se aborda el problema de las distribuciones de clase desbalanceadas
en el área del reconocimiento de formas, principalmente en el ámbito del aprendizaje
supervisado. En particular, se describen las actuales líneas de investigación y las
aportaciones más relevantes en este campo.

3.1. Introducción

El conjunto de datos es un elemento esencial en la etapa de aprendizaje de un sistema
de clasi�cación, detección o localización, el cual representa los objetos del mundo
real ya sea de forma vectorial (aproximación estadística) o mediante estructuras
(aproximación sintáctica).

A partir del conjunto de datos, es posible construir un clasi�cador capaz de re-
conocer y estimar la etiqueta de clase de un nuevo objeto. Idealmente, el conjunto
debería estar formado por todos los posibles estados que pueden adoptar los objetos
a reconocer, de modo que el clasi�cador pudiera aprender a predecir correctamente
la etiqueta de clase de cada ejemplo. En este sentido, Dietterich (1990) establece
que existe una relación entre el número de muestras del conjunto de datos y la ca-
pacidad de generalización del clasi�cador. En general, cualquier incremento en el
número de muestras produce una mejora en la exactitud del clasi�cador. Adicional-
mente, algunos investigadores mencionan que si el conjunto de datos presenta un
número de muestras por clase aproximadamente igual, el clasi�cador puede produ-
cir predicciones más acertadas (Weiss, 2003). Sin embargo, en muchas aplicaciones
reales, no se cumple la hipótesis de contar con un conjunto de datos uniformemente
distribuidos entre las clases. Esta particularidad es conocida como el problema de
las clases desbalanceadas o sesgadas.

El desbalance en un conjunto de datos de dos clases se re�ere a la situación en la
que una clase (mayoritaria) presenta una cantidad notablemente mayor de ejemplos
en comparación con la otra clase (minoritaria). Usualmente, las clases mayoritarias
y minoritarias representan, respectivamente, la ausencia y presencia de situaciones
pocos comunes. Algunos ejemplos de este tipo de casos son:

Detección de fraudes en llamadas telefónicas (Fawcett y Provost, 1997) y de
tarjetas de crédito (Chan y Stolfo, 1998).
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Detección de manchas de petróleo en el océano en imágenes de satélites (Kubat
y otros, 1998).

Diagnóstico de fallos en equipos de telecomunicaciones (Weiss y Hrish, 1998,
Radivojac y otros, 2003).

Valoración de créditos bancarios (Huang y otros, 2006).

Clasi�cación automática de textos (del Castillo y Serrano, 2004, Tan, 2005,
Liu y otros, 2009).

Filtrado y extracción de información (Lewis y Catlett, 1994).

Diagnóstico médico de enfermedades raras (Cohen y otros, 2006, Meng y otros,
2008, Sousa y otros, 2008) y de eventos de alto riesgo poco comunes (Taft y
otros, 2009).

Clasi�cación de páginas web y búsqueda de referencias (Zhang y otros, 2008).

En el problema del desbalance, la clase minoritaria suele representar los casos
de mayor interés, es decir, aquellos cuya detección justi�can el problema de clasi�-
cación (Weiss, 2004). En consecuencia, esta clase se conoce también por el nombre
de clase positiva, mientras que la clase mayoritaria, que agrupa el resto de casos
corrientes, se denomina clase negativa.

La presencia del desbalance en los conjuntos de datos, por lo general, ocasiona
en los clasi�cadores tradicionales un aprendizaje sesgado en favor de la clase ma-
yoritaria, lo cual suele producir un bajo rendimiento en la clasi�cación de la clase
minoritaria. Este comportamiento se debe, fundamentalmente, a que la mayoría de
los clasi�cadores, en su etapa de aprendizaje, asumen una distribución balanceada
de las clases (Japkowicz y Stephen, 2002). Asimismo, el escaso número de ejemplos
positivos que cubren el espacio de representación di�culta el proceso de generaliza-
ción del clasi�cador sobre la clase positiva (Weiss, 2004). En la literatura, es posible
encontrar diversos estudios de los efectos del desbalance sobre diferentes clasi�cado-
res, como la regla del vecino más cercano (Hand y Vinciotti, 2003, Zhang y Mani,
2003), las máquinas de vectores soporte (Wu y Chang, 2003), las redes neuronales en
sus distintas aproximaciones (Al-Haddad y otros, 2000, Huang y otros, 2006, Murp-
hey y otros, 2004), los árboles de decisión (Chan y Stolfo, 1998, Estabrooks y otros,
2004, Japkowicz y Stephen, 2002), entre otros (Orriols-Puig y Bernadó-Mansilla,
2005, Xie y Qiu, 2007).

En resumen, los trabajos anteriores muestran que la baja tasa de reconocimiento
de los clasi�cadores tradicionales sobre la clase positiva se debe, principalmente, a
los siguientes factores:

1. Optimización de un índice global. La mayoría de los algoritmos de cla-
si�cación tienen por objetivo maximizar la tasa de aciertos (minimizando la
tasa de error global), a la cual la clase positiva contribuye muy poco.
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2. Distribución de las clases. Los clasi�cadores convencionales asumen que
los datos del conjunto de entrenamiento se distribuyen uniformemente entre
las clases.

3. Costes de clasi�cación. Los clasi�cadores asumen que los errores sobre las
diferentes clases tienen los mismos costes.

El problema del sesgo de los datos y sus efectos en diversas aplicaciones de
aprendizaje automático y minería de datos es un tema de estudio de gran impor-
tancia que se puede encontrar en diversos talleres internacionales (Chawla y otros,
2003a, Dietterich y otros, 2000, Japkowicz, 2000), libros (Chawla, 2005), ponencias
en congresos (Gu y otros, 2008) y números especiales de revistas (Chawla y otros,
2004).

3.2. Naturaleza de los conjuntos desbalanceados

La teoría más general sobre conjuntos desbalanceados sugiere que el problema es
ocasionado por la diferencia numérica existente entre las tallas de las clases. Sin
embargo, otros investigadores a�rman que es importante también identi�car el ori-
gen y, por consiguiente, los tipos de desbalance existentes. En este sentido, Visa y
Ralescu (2005) establecen que, considerando la aplicación u origen del problema, el
desbalance puede ser de dos tipos:

1. Los datos están naturalmente desbalanceados.

2. Los datos no están naturalmente desbalanceados, pero implica un alto coste
el obtener información de la clase positiva.

Dentro del primer punto, se encuentran aplicaciones como la detección de fraudes
en tarjetas de crédito o el diagnóstico médico de enfermedades poco comunes. En
el segundo caso, se enmarcan aquellas aplicaciones que tienen por objetivo detectar
fallos en sistemas electrónicos o de transporte. Algunos ejemplos de esto son los
equipos de telecomunicaciones o de sistemas de control aéreo.

Por otra parte, Japkowicz (2001) expone que, tomando en cuenta la distribución
de los datos en el espacio de representación, es posible identi�car dos tipos de sesgo
en los datos:

1. Desbalance entre clases (between�class imbalance).

2. Desbalance dentro de una clase (within�class imbalance).

Si el número de ejemplos de la clase positiva di�ere signi�cativamente del número
de ejemplos de la clase negativa, entonces se dice que existe un desbalance entre
clases (�clases raras�). Por el contrario, si una clase está fragmentada en diferentes
grupos o clusters y éstos, a su vez, no presentan una cantidad similar de ejemplos,
el desbalance ocurre dentro de una clase (�casos raros�). Cabe mencionar que esta
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última complejidad se puede presentar en las clases mayoritarias. Sin embargo, es
más probable que las clases minoritarias tengan una mayor proporción de casos
raros.

Cuando el conjunto de datos presenta un desbalance entre clases, los métodos
tradicionales tienden a ignorar las clases minoritarias debido a que fueron diseñados
para optimizar una medida global de exactitud, la cual no tiene en consideración
las distribuciones por clase. Por lo que respecta al desbalance dentro de una clase,
en clasi�cadores simbólicos cuyo aprendizaje de un �concepto� se puede expresar
como un conjuntos de reglas que pueden ser vistas como una disyunción, formadas
a su vez por de�niciones conjuntivas que describen un subconcepto del original, los
casos raros tienden a ocasionar pequeños disyuntos (small disjuncts) (Holte y otros,
1989), los cuales clasi�can correctamente un pequeño número de muestras.

La relación que ambos tipos de desbalance guardan y sus efectos en los algorit-
mos de aprendizaje han sido analizados por Jo y Japkowicz (2004). Los resultados
obtenidos les permiten concluir que la degradación de los clasi�cadores no está úni-
camente ocasionada por el desbalance entre clases, sino también por la presencia de
pequeños disyuntos.

A pesar de que dichas complejidades son diferentes, Weiss (2004) establece que
ambos casos son muy parecidos, por lo que pueden ser tratadas empleando soluciones
similares (Prati y otros, 2004b).

3.3. Las líneas de investigación

La mayoría de las investigaciones dentro del problema del desbalance se centran
en proponer técnicas que permitan tratar dicho problema desde el punto de vista
del clasi�cador. Sin embargo, diversos trabajos recientes exploran otras dos líneas de
investigación. La primera de ellas está dirigida a la de�nición de medidas alternativas
de evaluación de la efectividad del clasi�cador, mientras que la segunda línea estudia
la relación e in�uencia existentes entre el desbalance y otras complejidades presentes
en los conjuntos de datos.

En las siguientes secciones, se describirán los avances más importantes sobre
cada una de estas tres líneas de investigación.

3.3.1. Soluciones para tratar el desbalance

Las técnicas para tratar el desbalance pueden ser catalogadas en dos tipos:

1. Soluciones a nivel de datos.

2. Soluciones a nivel de algoritmos.

En el primer grupo, se encuentran aquellas técnicas cuyo objetivo es equilibrar o
balancear las tallas de las clases del conjunto de entrenamiento a través de métodos
de remuestreo (resampling). Por el contrario, aquellas soluciones que adaptan los
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algoritmos de entrenamiento al problema del desbalance caen dentro de la segunda
categoría.

Finalmente, es posible encontrar propuestas que emplean soluciones híbridas en
un intento de aprovechar las ventajas que ofrece cada grupo.

3.3.1.1. Técnicas de remuestreo

Las soluciones a nivel de datos son métodos que balancean de forma arti�cial las
distribuciones por clase del conjunto de datos original, ya sea mediante sobremues-
treo (over�sampling) de la clase minoritaria o por submuestreo (under�sampling)
de la clase mayoritaria. En ambos casos, las técnicas logran que las clases queden
representadas por un número igual (o similar) de muestras.

A pesar de que estás técnicas han demostrado su efectividad al tratar el desba-
lance, diversos investigadores coinciden al señalar dos posibles inconvenientes:

1. Reducir la clase negativa podría eliminar ejemplos potencialmente útiles.

2. Aumentar la talla de la clase positiva conlleva un incremento de los costes
temporal y espacial.

Para ambos casos, la principal crítica radica en que estas técnicas alteran la
distribución original de los datos.

3.3.1.1.1. Sobremuestreo. El método más sencillo de sobremuestreo es el alea-
torio, cuyo incremento en la talla de la clase mayoritaria se logra a través de la réplica
de instancias seleccionadas al azar dentro de una misma clase (Japkowicz y Stephen,
2002, Ling y Li, 1998). A pesar de ser un algoritmo sencillo y fácil de implemen-
tar, la creación de copias exactas de instancias positivas puede ocasionar una alta
probabilidad de sobre-ajuste por parte del clasi�cador.

Con la �nalidad de solucionar este inconveniente, diversos investigadores pro-
ponen algoritmos dirigidos a incrementar la talla de la clase minoritaria de forma
�inteligente�.

SMOTE. Un método muy popular de sobremuestreo es el algoritmo SMO-
TE (Synthetic Minority Over-sampling TEchnique) (Chawla y otros, 2002). Este
algoritmo, que responde a una estrategia dirigida, incrementa la talla de la clase
minoritaria mediante la incorporación de muestras arti�ciales positivas generadas
por interpolación.

La creación de nuevas muestras arti�ciales requiere, como primer paso, localizar
para cada muestra positiva sus k vecinos más cercanos que pertenezcan a su misma
clase. Posteriormente, se determina el número de nuevas muestras arti�ciales que
se generarán a partir de cada muestra minoritaria original. Finalmente, la creación
de una muestra requiere calcular la diferencia entre el vector de atributos bajo
consideración y un vecino más cercano de los k elegidos al azar. El resultado de
dicha diferencia se multiplica por un valor aleatorio entre 0 y 1.



34 Capítulo 3. Conjuntos de datos desbalanceados

El algoritmo SMOTE puede ser escrito como sigue:

Algoritmo 1 SMOTE

Entrada:
P = (p1, . . . , pmin) // Muestras de la clase minoritaria
min // Número de muestras minoritarias
ns // Número de ejemplos sintéticos a generar por cada muestra minoritaria
k // Número de vecinos más cercanos

Salida:
Synthetic // Conjunto de muestras arti�ciales

Para i = 1 to min hacer
Buscar los k vecinos más cercanos de pi
Para j = 1 to ns hacer
Elegir aleatoriamente uno de los k vecinos de pi, n(pi)
diff = pi − n(pi)

gap = numAleatorio (0, 1)

NewSample = pi + gap ∗ diff
Synthetic←− NewSample

Fin Para
Fin Para

Al crear los prototipos por interpolación, se tiende a generar fronteras de decisión
más generales para la clase minoritaria y, por tanto, el clasi�cador podría ser capaz
de crear reglas de decisión menos especí�cas.

Borderline�SMOTE. Han y otros (2005) proponen el algoritmo Borderline�
SMOTE como una extensión a la técnica desarrollada por Chawla y otros (2002).

Teniendo como hipótesis que las muestras que se encuentran más alejadas de
la frontera de decisión contribuyen poco a la clasi�cación, el algoritmo Borderline�
SMOTE genera nuevos prototipos a partir de ejemplos positivos cercanos a dicha
frontera. Además, estos prototipos que se encuentran en el límite son más suscepti-
bles de ser mal clasi�cados.

En esencia, la propuesta de Han y otros (2005) conserva todas las características
propias del SMOTE, con la diferencia de un paso previo que permite identi�car
el grupo de muestras positivas próximas a la frontera de decisión. Los resultados
muestran que, generalmente, esta propuesta presenta mejores tasas de aciertos en
la clase positiva y mayores valores de f1 que SMOTE, teniendo como clasi�cador el
algoritmo C4.5

LLE�SMOTE En el SMOTE, el proceso de creación de muestras sintéticas se
lleva a cabo en el espacio de representación original. Wang y otros (2006) proponen
generar las nuevas muestras en un espacio de representación linealmente separable
y con baja dimensionalidad. Para ello, emplean un algoritmo llamado LLE (Locally
Linear Embedding), el cual proyecta un conjunto de datos de alta dimensionalidad
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a un espacio de representación de baja dimensionalidad. Es, precisamente, en este
nuevo espacio transformado donde se aplica posteriormente el algoritmo SMOTE.
Finalmente, los nuevos datos sintéticos de la clase minoritaria son transformados a
su espacio de representación original.

Los resultados empleando los clasi�cadores naïve Bayes, k-NN y SVM muestran
que se logra un incremento en los valores del área bajo la curva ROC.

Sobremuestreo basado en agrupamiento. Diversos investigadores propo-
nen emplear técnicas de agrupamiento como herramientas útiles para tratar el pro-
blema del sesgo entre clases. La aplicación de estos algoritmos pueden ser de dos
tipos:

1. Como herramientas que se complementan con algoritmos de sobremuestreo,
para determinar la estructura interna del conjunto de datos.

2. Directamente como algoritmos de sobremuestreo.

Del primer punto podemos citar el trabajo de Japkowicz (2001), en el que se
propone emplear el algoritmo de clustering k-medias sobre cada clase por separado.
Los clusters o grupos resultantes son sobremuestreados aleatoriamente hasta lograr
un equilibrio entre clusters. Este algoritmo trabaja bajo la suposición de que el
desbalance presente en el conjunto de datos es del tipo dentro de una clase (ver
Sección 3.2). En la misma línea, Jo y Japkowicz (2004) muestran que dicha técnica
puede emplearse en conjuntos de datos que presentan pequeños disyuntos o un
desbalance entre clases. Los resultados que obtienen sugieren que esta técnica es
idónea cuando el número de muestras en el conjunto de datos es relativamente
pequeño.

Un trabajo similar a los mencionados anteriormente es el presentado por Nicker-
son y otros (2001), quienes emplean el algoritmo de agrupamiento PDDP (Principal
Direction Divisive Partitioning) como un método que permite determinar la estruc-
tura interna de una clase por la formación de clusters, los cuales son remuestreados
hasta que cada uno presente el mismo número de muestras.

La segunda estrategia explora una nueva forma de generar datos sintéticos a
través de los algoritmo de clustering, donde los centroides aportan la información
necesaria para la generación de los nuevos datos. Dentro de esta propuesta, pode-
mos citar el trabajo de Cohen y otros (2006), cuyos centroides se obtienen por el
algoritmo de agrupamiento aglomerativo jerárquico, los cuales son incorporados a
la clase positiva.

3.3.1.1.2. Submuestreo. Las técnicas de submuestreo intentan equilibrar la
distribución del conjunto de datos original mediante la eliminación de muestras
de la clase negativa. Una de las primeras propuestas en este sentido corresponde al
submuestreo aleatorio (Jo y Japkowicz, 2004), el cual consiste en eliminar muestras
seleccionadas al azar. Sin embargo, este método presenta la desventaja de descartar
posibles ejemplos potencialmente útiles para el clasi�cador.
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Con la �nalidad de solventar esta de�ciencia, surgen los algoritmos de submues-
treo dirigido que, apoyados en aproximaciones heurísticas, buscan de manera inteli-
gente seleccionar (eliminar) los casos menos útiles.

One�sided selection. El algoritmo OSS (One�Sided Selection) (Kubat y Mat-
win, 1997) es una de las primeras propuestas de submuestreo dirigido. Este algoritmo
reduce la clase mayoritaria al descartar del conjunto original tres tipos de muestras
mayoritarias:

1. Aquellas que presentan una etiqueta de clase incorrecta (ruido).

2. Aquellas que están cerca de la frontera de decisión.

3. Aquellas que corresponden a casos redundantes.

El resultado �nal es un subconjunto de entrenamiento con todas las muestras
positivas y una clase mayoritaria (posiblemente) reducida. Dicha reducción se lleva
a cabo en dos etapas, valiéndose de conocidos algoritmos heurísticos de �ltrado
(edición) y condensado. En la primera, se obtiene un subconjunto consistente a
partir del conjunto original. Para este �n, se emplea una variante del algoritmo de
condensado propuesto por Hart (1968). En la segunda etapa, el algoritmo de los
links de Tomek (1976b) elimina aquellas muestras que se encuentran cerca de la
frontera de decisión o con etiqueta ruidosa.

El algoritmo 2 resume el procedimiento antes descrito.

Algoritmo 2 One�sided selection

Entrada:
T // Conjunto de entrenamiento original

Salida:
S // Conjunto de entrenamiento submuestreado

Inicialmente, C contiene todas las muestras positivas de S y una muestra negativa
seleccionada aleatoriamente
Clasi�car T por la regla 1-NN usando los ejemplos de C

Mover todos los ejemplos mal etiquetados a C

Eliminar de C todos las muestras negativas por links de Tomek y almacenar el
conjunto resultante en S

Los resultados de aplicar el algoritmo OSS sobre conjuntos desbalanceados mues-
tran el bene�cio de este método en términos de media geométrica. Sin embargo, es
bien conocido que el algoritmo de Hart presenta múltiples desventajas (Barandela
y otros, 2005a, Tomek, 1976b):

No garantiza la reducción.

La calidad y talla del subconjunto condensado dependen del orden en que son
presentadas las muestras al algoritmo.
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La inicialización aleatoria puede ocasionar que no todas las muestras que están
cerca de la frontera de decisión pertenezcan al subconjunto reducido. Asimis-
mo, dicho conjunto pudiera contener muestras redundantes e innecesarias.

Por otra parte, cabe también comentar que Toussaint (1994) demuestra, me-
diante un sencillo contraejemplo, que el algoritmo de Tomek, a pesar de mantener
muestras que están cerca de la frontera, podría derivar en un subconjunto no con-
sistente.

Como una alternativa al algoritmo OSS original, Batista y otros (2000) extienden
la aplicación de dicho método a conjuntos de datos con valores simbólicos. Tal
propuesta emplea una métrica de distancia llamada diferencia de valores (VDM,
Value Di�erence Metric). Esta métrica calcula la distancia entre dos valores a y b

para un determinado atributo xi, dando como resultado una matriz de distancias
para cada atributo, con el número de �las igual al número de clases y el número
de columnas igual al número de todos los posibles valores del atributo. La distancia
VDM es 0 si los valores a y b del atributo xi son idénticos.

Neighborhood cleaning rule. A partir del principio del algoritmo OSS, sur-
gen otras alternativas de submuestreo. Una de éstas es el algoritmo denominado regla
de limpieza por vecindad (NCL, Neighborhood Cleaning Rule) (Laurikkala, 2002).
Entre las características principales de este algoritmo se encuentran las siguientes:

1. Trabaja sobre conjuntos de más de dos clases.

2. Utiliza la edición de (Wilson, 1972) como método de reducción.

3. Incorpora un parámetro que controla la cantidad de muestras a eliminar.

4. Trabaja con mezcla de datos por el uso de la métrica diferencia de valores
heterogéneos (HVDM, Heterogenous Value Di�erence Metric).

El uso de la edición de Wilson evita las desventajas que presenta el algoritmo
de Hart sobre el orden de los datos y la sensibilidad al ruido.

Submuestreo por algoritmos genéticos. El algoritmo genético es una téc-
nica adaptativa de búsqueda y optimización basada en la teoría de la evolución de
Darwin.

La capacidad de los algoritmos genéticos para aprovechar la información acumu-
lada en un espacio de búsqueda, inicialmente desconocido, hace atractiva su aplica-
ción en diversas áreas del reconocimiento de formas. Un ejemplo es la propuesta de
Kuncheva y Jain (1999) de editar y seleccionar atributos simultáneamente mediante
algoritmos genéticos.

Tomando como base las propuestas de Wilson y de Kuncheva y Jain, Barandela
y otros (2005b) proponen tratar el problema del desbalance por la eliminación de
muestras de la clase mayoritaria y la selección de características de ambas clases
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con el uso de algoritmos genéticos. Adicionalmente, sustituyen en la fórmula de
aptitud, la métrica de exactitud global por la media geométrica. En esta misma
línea, se encuentran otros trabajos como el de García y Herrera (2009), los cuales
de�nen una nueva función de aptitud que incorpora la media geométrica y el ratio
de desbalance.

Submuestreo por distancia. Zhang y Mani (2003) presentan cuatro al-
goritmos de submuestreo, cuyo método selecciona un pequeño subconjunto de la
clase mayoritaria basado en el cálculo de distancias y su vecindad con las muestras
positivas:

1. Nearmiss�1 : selecciona muestras de la clase mayoritaria que estén cerca de
alguna de las muestras de la clase minoritaria, siempre y cuando su distan-
cia promedio a los tres vecinos más cercanos de clase minoritaria sea la más
pequeña.

2. Nearmiss�2 : al contrario del método anterior, aquí las muestras son seleccio-
nadas mientras su distancia promedio a los tres vecinos más lejanos de la clase
positiva sea la más pequeña.

3. Nearmiss�3 : selecciona un determinado número de muestras mayoritarias que
están cerca de alguna muestra positiva.

4. Most�distant : este algoritmo es similar a Nearmiss�2, con la diferencia de
seleccionar las muestras cuya distancia promedio es mayor a la distancia a los
tres vecinos más cercanos.

Resultados experimentales muestran que el Nearmiss�2 y el submuestreo alea-
torio producen un incremento en la tasa de aciertos de la clase positiva.

Submuestreo por clustering. Al igual que en el caso del sobremuestreo, las
técnicas de agrupamiento se emplean como herramientas útiles y complementarias
para submuestrear la clase mayoritaria.

El uso de los algoritmos de clustering se puede dividir en dos estrategias. En la
primera de ellas, se aplica un algoritmo de clustering sobre la clase mayoritaria y
los prototipos resultantes (centroides) reemplazan a todas las muestras mayoritarias
originales (Cohen y otros, 2006).

La segunda estrategia determina la estructura interna del conjunto de datos al
encontrar agrupaciones de datos teniendo en cuenta todas las clases para, posterior-
mente, submuestrear aleatoriamente cada uno de los grupos formados (Yen y otros,
2006) hasta balancear las distribuciones. Finalmente, el nuevo conjunto de datos
balanceado se forma sin tener en cuenta los cluster, es decir, el conjunto de datos
vuelve a su estructura original.
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3.3.1.1.3. Otras alternativas. Las técnicas de remuestreo logran el equilibrio
entre clases por la adición o eliminación de muestras positivas o negativas, respec-
tivamente. En ambos casos, todas las muestras presentan una etiqueta de clase.

Una tercera alternativa para balancear las clases por remuestreo es el aprendi-
zaje activo (active learning) (Provost, 2003). Esta técnica del área del aprendizaje
semi-supervisado selecciona, repetidamente, las muestras más informativas para ser
incorporadas al conjunto original y reentrenar el clasi�cador. La adición de informa-
ción suplementaria produce una mejora en la efectividad del clasi�cador. En general,
se cuenta con un pequeño conjunto de datos etiquetados y un enorme conjunto de
datos sin etiquetar. La adición de muestras se lleva a cabo por la selección de aque-
llas que proporcionan más información. Posteriormente, el clasi�cador se vuelve a
entrenar con el nuevo conjunto de datos.

Esta técnica de aprendizaje se aplica de igual manera al problema de los con-
juntos de datos desbalanceados (Juszczak y Duin, 2003). En este caso, el pequeño
conjunto de datos de inicio cuenta únicamente con muestras positivas que son ele-
gidas aleatoriamente. Asimismo, la selección de nuevas muestras se basa en una
medida de con�dencia con el objetivo de lograr una selección dirigida y evitar la
aleatoriedad del método clásico. En esta misma línea, Ertekin y otros (2007) pro-
ponen seleccionar muestras de forma iterativa a partir de un pequeño conjunto de
datos. Al reducir la búsqueda a pequeñas regiones, el algoritmo consigue una mejora
en términos de coste computacional.

Un trabajo que consiste en remuestrear el conjunto de datos por la adición de
muestras no sintéticas es el propuesto por Barandela y otros (2003a). La estrategia
se apoya en el algoritmo conocido como descontaminación restringida (restricted
decontamination). El objetivo de dicho algoritmo es eliminar algunas muestras y
reetiquetar otras. Para el caso del desbalance, esta estrategia se aplica únicamente
a la clase mayoritaria, es decir, se eliminan y se cambian etiquetas de muestras
negativas, con lo cual se reduce la clase mayoritaria a la vez que se incrementa el
tamaño de la clase minoritaria.

3.3.1.2. Métodos de clasi�cación en entornos no balanceados

Cambiar la distribución a priori de las clases no es la única estrategia para mejorar
la efectividad del clasi�cador en entornos desbalanceados. Diversas aproximaciones,
conocidas como soluciones a nivel de algoritmos, tratan de adaptar las técnicas
existentes de clasi�cación al problema del desbalance presente en el conjunto de
datos. Algunas de éstas son:

1. Aprendizaje sensible el coste.

2. Algoritmos de clasi�cación con sesgo hacia la clase minoritaria.

3. Clasi�cadores de una clase.

El principal motivo por el que estas estrategias han conseguido popularidad se
debe al hecho de evitar cambiar la distribución de los datos. Sin embargo, su mayor
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desventaja radica en que, por lo general, las soluciones son especí�cas para un cierto
clasi�cador, lo cual las hace menos adaptables a diversos problemas.

3.3.1.2.1. Aprendizaje sensible al coste. En muchas aplicaciones reales, exis-
ten diferentes tipos de coste asociado a la toma de decisiones (Turney, 2000). En
el reconocimiento de formas, el aprendizaje sensible al coste estudia métodos para
diseñar y construir clasi�cadores capaces de utilizar costes asimétricos de errores
en sus algoritmos de aprendizaje. El objetivo en la clasi�cación basado en costes es
minimizar el coste del error por la elección de la clase con el menor riesgo condicional.

Los costes de los errores pueden ser descritos por una matriz cuadrada arbitraria
λ, donde λ(i, j) es el coste de asignar un ejemplo a la clase i cuando en realidad
pertenece a la clase j. Para expresar que una correcta clasi�cación no tiene coste,
los elementos de la diagonal principal son iguales a cero (Elkan, 2001).

Un coste de error asimétrico en un problema de dos clases implica que el valor
por clasi�car erróneamente un ejemplo de una clase es mucho más alto que el coste
de clasi�car incorrectamente un ejemplo de la otra clase, por lo cual el aprendizaje
sensible al coste se ha propuesto como una buena solución al problema del desba-
lance (Japkowicz y Stephen, 2002, McCarthy y otros, 2005, Weiss, 2004). Maloof
(2003) establece que las técnicas de aprendizaje sensible al coste asimétrico pue-
den emplearse con éxito para tratar el problema de las clases desbalanceadas dado
que, en estas situaciones, la clase con pocas muestras suele presentar un coste por
error más elevado (por ejemplo, en el caso de la detección de fraudes en tarjetas de
crédito (Chan y Stolfo, 1998)).

Las diversas técnicas de aprendizaje basadas en costes que se emplean en el
problema del desbalance pueden clasi�carse en dos grupos (Ling y Sheng, 2010):

1. Métodos directos (DCSL, Direct Cost-Sensitive Learning).

2. Métodos de meta-aprendizaje (CSML, Cost�Sensitive Meta-Learning).

Los métodos DCSL son aquellos que incorporan en el algoritmo de entrenamien-
to del clasi�cador la matriz de costes. Entre los algoritmos que se han adaptado
se encuentran las redes neuronales (Kukar y Kononenko, 1998), los árboles de de-
cisión (Drummond y Holte, 2000, Ling y otros, 2004, Pazzani y otros, 1994), las
máquinas de vectores soporte (Veropoulos y otros, 1999, Yang y otros, 2008), entre
otros.

Por su parte, los métodos CSML convierten un clasi�cador común en uno basado
en costes sin la necesidad de modi�car su algoritmo de aprendizaje. Este proceso de
conversión se obtiene por el preproceso del conjunto de entrenamiento original o por
el uso de la matriz de costes en la salida del clasi�cador.

El preproceso del conjunto de entrenamiento puede realizarse de dos formas
distintas: por ponderación de las muestras (Elkan, 2001, Zadrozny y otros, 2003) o
por remuestreo de las clases (Drummond y Holte, 2003, Maloof, 2003). En ambos
casos, la modi�cación se realiza tomando en cuenta los valores de la matriz de costes.
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Una estrategia muy popular que cambia la distribución del conjunto de datos
es el algoritmo MetaCost (Domingos, 1999). El objetivo es reetiquetar cada mues-
tra de entrenamiento por la estimación del riesgo de Bayes. Para ello, un sistema
de múltiple clasi�cación (por ejemplo, el Bagging) estima la probabilidad de cada
ejemplo. Finalmente, se entrena un clasi�cador no basado en costes con el conjunto
de datos reetiquetado.

Por otra parte, algunos métodos de remuestreo basados en costes presentan una
fuerte similitud con los métodos de submuestreo o sobremuestreo (Weiss y otros,
2007). En este sentido, alterar el ratio entre clases positiva y negativa equivale a
asignar un ratio de coste por error (Elkan, 2001). Por el contrario, Ciraco y otros
(2005) mencionan que cambiar la distribución de los datos no es equivalente a alterar
el ratio de costes.

Teniendo en cuenta estos dos anteriores puntos de vista opuestos sobre los ratios
de desbalance y de costes, Liu y Zhou (2006) proponen que los costes de errores de
una clase deberían ser normalizados por el número de muestras en dicha clase.

3.3.1.2.2. Algoritmos de clasi�cación con sesgo hacia la clase minorita-
ria. Los algoritmos de clasi�cación de este tipo son adaptados internamente en su
proceso de discriminación hacia la clase menos representada (Pazzani y otros, 1994,
Zhang y otros, 2004), ya sea mediante el empleo de un umbral (Kubat y otros, 1998)
o por las relaciones existentes entre ciertos atributos (Ezawa y otros, 1996).

Algunas propuestas están dirigidas a incorporar los diferentes pesos de error de
clases positiva y negativa en el algoritmo de entrenamiento. Como ejemplo de esto
último se encuentra el trabajo de Cohen y otros (2006) en el área de las SVM. La
incorporación de ambos pesos de error induce al clasi�cador a establecer una mejor
frontera de decisión. Imam y otros (2006), al contrario de la anterior propuesta,
incorpora un peso asociado a cada vector soporte de la clase positiva. Podemos
encontrar otras propuestas similares en Zhuang y Dai (2006), Quang y otros (2002)
y Eitrich y Lang (2005).

En lo que respecta a la regla del vecino más cercano, Tan (2005) propone ponde-
rar los k vecinos más cercanos asignando un mayor peso a aquellos que pertenecen
a la clase minoritaria. Cabe mencionar que este factor de ponderación no in�uye al
momento de determinar los vecinos más cercanos.

En la misma línea de emplear un factor de ponderación, se encuentra el algoritmo
IG-CBL (Information�Gain�weighted Case�Based Learning algorithm) (Cardie y
Nowe, 1997), el cual asigna a cada característica un peso calculado por ganancia de
información.

3.3.1.2.3. Clasi�cadores de una clase. En contraste con los problemas de
clasi�cación estándar, donde el objetivo es discriminar entre dos (o más) clases de
objetos, la clasi�cación de una clase intenta describir una única clase de objetos (la
clase objetivo) distinguiéndolos de cualquier otro posible objeto. Los clasi�cadores
de una clase (OCC, One-Class Classi�er) se entrenan para rechazar un objeto y
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etiquetarlo como salida falsa o valor atípico (outlier), siempre que no pueda asignarse
a la clase objetivo.

Los OCC se han propuesto como una solución alternativa al problema del des-
balance (Japkowicz y otros, 1995, Juszczak y Duin, 2003, Tax, 2001). Raskutti y
Kowalczyk (2004) demuestran que, en entornos con un alto ratio de desbalance y
una alta dimensionalidad con ruido, los OCC son una técnica de clasi�cación ro-
busta. Lee y Cho (2006) obtienen similares conclusiones empleando una máquina
de vectores soporte. Adicionalmente, mencionan que los OCC presentan un mejor
comportamiento en problemas donde el objetivo es discriminar una clase del resto
(problemas no-simétricos).

Generalmente, el proceso de aprendizaje de los OCC requiere que el conjunto
de entrenamiento contenga únicamente ejemplos de la clase objetivo. Sin embargo,
éstos pueden ser modi�cados para aceptar información de la otra clase (Lee y Cho,
2006).

3.3.1.3. Combinación de estrategias

Varios estudios sobre conjuntos desbalanceados presentan diversos puntos de vista
acerca de la mejor estrategia de solución para el problema del sesgo en los da-
tos (Chawla, 2003, Drummond y Holte, 2003).

Japkowicz y Stephen (2002) evalúan tres estrategias para tratar el problema
del desbalance: sobremuestreo, submuestreo y aprendizaje por costes de error. Los
resultados sobre conjuntos arti�ciales muestran que la tercera estrategia es más
efectiva que ambos métodos de remuestro en conjuntos de datos que presentan poca
complejidad y una talla media en el conjunto de entrenamiento. Cabe mencionar
que los algoritmos de sobremuestreo considerados en este estudio no crean ningún
nuevo ejemplo. Un estudio en esta misma línea sobre conjuntos reales lo presentan
McCarthy y otros (2005), con la diferencia de que ambas estrategias de remues-
treo son aleatorias. En un sentido que pudiera ser contradictorio a los trabajos de
Japkowicz y Stephen, McCarthy y otros mencionan que el aprendizaje basado en
costes presenta un mejor comportamiento en conjuntos de datos con más de 10, 000
ejemplos.

Por otra parte, Barandela y otros (2004) y Prati y otros (2004a) realizan experi-
mentos similares con el objetivo de comparar las diversas técnicas de sobremuestro
y submuestreo. En ambos casos, las conclusiones coinciden al indicar que reducir la
talla de la clase mayoritaria resulta efectivo para aquellos conjuntos de datos que
no presentan un ratio de desbalance severo. Por el contrario, si el conjunto de datos
está fuertemente desbalanceado, los algoritmos de sobremuestreo constituyen una
solución más apropiada.

A pesar de la existencia de diversos estudios con múltiples estrategias, no es
concluyente todavía bajo qué situaciones una solución presenta un mejor comporta-
miento que otras. Asimismo, las conclusiones actuales pudieran estar in�uenciadas
por otros factores, tales como el clasi�cador, la complejidad de los datos, la medida
de evaluación, etc. En relación a este punto, los trabajos experimentales de Hulse
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y otros (2007) muestran que la interpretación de los resultados presenta una fuer-
te dependencia de la medida de efectividad a emplear. En consecuencia, la decisión
acerca de la mejor técnica depende, en gran manera, de la naturaleza del clasi�cador
y de la medida de efectividad.

Como ya se ha comentado, la mayor crítica a las estrategias a nivel de datos
se re�ere al cambio que realizan sobre la distribución original del conjunto de en-
trenamiento. Por lo que respecta a las estrategias a nivel de algoritmos, su mayor
obstáculo radica en la difícil adaptación o modi�cación de dicha estrategia a otros
algoritmos o aplicaciones. Como alternativa a estas dos opciones, algunos investi-
gadores proponen emplear una combinación de estrategias de ambos niveles para
tratar el problema del desbalance (Ling y Li, 1998). El objetivo es aprovechar las
ventajas que cada uno de los métodos ofrece, logrando así métodos más robustos,
aunque con un incremento en términos de coste computacional.

La combinación de estrategias no sólo se lleva a cabo empleando las técnicas
de desbalance, sino que algunas propuestas buscan complementar tales técnicas con
metodologías ya establecidas, como suelen ser los sistemas múltiples de clasi�ca-
ción (Estabrooks y otros, 2004).

3.3.1.3.1. Sistemas de múltiple clasi�cación. Los sistemas múltiples de cla-
si�cación (ensembles) consisten en un conjunto de clasi�cadores entrenados indivi-
dualmente cuyas decisiones posteriormente son combinadas. Estos sistemas surgen
con el principal propósito de mejorar la precisión en la clasi�cación de nuevas mues-
tras (Hansen y Salamon, 1990).

Experimentos empleando esta técnica muestran que la precisión de las prediccio-
nes colectivas suelen ser mejores que la precisión de los clasi�cadores individuales.
Esta ventaja que presentan los ensembles hace atractiva su aplicación a problemas
desbalanceados.

En general, la mayoría de las propuestas existentes para tratar el desbalan-
ce mediante ensembles combinan dicha metodología con otras aproximaciones. Un
planteamiento de este tipo puede verse como una estructura formada por tres niveles
jerárquicos:

1. Nivel de entrada.

2. Nivel de expertos o ensemble.

3. Nivel de salida.

En el primer nivel, el conjunto de entrenamiento original puede ser preprocesado
por alguna técnica de reducción o �ltrado. A nivel de expertos, los clasi�cadores
individuales son entrenados empleando los conjuntos provenientes del primer nivel,
donde cada uno de estos clasi�cadores produce como única salida una etiqueta de
clase. En el nivel de salida, se combinan las decisiones individuales del ensemble
mediante algún esquema de toma de decisiones para determinar la clase de la muestra
de entrada.
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Estabrooks y Japkowicz (2001) diseñaron un esquema de combinación de clasi�-
cadores C4.5. En el nivel de entrada, el conjunto de entrenamiento es remuestreado
aleatoriamente a diferentes porcentajes. En particular, el nivel de expertos cuenta
con 20 clasi�cadores, 10 de los cuales son entrenados con datos sobremuestreados,
mientras que los 10 restantes son entrenados con conjuntos submuestreados. La de-
cisión �nal es tomada de acuerdo al esquema más simple de combinación: la votación
por mayoría.

En la misma línea de emplear conjuntos balanceados por submuestreo, se en-
cuentran los trabajos de Chan y Stolfo (1998) y de Barandela y otros (2003b). Este
último se caracteriza por establecer el número de clasi�cadores individuales por el
ratio de desbalance, es decir, la cantidad de clasi�cadores individuales (en este caso,
1−NN) se �ja en función de la diferencia entre la talla de la clase mayoritaria y la
talla de la clase minoritaria.

Los trabajos anteriores se caracterizan por emplear métodos aleatorios para re-
muestrear el conjunto de datos. Con la �nalidad de evitar las desventajas que pre-
sentan los métodos no dirigidos, He y otros (2005) proponen un ensemble de clasi�-
cadores C4.5 entrenados con conjuntos de datos sobremuestreados por el algoritmo
SMOTE. En cuanto a la toma de decisiones, el esquema utiliza una votación pon-
derada, donde aquellos clasi�cadores con una mejor tasa de exactitud basada en la
medida f cuentan con un peso mayor.

Como un paso previo al remuestreo, Kotsiantis y Pintelas (2003) proponen re-
ducir la dimensionalidad del conjunto de datos por selección de variables. Por otra
parte, es importante mencionar que este esquema se caracteriza por emplear clasi-
�cadores individuales de distinta naturaleza: C4.5, 5−NN y naïve Bayes.

A nivel de clasi�cadores, se emplean otros modelos complementarios, como el
boosting y los clasi�cadores en cascada, para tratar el desbalance. El boosting es
un algoritmo iterativo donde, en cada paso, se entrena el modelo de clasi�cación
sobre un conjunto diferente de muestras ponderadas. Después de cada iteración, se
actualizan los pesos de los ejemplos. El objetivo es incrementar los pesos de las
muestras erróneamente clasi�cadas, lo que ocasiona que cada nuevo clasi�cador se
enfoque más hacia las muestras clasi�cadas erróneamente en la iteración anterior.
Algunas propuestas basadas en este modelo son las siguientes:

Chawla y otros (2003b) diseñan el algoritmo SMOTEBoost basado en un com-
binación de SMOTE y boosting. El procedimiento de crear muestras sintéticas
asigna de manera indirecta una ponderación hacia la clase minoritaria.

Guo y Viktor (2004) combinan la generación de datos y boosting en un algorit-
mo llamado Databoost�IM. Este algoritmo identi�ca por boosting las muestras
de ambas clases difíciles de clasi�car. A partir de la identi�cación, se generan
nuevas muestras (de ambas clases) para ser incorporadas al conjunto original.

Joshi y otros (2001) exploran cuatro algoritmos de boosting, incluyendo una
versión basada en costes sobre conjuntos arti�ciales desbalanceados. Los cuatro
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algoritmos presentan variaciones en su forma de ponderación. El clasi�cador
elegido fue el C4.5.

Liu y otros (2006b) usan un ensemble de SVM entrenados sobre conjuntos
preprocesados por SMOTE y edición de Wilson.

Liu y Zhou (2006) diseñan el algoritmo EasyEnsemble, que consta de un grupo
de clasi�cadores entrenados por Adaboost cuyos subconjuntos de entrenamien-
to son aleatoriamente balanceados.

Molinara y otros (2007) exploran dos formas de crear subconjuntos balancea-
dos: aleatorio y basado en clustering. Este último método de partición permite
ubicar un clasi�cador en una región del espacio de representación en particular.

Sun y otros (2007) llevan a cabo una extensa experimentación empleando
diversos métodos de boosting basados en costes. Los resultados permiten con-
cluir que las aproximaciones de ensembles basados en costes incrementan la
tasa de reconocimiento sobre la clase minoritaria.

Viola y Jones (2001) construyen un método de clasi�cadores en cascada para
la detección de caras en secuencias de vídeo. La arquitectura puede verse como un
árbol de decisión, donde cada estado representa un clasi�cador que es entrenado
para detectar muchos de los objetos de interés mientras que se rechaza una cierta
fracción de muestras de no interés. Tomando como base esta estructura, Liu y otros
(2006a) diseñan el algoritmo BalanceCascade que, a diferencia del método clásico,
cada clasi�cador es entrenado con subconjuntos submuestreados, a la vez que se eli-
minan del conjunto original las muestras de la clase negativa que son erróneamente
clasi�cadas. En general, los resultados muestran que este método de ensemble pre-
senta mejores resultados que los métodos clásicos de remuestreo, principalmente en
bases de datos fuertemente desbalanceadas.

Finalmente, a nivel de salida, las decisiones �nales son tomadas por votación ma-
yoritaria, ponderación o media (Molinara y otros, 2007). Chawla y Sylvester (2007)
proponen ponderar cada clasi�cador del ensemble mediante el uso de algoritmos
genéticos.

3.3.1.3.2. Combinación de técnicas de remuestreo. Barandela y otros
(2004) indican que, para el caso de conjuntos con un alto ratio de desbalance, las téc-
nicas de sobremuestreo son la mejor opción para tratar el problema. Adicionalmente,
se eliminan casos de ambas clases mediante la edición de Wilson. Experimentos sobre
seis bases de datos reales muestran que la combinación de ambos métodos reduce la
talla del conjunto, a la vez que incrementa la tasa de reconocimiento.

En la misma línea, Batista y otros (2004) combinan SMOTE con dos algorit-
mos de submuestreo, links de Tomek y edición de Wilson, llegando a conclusiones
similares a las obtenidas por Barandela y otros.
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3.3.2. Evaluación de la efectividad de los clasi�cadores

Las métricas de evaluación más empleadas para medir la efectividad de los clasi-
�cadores son la tasa de errores y la tasa de aciertos (Dem²ar, 2006). Éstas, para
un problema de dos clases, pueden obtenerse fácilmente a partir de una matriz de
confusión1 como la mostrada en la Tabla 3.1.

Tabla 3.1: Matriz de confusión para un problema de dos clases

Predicción Positiva Predicción Negativa

Clase Positiva Verdadero Positivo (vp) Falso Negativo (fn)
Clase Negativa Falso Positivo (fp) Verdadero Negativo (vn)

Estas tasas pueden calcularse como

Acc =
vp+ vn

vp+ fn+ vn+ fp
(3.1)

y

Err =
fp+ fn

vp+ fn+ vn+ fp
(3.2)

Sin embargo, diversos experimentos han demostrado que, cuando las probabili-
dades a priori no se encuentran equilibradas, ambas medidas no resultan apropiadas
debido a que no consideran distintos tipos de errores. En consecuencia, estas mé-
tricas se muestran fuertemente sesgadas en favor de la clase mayoritaria (Daskalaki
y otros, 2006, Provost y Fawcett, 1997). Por ejemplo, considérese un problema bi-
nario cuya clase positiva contiene un 1% de objetos sobre el conjunto total; en tal
situación, una simple estrategia de asignar todas las muestras a la clase negativa
ofrecería una tasa de aciertos del 99%. Sin embargo, tal clasi�cador carecería de
valor alguno.

Las desventajas de estos evaluadores han motivado la búsqueda de medidas
alternativas. Algunos ejemplos sencillos son:

Tasa de Verdaderos Positivos (recall o sensitivity), es el porcentaje de ejemplos
positivos que son correctamente clasi�cados.

tvp =
vp

vp+ fn
(3.3)

Tasa de Verdaderos Negativos (speci�city), es el porcentaje de ejemplos nega-
tivos que son clasi�cados como positivos.

tvn =
vn

vn+ fp
(3.4)

1Cada columna de la matriz representa el número de predicciones de cada clase, mientras que
la �la representa a las instancias en la clase real.
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Tasa de Falsos Positivos, es el porcentaje de ejemplos negativos que son erró-
neamente clasi�cados.

tfp =
fp

vn+ fp
(3.5)

Tasa de Falsos Negativos, es el porcentaje de ejemplos positivos que son cla-
si�cados como negativos.

tfn =
fn

vp+ fn
(3.6)

Precision, conocida también como pureza, se de�ne como el porcentaje de
ejemplos que fueron etiquetados correctamente como positivos, con respecto a
todas las muestras que fueron etiquetadas como tal.

precision =
vp

vp+ fp
(3.7)

Recientemente, se han propuesto algunas métricas tomadas de otros dominios
para la evaluación de clasi�cadores en entornos desbalanceados. Algunos ejemplos
ampliamente conocidos son las curvas ROC (Receiver Operating Characteristic), el
área bajo la curva ROC (AUC, Area Under Curve), la media geométrica (Gm) y la
medida f . Otra métrica, aunque menos conocida, es la precisión optimizada (OP,
Optimized Precision) (Ranawana y Palade, 2006).

3.3.2.1. Curvas ROC

La curva ROC es una metodología de análisis desarrollada por ingenieros eléctricos y
de radar durante la Segunda Guerra Mundial, con la �nalidad de resolver problemas
prácticos en la detección de señales. La ventaja que proporciona este análisis ha mo-
tivado su uso en el area de la medicina para evaluar y visualizar el comportamiento
de los sistemas de diagnóstico (Swets, 1988).

En los últimos años, la utilización de las curvas ROC se ha extendido a otras
áreas muy diversas, como el aprendizaje automático y la minería de datos, en res-
puesta a tareas de clasi�cación con distribuciones de clases variantes y costes de
errores no uniformes (Spackman, 1989, Fawcett, 2006), situaciones en las que la
simple tasa de aciertos falla a la hora de evaluar la efectividad del clasi�cador (Pro-
vost y Fawcett, 1997).

El espacio de una curva ROC es un grá�co bidimensional que permite visualizar,
organizar y seleccionar clasi�cadores basados en su efectividad. Mediante esta re-
presentación es posible conocer la relación entre los bene�cios (verdaderos positivos)
y los costes (falsos positivos). La Figura 3.1 muestra un espacio ROC, cuyo eje Y
representa la tasa de verdaderos positivos y el eje X la tasa de falsos positivos (tfp).
En esta misma �gura, se encuentran cinco clasi�cadores etiquetados de las letras A
a la E.
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Figura 3.1: Espacio de una curva ROC

Un clasi�cador discreto es aquel cuyas salidas son etiquetas de clase. Cada clasi-
�cador discreto produce un par (tfp, tvp) que corresponde a un punto en el espacio
ROC. Los clasi�cadores en la Figura 3.1 son todos discretos.

En el espacio ROC, el punto (0, 0) indica que todos los ejemplos han sido eti-
quetados como de la clase negativa. El caso contrario sucede en el punto (1, 1) al
etiquetar todas los ejemplos como positivos. La clasi�cación perfecta ocurre en el
punto (0, 1), mientras que el caso de un clasi�cador con decisiones aleatorias viene
representado por la diagonal X = Y.

Informalmente, podemos decir que un punto en el espacio ROC es mejor que
otro si el primero está más al noroeste del segundo (tvp más alto, tfp más bajo, o
ambos). Los clasi�cadores que aparecen en el lado izquierdo de la �gura, cerca del
eje X, podrían considerarse como conservadores, ya que su decisión de clasi�car un
ejemplo como positivo ocurre si existe una fuerte evidencia, lo que puede provocar
una tfp muy baja. Por lo que respecta a los clasi�cadores que se ubican en el lado
derecho del espacio, éstos son considerados como liberales. En este caso, la tendencia
es a etiquetar como positivo un ejemplo teniendo una débil evidencia. Por supuesto,
lo anterior implica un aumento en el índice de falsos positivos. En la Figura 3.1, por
ejemplo, el clasi�cador A es más conservador que el B.

3.3.2.1.1. Curvas ROC con precision y posfrac. A pesar de las múltiples
ventajas que presentan las curvas ROC, algunas investigaciones muestran que, en
situaciones donde el sesgo cambia, esta forma de evaluar no permite expresar dicho
cambio. Landgrebe y otros (2006) proponen emplear en el eje X precision o pureza en
lugar de tfp. Esta medida indica la fracción de ejemplos clasi�cados correctamente
como positivos. Además, la medida precision es dependiente del grado de sesgo
presente en el conjunto de datos. Las curvas de precision-tvp (P-ROC, Precision-
Recall Characteristic) son conocidas también como curvas ROC bayesianas (B-ROC,
Bayesian ROC ) (Cárdenas y Baras, 2006).
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Una segunda variante de curvas ROC incorpora una medida de efectividad lla-
mada Posfrac, la cual se emplea en aquellas aplicaciones que requieren una segunda
fase de tratamiento manual de las salidas positivas del clasi�cador (Landgrebe y
otros, 2004) (por ejemplo, en los tests de exploraciones médicas).

Recientemente, algunos trabajos optan por otros métodos para visualizar el com-
portamiento del clasi�cador. Uno de éstos se re�ere a las curvas de costes (Drum-
mond y Holte, 2006), que de�nen un método grá�co en un espacio bidimensional

3.3.2.2. Área bajo la curva ROC

A partir de las curvas ROC, es posible obtener un sencillo valor numérico que
represente el comportamiento de un clasi�cador en el espacio ROC. Dicho valor se
obtiene al calcular la fracción del área total que se encuentra bajo la curva ROC,
llamada comúnmente AUC (ver Figura 3.2).
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Figura 3.2: Área bajo la curva ROC de un clasi�cador discreto

Algunos trabajos de Bradley (1997) evaluando varios clasi�cadores muestran las
ventajas de emplear AUC sobre la clásica medida de efectividad basada en aciertos.
Algunas de éstas son:

Es invariante a cambios en las probabilidades a priori de las clases.

Es un buen indicador del trabajo bien hecho por un esquema de clasi�cación.
Para clasi�cadores aleatorios o de una sola clase, sus valores son bajos.

Su escala se encuentra entre los valores 0 y 1.

Uno de los métodos más simples para calcular el AUC es por la sucesiva adición
de areas trapezoidales. Sin embargo, para el caso de un clasi�cador discreto con una
matriz de confusión (una única ejecución), es fácil demostrar que el AUC puede
calcularse de la siguiente manera (Sokolova y otros, 2006):

AUC =
tvp+ tvn

2
(3.8)
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Sin embargo, esta forma sencilla de evaluar que no requiere un análisis ROC,
puede producir el mismo resultado para diversas (y, posiblemente, antagónicas) com-
binaciones de tvp y tvn (Ferri y otros, 2003).

3.3.2.2.1. AUCPREC y Weighted-AUC. En la Sección 3.3.2.1, se comentó
que es posible sustituir la tfp de la curva ROC por precision con la �nalidad de
poder estimar con más exactitud los cambios en el sesgo de los datos. En este tipo de
curvas, también es posible calcular el área que se encuentra bajo ellas (AUCPREC).
Los valores del AUCPREC, al igual que AUC, pueden calcularse empleando una
aproximación trapezoidal. Adicionalmente, Landgrebe y otros (2006) proponen in-
corporar al cálculo del AUCPREC los valores de sesgo del conjunto de datos, en
una medida llamada IAUCPREC.

Por otra parte, Weng y Poon (2008) proponen calcular de la clásica curva ROC

un área bajo la curva ponderada (weighted-AUC ). Dicha medida se caracteriza por
realizar sucesivas sumas ponderadas de fracciones de áreas bajo la curva. La idea
es otorgar más importancia a aquellos clasi�cadores que están cerca de la parte
superior del espacio ROC.

3.3.2.3. Media geométrica

En el problema del desbalance, una de las métricas más empleadas es la media
geométrica (Gm) de tasas de aciertos por clase (Kubat y Matwin, 1997):

Gm =
√
tvp · tvn (3.9)

La media geométrica representa un punto en el espacio ROC y su objetivo es
maximizar la efectividad sobre ambas clases mientras se mantienen equilibradas.

Una propiedad importante de la media geométrica es su independencia de la
distribución de los datos entre las clases. Además, esta medida es no lineal.

3.3.2.4. Medida f

Otra métrica de la comunidad de la recuperación de información empleada en la
evaluación de clasi�cadores en entornos desbalanceados es la medida f ,

f =
(1 + β2) · tvp · precision

β2 · tvp+ precision
(3.10)

la cual, se de�ne a partir de precision y tvp. En principio, la medida f representa
una media armónica entre estas dos métricas.

El factor β es un parámetro que permite controlar de forma separada la in�uencia
de tvp y precision. En la mayoría de los casos, β es puesto a 1. Por tanto, la medida
puede ser reescrita como sigue:

f1 =
2 · tvp · precision
tvp+ precision

(3.11)
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Un valor alto de f1 indica que ambas, tvp y precision, son razonablemente altas.
A diferencias de las anteriores métricas, la medida f no considera, dentro de sus

cálculos, índices sobre la clase negativa. En este sentido, diversos investigadores no
la consideran idónea para evaluar clasi�cadores en entornos desbalanceados.

3.3.2.5. Media geométrica de tvp y precision

Trabajos de Daskalaki y otros (2006) muestran una propuesta para combinar precision
y tvp por medio de una media geométrica de ambas métricas,

Gpr =
√

precision · tvp (3.12)

Los resultados experimentales muestran que esta métrica presenta un compor-
tamiento similar al de la medida f .

3.3.2.6. Precisión optimizada

Recientemente, Ranawana y Palade (2006) han propuesto una nueva medida en el
área del desbalance llamada precisión optimizada (OP , Optimized Precision), que
se formula de la siguiente manera:

OP = Acc− |tvn− tvp|
tvn+ tvp

(3.13)

Esta métrica re�eja la diferencia entre la tasa de precisión global (Acc) y un
segundo término llamado índice de relación (RI, Relation Index ). Esté segundo
término indica qué tan balanceadas están las tasas de aciertos sobre las dos clases.
Valores altos de OP requieren altas tasas globales de acierto y tasas balanceadas
de aciertos por clase. No obstante, ha de señalarse que esta medida puede verse
fuertemente in�uenciada por la tasa de exactitud global.

3.3.3. Relación con otras complejidades

La tercera y última línea de investigación en el tema del desbalance se centra
en estudiar si el sesgo en los datos es el principal causante de la baja efectividad de
un clasi�cador. En diversos dominios de aplicación, los algoritmos de clasi�cación
son capaces de obtener altas tasas de reconocimiento en ambas clases, aún cuan-
do el conjunto de datos presente un alto ratio de desbalance (6.50% de ejemplos
pertenecen a la clase minoritaria, (Asuncion y Newman, 2007)).

Japkowicz y Stephen (2002) presentan uno de los primeros trabajos dirigidos a
analizar el efecto del desbalance en diversos clasi�cadores. Sus experimentos sobre
datos sintéticos generados con una serie de parámetros que controlan la complejidad,
la talla y el grado de desbalance, les permiten concluir que, en conjuntos separables
pocos complejos, el clasi�cador no se ve afectado por el desbalance presente en los
datos. Sin embargo, en conjuntos con un alto grado de complejidad, el sistema se hace
más sensible al sesgo de los datos. Esto sugiere que existe una fuerte dependencia
conjunta de otras fuentes de complejidad.
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Otras líneas de investigación buscan establecer el efecto conjunto del desbalance
y el solapamiento entre clases en algoritmos como los árboles de decisión (Prati y
otros, 2004a) y los clasi�cadores difusos (Visa y Ralescu, 2003). Ambos concluyen
que, a bajos niveles de solapamiento, cualquier ratio de desbalance puede conducir
a altas tasas de efectividad. En caso contrario, cuando existe un alto nivel de sola-
pamiento entre clases, la efectividad del clasi�cador decae a pesar de que el ratio de
desbalance sea mínimo. Asimismo, los resultados sugieren que en situaciones con ba-
jos niveles de desbalance y de solapamiento, este último tiene una mayor in�uencia
en el comportamiento del clasi�cador.

Por último, otros trabajos exploran la relación entre desbalance y casos raros.
Los casos excepcionales o raros son de�nidos como aquellos ejemplos que suceden
con poca frecuencia dentro de un dominio en áreas muy particulares del espacio
de características (Weiss, 1995). Trabajos de Jo y Japkowicz (2004) muestran que,
además del problema del desbalance entre clases, la presencia de casos raros (en una
clase o en ambas) afecta de manera negativa al comportamiento del clasi�cador.
Similares conclusiones se presentan en otro trabajo de Prati y otros (2004b).



Capítulo 4

Índice de precisión balanceada

Las medidas que evalúan la efectividad de un clasi�cador en entornos desbalancea-
dos, a pesar de considerar tasas de aciertos por clase, no suelen explicar la impor-
tancia de cada una de ellas sobre el índice global de rendimiento. En el presente
capítulo, se de�ne y fundamenta una nueva función que combina una métrica global
y un índice que mide cuán dominante es la clase con la mayor tasa de aciertos.

4.1. Introducción

Las medidas o funciones de efectividad evalúan el comportamiento de un clasi�cador
en un determinado ámbito, lo cual, realizado para un conjunto de modelos candi-
datos, permite compararlos con el objetivo de elegir el mejor. Esta comparación
empírica se realiza frecuentemente aplicando pruebas de signi�cancia estadística o
intervalos de con�anza a los resultados de varios clasi�cadores sobre una o más ba-
ses de datos (Dem²ar, 2006, Ferri y otros, 2009, Sokolova, 2006). Adicionalmente, se
emplean estas medidas como criterio de optimización en procesos de aprendizaje de
sistemas de clasi�cación (Ranawana y Palade, 2006).

Una de las medidas que más se emplean es la tasa global de aciertos del clasi�-
cador (en inglés, accuracy, a la que también nos referiremos como exactitud global)1.
Esta función es el cociente entre el número de muestras correctamente clasi�cadas y
la cantidad total de muestras del conjunto de datos. Sin embargo, al tratarse de una
medida de evaluación global, dicha función no distingue entre el número de aciertos
de las diferentes clases, asumiendo así una distribución uniforme de muestras por
clases y la no existencia de diferencias entre los distintos tipos de error. Debido a esta
particularidad, la exactitud global resulta inadecuada como medida de evaluación
en entornos con clases no balanceadas pues, a mayor nivel de desbalance, es más
probable que oculte resultados de clasi�cación de�cientes sobre la clase minoritaria
(o positiva).

Para ilustrar este comportamiento, se ha de�nido un experimento simple a partir
de una serie de cuatro conjuntos sintéticos de dos clases con solapamiento constante
y desbalance creciente. Una de las clases está compuesta por una cantidad �ja de
400 instancias (clase mayoritaria), mientras que la otra clase (la minoritaria) parte
del caso balanceado 1:1 hasta alcanzar la situación desbalanceada con una relación
de 1:8. En todos los casos, las muestras fueron generadas aleatoriamente siguiendo

1 Dem²ar (2006) indica que el 70% de los artículos presentados en la International Conference
on Machine Learning de 2003 emplearon este índice o, complementariamente, la tasa global de

errores
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distribuciones uniformes en un espacio de 2 dimensiones de tamaño 100×100. Por
último, se generaron 50 pares de conjuntos distintos de entrenamiento y evaluación,
por cada uno de los niveles de desbalance. La Figura 4.1(a) representa el caso del
conjunto de datos desbalanceado 1:8.

En la Figura 4.1(b), se pueden observar los resultados medios de clasi�cación
obtenidos con la regla 1−NN. El eje X representa el ratio mayoritaria/minoritaria
de desbalance, mientras que el eje Y agrupa la tasa global de aciertos (Acc) y la tasa
de aciertos sobre la clase positiva (o tasa de verdaderos positivos, tvp). Los resultados
re�ejan que, conforme aumenta el desbalance, crece el valor de Acc, manteniéndose
por encima del 0.90 a pesar de que tvp se reduce signi�cativamente. Esta situación
es aún más notoria en el caso extremo del desbalance 1:8, donde tvp ≈ 0.76 y
Acc ≈ 0.98.

Este comportamiento se puede explicar por el funcionamiento sesgado del modelo
1−NN, que favorece a la clase cada vez más representada, y por la naturaleza de la
tasa global de aciertos que no penaliza el sesgo del clasi�cador al considerar todos
los aciertos por igual (Daskalaki y otros, 2006, Drummond y otros, 2006, Folleco y
otros, 2008, Landgrebe y otros, 2006, Liu y otros, 2007, Provost y Fawcett, 1997).
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Figura 4.1: (a) Conjunto de datos con un desbalance 1:8 y (b) Resultados de clasi�cación.

Debido a este comportamiento de la métrica Acc en entornos desbalanceados, di-
versos investigadores han propuesto medidas de efectividad alternativas para evaluar
clasi�cadores en dichos contextos. Algunas de estas medidas ampliamente conocidas
son la curva ROC (Fawcett y Provost, 1997, Hernández-Orallo y otros, 2004, Provost
y Fawcett, 2001, Fawcett, 2006), el área bajo la curva ROC (AUC) (Bradley, 1997,
Jin y C.X.Ling, 2005, Hulse y otros, 2007, Wong y otros, 2006), la media geométrica
de tasas de acierto por clase (Kubat y Matwin, 1997, Kubat y otros, 1998) y la medi-
da f (Daskalaki y otros, 2006, Tan, 2005, Zhang y Mani, 2003). Otras medidas han
sido propuestas teniendo como base las anteriores, por lo cual son combinaciones de
tasas de error, de aciertos y precision. Entre éstas, podemos mencionar las curvas
P-ROC (Landgrebe y otros, 2006), las curvas B-ROC (Cárdenas y Baras, 2006), las
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curvas basadas en costes (Drummond y Holte, 2006), AUC con ponderación (Weng
y Poon, 2008) y precisión optimizada (Ranawana y Palade, 2006). Muchas de estas
funciones de evaluación son combinaciones aritméticas de tasas de errores y aciertos
evaluadas separadamente sobre cada clase, y que fueron formuladas para aliviar los
resultados sesgados de clasi�cación. Sin embargo, a pesar de esto, algunas de ellas
presentan las siguientes desventajas:

1. No consideran la magnitud, ni el sentido de la diferencia entre las tasas de
aciertos por clase, es decir, no re�ejan el sentido del sesgo del clasi�cador.

2. Las medidas basadas en precision ignoran por completo la información de la
tasa de aciertos de la clase negativa.

3. Producen el mismo resultado para in�nitas y diversas combinaciones de tasas
de aciertos en las clases negativa y positiva. Por ejemplo, dados dos resultados
hipotéticos de clasi�cación, [tvp = 0.5, tvn = 1] y [tvp = 0.71, tvn = 0.71],
la media geométrica (ver Ecuación 3.9) produce el mismo resultado, mientras
que AUC (ver Ecuación 3.8) produce un valor más alto para la primera con-
�guración, la cual podría admitirse como poco útil. Una situación más acen-
tuada ocurre cuando, para un par cualquiera [tvp, tvn], sus componentes son
intercambiadas, manteniéndose invariantes los resultados de AUC y Gm; por
ejemplo, en casos tan opuestos como [tvp = 0.5, tvn = 1] y [tvp = 1, tvn = 0.5].

La siguiente sección propone una nueva medida de evaluación de la efectividad
de la clasi�cación en problemas de 2 clases, que resuelve las desventajas anteriores y
que se de�ne a partir de la relación entre una medida global no sesgada y un índice
simple que evalúa la diferencia entre las tasas de aciertos sobre cada una de las dos
clases.

4.2. Una nueva medida de efectividad

Esta sección introduce una nueva medida que evalúa la efectividad de un clasi�cador
en problemas binarios no balanceados. La idea que subyace detrás de esta propuesta
es la de considerar, además de las tasas individuales por clases, la diferencia con signo
entre ambas tasas. El uso de esta información contribuirá a penalizar situaciones en
las que la tasa de éxito sobre la clase mayoritaria es mucho mayor que en la clase
minoritaria, así como a favorecer resultados con alta efectividad sobre la clase de
interés.

La nueva medida es una función que calcula el área de una región rectangular
en un espacio bidimensional que se ha denominado Grá�co de Precisión Balanceada
(BAG, Balanced Accuracy Graph). Este espacio se de�ne en función de dos medidas:
i) el cuadrado de la media geométrica de las tasas de acierto por clases, la cual es
una estimación no sesgada de la precisión global del clasi�cador, y ii) una expresión
simple, Índice de dominio, que mide cuán dominante es la clase más favorecida por
el clasi�cador.



56 Capítulo 4. Índice de precisión balanceada

4.2.1. Índice de dominio

Con la �nalidad de medir la magnitud y el sentido de la diferencia entre tvp y tvn, se
propone una sencilla función llamada índice de dominio (dominance), cuyo objetivo
es informar acerca de cuál es la clase prevalente y cuán signi�cativa es esta relación
de dominio. Este índice se formula de la siguiente manera:

dominance = tvp− tvn (4.1)

Debido a que tvp y tvn se encuentran en el rango [0,+1], dominance puede
tomar cualquier valor entre −1 y +1. Un valor de dominance de +1 representa
una clasi�cación perfecta sobre la clase positiva, pero fallando en todos los casos
negativos. Complementariamente, un valor de−1 corresponde a la situación opuesta.
Por otra parte, valores de dominance cercanos a 0 indican que las tasas de aciertos
entre clases están signi�cativamente balanceadas. Sin embargo, cualquier valor de
dominance podría representar diferentes escenarios. Así, dominance = 0 puede
corresponder al caso óptimo tvp = tvn = 1, pero también a la dramática situación
tvp = tvn = 0. En la práctica, dominance puede entenderse como un indicador del
balance entre tvp y tvn.

Esta circunstancia sugiere la necesidad de considerar la información que aporta
dominance conjuntamente con otra medida capaz de evaluar, sin sesgo, la efectividad
global del clasi�cador.

4.2.2. Grá�co de precisión balanceada

En esta sección, se presenta el grá�co de precisión balanceada (BAG), el cual es
una herramienta que permite visualizar y evaluar el comportamiento de cualquier
clasi�cador desde la perspectiva conjunta de la media geométrica y el dominance.
Con la �nalidad de proveer sencillez al modelo, se emplea la media geométrica al
cuadrado (Gm2), en lugar de la versión original con raíz cuadrada.

La Figura 4.2 muestra el grá�co BAG, el cual, para un clasi�cador cualquie-
ra, permite expresar en un sistema de coordenadas bidimensional la relación entre
dominance en el eje X y Gm2 en el eje Y. A partir de este espacio, es posible repre-
sentar el comportamiento de un clasi�cador como un par (d, g) que corresponde a un
punto en este grá�co, siendo d y g los valores de dominance y Gm2, respectivamente.

Dentro del espacio BAG, es posible destacar diversos puntos importantes. El
punto superior central (0,+1) representa la situación de un clasi�cador perfecto
(tvp = tvn = 1), mientras que los puntos (−1, 0) y (+1, 0) corresponden a los casos
extremos de tvn = 0, tvn = 1 y tvp = 1, tvn = 0, respectivamente.

Los puntos (−1,+1) y (+1,+1) representan situaciones no factibles pues, al ser
dominance igual +1 o −1, algunas de las dos tasas de aciertos es 0, por lo cual
es imposible que Gm produzca valores mayores a 0. En realidad, existe un número
in�nito de puntos en BAG que representan casos imposibles. La Figura 4.3 muestra
en color gris la región que contiene las combinaciones posibles de dominance y Gm2.
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Figura 4.2: Grá�co de precisión balanceada: el punto óptimo (dominance = 0 y Gm2 = 1)
que da lugar al rectángulo con área máxima.
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Figura 4.3: Región que contiene las combinaciones posibles de dominance y Gm2.

4.2.3. Índice de precisión balanceada

A partir de un punto (d, g), es posible obtener un valor numérico que represente
la relación entre dominance y Gm2. Para este �n, se propone emplear el área del
rectángulo formado por los vértices (−1, 0),(−1, g) y (d, 0) (ver la Figura 4.2 para el
caso de d = 0 y g = 1). El cálculo de dicha área rectangular, a la que denominaremos
índice de precisión balanceada (IBA, Index of Balanced Accuracy), se expresa por
medio de la siguiente ecuación:

IBA = (1 + dominance) ·Gm2 (4.2)

Al sustituir, en la ecuación anterior, dominance y Gm2 por sus expresiones en
términos de tvp y tvn, la función resultante provee detalles útiles para una mejor
comprensión acerca de cómo IBA establece la relación entre ambas medidas.
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IBA = (1 + (tvp− tvn)) · tvp · tvn (4.3)

La propia naturaleza de IBA bene�cia a aquellos clasi�cadores que presenten
mejores resultados sobre la clase positiva. Con la �nalidad de moderar la importancia
de dominance sobre los resultados globales de clasi�cación, se añade un parámetro
0 ≤ α ≤ 1 tal y como muestra la siguiente expresión,

IBAα = (1 + α · (tvp− tvn)) · tvp · tvn (4.4)

Cambios signi�cativos en el comportamiento de IBA se obtienen para α ≤ 0.5.
En este sentido, si α = 0, la función IBA se reduce a Gm2. Por otra parte, obsérvese
que el primer factor de la Ecuación 4.3 se encuentra dentro del rango [1−α, 1+α],
por lo que dicha función puede ser vista como una ponderación de Gm2.

IBA puede tomar valores entre 0 y+1, representando este último el valor del área
del rectángulo más grande posible, el cual se corresponde con el punto dominance =

0 y Gm2 = 1 y que resulta de la clasi�cación óptima. En la Figura 4.4, se muestra el
valor de IBA como una función de tvn y tvp, mostrando que el máximo +1 ocurre
para tvp = tvn = 1. Esto también podría demostrarse analíticamente mediante la
optimización de la expresión matemática de IBA (ver Ecuación 4.4)
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Figura 4.4: Función IBA.

Finalmente, es importante mencionar que la incorporación del parámetro α no
afecta al rango de resultados de IBA, tal y como se puede observar en las Figuras
4.5(a) y 4.5(b).

4.2.4. Un ejemplo teórico

Con la �nalidad de mostrar las diferencias de IBAα con respecto a otras medidas de
evaluación del clasi�cador, en esta sección se desarrolla un ejemplo arti�cial a partir
de cuatro posibles resultados de clasi�cación. A pesar de que en el problema del des-
balance se han empleado con éxito diversas métricas basadas en precision/pureza,
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Figura 4.5: Función IBAα.

en nuestro caso, éstas se omitirán debido a su naturaleza enfocada a evaluar única-
mente el comportamiento del clasi�cador sobre la clase positiva.

Sea f(θ) un clasi�cador que depende de un conjunto de parámetros θ, de cuya
optimización dependerá la capacidad del clasi�cador para diferenciar las dos clases
de un problema desbalanceado con un ratio de 1:10. A partir de un conjunto T de
entrenamiento, se obtienen cuatro posibles con�guraciones (θ1, θ2, θ3, θ4) con sus
correspondientes clasi�cadores f(θi), los cuales son evaluados sobre un conjunto V

de validación con distintas métricas. La Tabla 4.1 muestra valores hipotéticos de tvp
y tvn para cada con�guración.

Como se puede observar, las con�guraciones θ1 y θ4 corresponden a situaciones
con comportamientos fuertemente sesgados, mientras que θ2 y θ3 muestran una
menor diferencia entre los valores de tvp y tvn. El objetivo de este ejemplo es juzgar
la elección de cada medida a partir de la valoración empírica de la utilidad de la
con�guración seleccionada.

De las cuatro con�guraciones, AUC y Acc sugieren que las asociadas a los casos
más sesgados θ1 y θ4 representan la mejor opción sobre el resto. Este comportamiento
es aún más acentuado para Acc, la cual depende fuertemente de la tasa de aciertos
sobre la clase mayoritaria. Por lo que respecta a Gm, esta medida propone alguna
de las con�guraciones moderadas θ2 y θ3, pero no es capaz de distinguir entre ellas
e ignora que la clase minoritaria es usualmente la de mayor importancia. Asimismo,
mientras que Gm no distingue entre ambas con�guraciones, OP se inclina por θ2
antes que por θ3, como resultado de la in�uencia que ejerce Acc en el cálculo de
dicha medida. Con respecto a IBA, la versión con α = 0.1 sugiere que θ3 es la
mejor opción, la cual corresponde al caso moderado con el valor más alto de tvp.

Por otra parte, los resultados de IBA1 e IBA0.5 muestran la tendencia de IBAα

a favorecer altas tasas de tvp. En consecuencia, como se comentó en la Sección 4.2.3,
la fuerte in�uencia de dominance justi�ca la necesidad de añadir el parámetro α

para ponderar o disminuir la importancia de este término. Los ejemplos sintéticos
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Tabla 4.1: Ejemplo teórico en resultados de clasi�cación (tvp, tvn) hipotéticos, y valores
de medidas de efectividad (los mejores resultados han sido resaltados).

tvp tvn Acc Gm AUC OP IBA1 IBA0.5 IBA0.1

θ1 0.550 0.950 0.914 0.723 0.750 0.647 0.314 0.418 0.502
θ2 0.680 0.810 0.798 0.742 0.745 0.711 0.479 0.515 0.544
θ3 0.810 0.680 0.692 0.742 0.745 0.605 0.622 0.587 0.558

θ4 0.950 0.550 0.586 0.723 0.750 0.320 0.732 0.627 0.543

anteriores sugieren que valores pequeños de α (por ejemplo, α = 0.1) consiguen
corregir este efecto negativo. Por tal motivo, en las siguientes secciones, se empleará
IBAα con α = 0.1

4.3. Análisis teórico de IBA

En la sección anterior, mediante un ejemplo sencillo, se mostró el comportamiento
y las ventajas que presenta IBAα al ser empleada para evaluar la efectividad de los
clasi�cadores en entornos desbalanceados. En esta sección, se presentan dos estudios
teóricos que aportan análisis complementarios sobre IBAα y que corroboran su
utilidad con respecto a otras métricas en conjuntos de datos desbalanceados de dos
clases.

El primer estudio consiste en el cálculo de los coe�cientes de correlación de Pear-
son entre cada par de medidas, a partir de diversas colecciones de datos sintéticos
que simulan la salida de un clasi�cador. Estos datos han sido generados aleato-
riamente considerando diversos niveles de desbalance. El objetivo es conocer cuán
correlacionada está IBAα con otras medidas que pueden ser aceptadas como bue-
nas o malas opciones en problemas desbalanceados, así como las valoraciones que
producen distintas medidas de efectividad.

El segundo estudio está enfocado a analizar la estabilidad de una métrica de
evaluación ante diversos cambios sobre la matriz de confusión. En principio, una
métrica robusta debe ser capaz de detectar cualquier cambio en la matriz de confu-
sión, pues éste de�ne un nuevo escenario de clasi�cación. Sin embargo, el no registrar
dicho cambio puede implicar una ventaja o desventaja dependiendo del propósito
del aprendizaje. Con relación a esto, se presenta una comparación entre métricas de
efectividad en lo que se re�ere a cuán sensibles son en presencia de cambios en la
matriz.

4.3.1. Análisis por correlación de Pearson

Diversas investigaciones sobre medidas de efectividad sostiene que la similitud entre
un par cualquiera puede ser evaluada a través de la correlación de Pearson (Ferri
y otros, 2009, Tan y otros, 2002). En el presente estudio, se calcula esta correla-
ción entre IBA y diversas medidas a partir de cinco colecciones que representan
las salidas arti�ciales de un clasi�cador, las cuales fueron generadas de acuerdo al
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método propuesto por Huang y Ling (2007). El objetivo es valorar la similitud de
la nueva métrica de efectividad con respecto al resto de las métricas habitualmente
empleadas en el ámbito de las distribuciones desbalanceadas.

En este trabajo se denomina salida correcta de un clasi�cador a una lista de
talla n con valores entre 0 y 1, los cuales se de�nen para n muestras como la pro-
babilidad pi = i

n de pertenecer a la clase positiva. A partir de esta lista original
o patrón, se generó una serie de listas modi�cadas variando aleatoriamente cada
probabilidad original pi en el rango [max(0, pi − ε),min(1, pi + ε)]. Sin embargo,
a diferencia del trabajo de Huang y Ling, la lista patrón se de�nió considerando
un nivel particular de desbalance en la asignación de las probabilidades originales.
Así, para un ratio de desbalance de 1:3, al primer 75% de muestras de la lista se le
asignaron probabilidades en el rango [0, 0.5] (clase negativa), mientras que el resto
(25%) fueron asociadas a probabilidades en el rango (0.5, 1] (clase positiva). Por
lo que respecta a las listas modi�cadas, éstas fueron generadas haciendo �uctuar
aleatoriamente las probabilidades originales p de las muestras de la clase negativa
en el rango [max(0, p− εn),min(1, p+ εn)], mientras que las probabilidades p de las
muestras positivas fueron generadas en el rango [max(0, p− εp),min(1, p+ εp)].

El uso dos términos de distorsión, εn y εp para la clase negativa y positiva,
respectivamente, tiene por objetivo simular diferentes escenarios de un clasi�cador
con aprendizaje sesgado. Es decir, para εn > εp, una mayor proporción de muestras
de la clase negativa será erróneamente clasi�cada, mientras que cuando εn < εp
la clase más afectada corresponderá a la positiva. En la Tabla 4.2, se muestra un
ejemplo de una lista patrón para 12 muestras y un ratio de desbalance de 1:3, así
como dos listas modi�cadas obtenidas de (εn = 0.3, εp = 0) y (εn = 0, εp = 0.3),
respectivamente. En el caso de la primera lista modi�cada, P1, las salidas simulan
un clasi�cador cuyo aprendizaje está enfocado a la clase positiva, mientras que en
la segunda lista, P2, los resultados representan un clasi�cador sesgado que favorece
a la clase negativa.

Tabla 4.2: Un ejemplo de una lista original (T) y dos listas alteradas (P1 y P2) para un
desbalance de 1:3. Los elementos en negrita representan las muestras etiquetadas errónea-
mente.

T 0.06 0.11 0.17 0.22 0.28 0.33 0.39 0.44 0.5 0.67 0.83 1.0
� � � � � � � � � + + +

P1 0.0 0.0 0.23 0.52 0.26 0.49 0.55 0.24 0.61 0.67 0.83 1.0
� � � + � � + � + + + +

P2 0.06 0.11 0.17 0.22 0.28 0.33 0.39 0.44 0.5 0.45 0.57 1.0
� � � � � � � � � � + +

Se generaron cinco colecciones de salidas de clasi�cación considerando cinco nive-
les diferentes de desbalance, los cuales son expresados en términos del porcentaje de
muestras de la clase positiva: 5%, 10%, 15%, 20% y 25%. Cada una las colecciones
la conforman un total de 130 listas: 10 listas por cada una de las 13 combinaciones
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de términos de distorsión desde (εn = 0.6, εp = 0) hasta (εn = 0, εp = 0.6) con saltos
de (−0.05, 0.05) y cumpliendo εn + εp = 0.6.

A partir de cada una de las colecciones de datos, se construyó una matriz inde-
pendiente de correlación entre todos los pares de métricas de efectividad empleadas
en este análisis: tvp, tvn, Acc, Gm, Op e IBA0.1. Con la �nalidad de facilitar la
comprensión de los resultados, los coe�cientes de correlación han sido representa-
dos en diagramas como los de la Figura 4.6. Cada diagrama está vinculado a una
medida especí�ca y muestra los coe�cientes de correlación (eje X) y los diferentes
porcentajes de muestras de la clase positiva (eje Y).

Los diagramas de la Figura 4.6 permiten obtener diversas conclusiones intere-
santes relacionadas con la medida IBA0.1. Partiendo de la Figura 4.6(a), IBA0.1

muestra la correlación más pequeña con respecto a Acc, lo cual parece conveniente
dado el comportamiento sesgado de esta medida al evaluar clasi�cadores en entornos
desbalanceados. En términos absolutos, IBA0.1 presenta coe�cientes de correlación
ligeramente más bajos que AUC y Gm, los cuales inclusive son positivos. Sin em-
bargo, a pesar de esta diferencia, IBA0.1 guarda una relación directa con ambas
métricas al tener altas correlaciones positivas próximas a 1 (ver Figuras 4.6(b) y
4.6(c)). Esto sugiere que la nueva métrica puede resultar idónea para evaluar la
efectividad de los clasi�cadores en datos con distribuciones no balanceadas.

Con respecto a las métricas básicas tvp y tvn, en las Figuras 4.6(d) y 4.6(e),
respectivamente, IBA0.1 aparece más positivamente correlacionada con tvp. Esta
comparación parece favorable a IBA0.1, pues tvp representa la efectividad sobre la
clase positiva, que es generalmente la clase más importante. En sentido opuesto,
IBA0.1 presenta correlaciones negativas y bajas con tvn, que es la tasa de exacti-
tud sobre la clase mayoritaria y que, usualmente, conduce a resultados sesgados de
clasi�cación. Pese a que AUC y Gmean muestran bajas correlaciones con respecto
a tvn, sus coe�cientes son aún positivos.

A pesar de que OP se ha propuesto como una métrica especialmente apropiada
para entornos desbalanceados, estos análisis indican que presenta una fuerte corre-
lación con Acc y tvn. Este hecho se con�rma al analizar la Ecuación 3.13, en la que
se aprecia de forma clara la dependencia directa de OP del valor de Acc.

4.3.2. Análisis de las propiedades invariantes de las medidas

Este segundo análisis está enfocado a estudiar el comportamiento de una medida
en base a sus propiedades invariantes con respecto a cuatro cambios básicos en
la matriz de confusión: i) inversión de la matriz, ii) modi�cación en el número
de verdaderos negativos, iii) modi�cación en el número de falsos positivos y, iv)
escalado de columnas (Tan y otros, 2002, Sokolova y otros, 2006, Sokolova, 2006,
Sokolova y Lapalme, 2007, 2009).

Una vez que se ha producido un cambio en la matriz de confusión, la invariancia
de una medida informa que ésta no es capaz de distinguir la nueva con�guración
de la anterior. En general, en esta tesis, se asume que una métrica de efectividad
robusta debe ser capaz de detectar cada una de las transformaciones sobre la matriz
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Figura 4.6: Diagramas de coe�cientes de correlación de Pearson entre las medidas de
efectividad consideradas.

de confusión.

En esta sección, se emplean las cuatro propiedades invariantes propuestas por
Sokolova y otros (2006) para demostrar la sensibilidad de IBA0.1 en comparación
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al resto de las métricas. Para la matriz de confusión mostrada en la Tabla 3.1, estas
cuatro propiedades pueden ser de�nidas de la siguiente manera:

p1 Invariante a intercambios entre las cantidades de verdaderos positivos (vp) con
verdaderos negativos (vn) y de falsos negativos (fn) con falsos positivos (fp).

p2 Invariante a cambios en la cantidad de vn, mientras que el resto de entradas de
la matriz se mantienen constantes.

p3 Invariante a cambios en el número de fp, mientras que el resto de las entradas
de la matriz se mantienen constantes.

p4 Invariante a escalados en los índices de efectividad por clases: vp→ k1vp, vn→
k2vn, fp→ k1fp, fn→ k2fn, para k1k2 > 0.

La Tabla 4.3 muestra las medidas consideradas en este estudio y el cumplimiento
o no de las propiedades invariantes antes enumeradas. Como se puede observar, la
tasa de exactitud global (Acc) no es capaz de distinguir vp de vn y fn de fp (p1),
de modo que no detecta la asimetría en los resultados de clasi�cación, mientras que
Gm, AUC y OP presentan esta misma propiedad invariante. Por lo que respecta
a precision y la medida f1, ambas no son capaces de detectar cambios en vn (p2),
ya que están enfocadas a evaluar la efectividad sobre la clase positiva. Finalmente,
IBAα es capaz de detectar los cuatro tipos de transformaciones analizadas y, por
tanto, se puede concluir que esta métrica es más sensible que el resto de las medidas
con respecto a las cuatro propiedades de�nidas.

Tabla 4.3: Propiedades invariantes. '+' y '�' indican la invariancia y variancia, respecti-
vamente.

`````````````̀Métrica
Propiedades

p1 p2 p3 p4

Acc + � � �
tvp � + + �
tvn � � � �
Precision � + � +
f1 � + � �
Gm + � � �
AUC∗ + � � �
OP + � � �
IBAα � � � �
* Valido para la situación de un único resultado de clasi�cación.

4.4. Experimentos en bases de datos reales

Con el objetivo de validar la utilidad y la consistencia de IBAα, se llevó a cabo
un experimento de clasi�cación para comparar IBA0.1 con otras métricas, tales
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Tabla 4.4: Conjuntos de datos usados en los experimentos.

Muestras Positivas Muestras Negativas Clases Clase Mayoritaria

Breast 81 196 2 1
Ecoli 35 301 8 1,2,3,5,6,7,8
German 300 700 2 1
Glass 17 197 9 1,2,4,5,6,7,8,9
Haberman 81 225 2 1
Laryngeal2 53 639 2 1
Lettera 789 19211 26 2, . . . 26
Phoneme 1586 3818 2 1
Optidigts 554 5066 10 1,2,3,4,5,6,7,8,10
Pendigits 1055 9937 10 1,2,3,4,5,7,8,9,10
Pima 268 500 2 1
Satimage 626 5809 7 1,2,3,5,6,7
Scrapie 531 2582 2 1
Segmentation 330 1980 6 1,2,3,4,6
Spambase 1813 2788 2 1
Vehicle 212 634 4 2,3,4
Yeast 429 1055 10 1,3,4,5,6,7,8,9,10

como Acc, Gm, AUC y OP . Para ello, se empleó un total de 17 bases de da-
tos reales, de las que la mayoría fue obtenida del UCI Machine Learning Data-
base Repository (Asuncion y Newman, 2007) y el resto de una biblioteca priva-
da (http://www.vision.uji.es/~sanchez/Databases/). La lista la conforman 8 bases
de datos de dos clases y 9 de naturaleza multiclase, siendo estas últimas convertidas
a conjuntos de dos clases manteniendo una clase original (minoritaria) y uniendo el
resto para formar la clase mayoritaria. Por ejemplo, en el conjunto de datos Vehicle,
las muestras de las clases 2, 3 y 4 fueron unidas para formar la clase mayoritaria
(negativa), mientras que la clase 1 fue elegida como la clase minoritaria (positiva).
La Tabla 4.4 ofrece detalles adicionales para cada una de las bases de datos, como
la cantidad de muestras de las clases y la clase elegida como minoritaria.

De los conjuntos de datos indicados en la Tabla 4.4, se han incluido para este
análisis los resultados de cinco casos que representan diversas situaciones de des-
balance. El ratio minoritaria/mayoritara para cada una de estas bases de datos es:
Breast (0.41), Vehicle (0.33), Glass (0.09), Satimage (0.11) y Laryngeal2 (0.08). El
resto de resultados se pueden encontrar en el Anexo A de esta tesis.

Para cada uno de estos conjuntos de datos, las métricas de efectividad arriba
mencionadas se calcularon a partir de 10 particiones de validación cruzada con 5
repeticiones, donde los conjuntos resultantes fueron usados para entrenar/evaluar
diversos clasi�cadores: la regla del vecino más cercano (1−NN) (Aha y otros, 1991),
una red neuronal del tipo perceptron multicapa (MLP), una máquina de vectores
soporte (SVM) (Platt, 1998), un árbol de decisión (J48) (Quinlan, 1993), el algoritmo
naïve Bayes (NBC) (Duda y otros, 2001) y una red de funciones de base radial
(RBF). Todos estos algoritmos fueron tomados del kit de herramientas Weka (Witten

http://www.vision.uji.es/~sanchez/Databases/
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y Frank, 2005), empleando para todos ellos la correspondiente con�guración por
defecto.

4.4.1. Análisis de resultados experimentales

La Tabla 4.5 muestra los resultados de los seis clasi�cadores en términos de las cinco
métricas de efectividad antes referidas, así como de las tasas de exactitud por clase
(tvp y tvn).

El estudio presentado en esta sección tiene por objetivo analizar la elección del
mejor clasi�cador que se deriva de cada una de las medidas y, en particular, la
decisión resultante de IBA0.1.

Obsérvese que, como se esperaba, la tasa de exactitud global (Acc) resulta inade-
cuada para evaluar la efectividad del clasi�cador en entornos desbalanceados, mien-
tras que IBA0.1, en todas las bases de datos, establece como mejor modelo el clasi-
�cador que presenta una alta tasa de aciertos sobre la clase positiva (tvp). El resto
de las métricas, por lo general, suelen verse afectadas por las altas tasas de aciertos
en la clase negativa (tvn), minimizando con esto la relevancia de tvp.

Centrando el análisis sobre cada una de las bases de datos, se puede observar
que, en el caso de Breast, los clasi�cadores 1−NN y NBC obtienen resultados muy
similares en términos de tvp y tvn. No obstante, OP e IBA0.1 sugieren como mejor
clasi�cador el 1−NN debido a que sus tasas de efectividad por clase están más
balanceadas. Por lo que respecta al resto de las métricas, la tendencia hacia NBC
está marcada por su menor error global, producto de la fuerte in�uencia que ejerce
la clase mayoritaria.

Un comportamiento similar se puede observar en el conjunto de datos Vehicle,
donde IBA0.1 y OP destacan a SVM como el mejor modelo de clasi�cación, mientras
que el resto de métricas sugieren a MLP. Una vez más, esta diferencia se puede
explicar al calcular los valores de dominance, en donde, para el caso de SVM, indican
que las tasas de acierto entre ambas clases están más balanceadas que las obtenidas
por MLP. No obstante, IBA0.1 obtiene para MLP prácticamente el mismo valor que
para SVM.

Los resultados sobre el conjunto Glass revelan que la clase positiva se ve fuer-
temente afectada por el desbalance, lo cual se ve re�ejado en los resultados de la
mayoría de los clasi�cadores. IBA0.1 opta por NBC, el cual presenta el valor más
alto de tvp y, además, éste es mayor que tvn. Por el contrario, Gm, AUC y OP se
inclinan por J48, caso en el que la tasa de aciertos sobre la clase positiva es muy
baja.

Satimage representa un caso evidente, en el que todas las métricas (excepto Acc)
dan como mejor clasi�cador a NBC. Puede observarse que ambas tasas de acierto
por clase, tvp y tvn, son su�cientemente altas y se encuentran bastante balanceadas.
Finalmente, en Laryngeal2, Gm, AUC e IBA0.1 pre�eren a NBC, el cual claramente
presenta el mejor rendimiento. Por lo que se re�ere a OP , esta medida se inclina
por MLP debido a que se ve afectada por la tasa de aciertos global, la cual coincide
en esta decisión.
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Tabla 4.5: Resultados experimentales (en negrita mejores valores para cada métrica).

Breast
tvp tvn Acc Gm AUC OP IBA0.1

1−NN 0.454 0.761 0.671 0.588 0.608 0.419 0.335
MLP 0.368 0.845 0.705 0.558 0.606 0.312 0.296
SVM 0.328 0.864 0.708 0.533 0.596 0.258 0.269
NBC 0.402 0.865 0.730 0.590 0.634 0.365 0.332
J48 0.321 0.891 0.724 0.535 0.606 0.254 0.270
RBF 0.390 0.867 0.728 0.582 0.629 0.348 0.322

Vehicle
tvp tvn Acc Gm AUC OP IBA0.1

1−NN 0.458 0.844 0.747 0.622 0.651 0.451 0.372
MLP 0.617 0.909 0.835 0.749 0.763 0.644 0.544
SVM 0.645 0.864 0.809 0.747 0.755 0.664 0.545
NBC 0.614 0.718 0.692 0.664 0.666 0.614 0.436
J48 0.509 0.862 0.774 0.663 0.686 0.517 0.424
RBF 0.397 0.870 0.752 0.588 0.634 0.378 0.329

Satimage
tvp tvn Acc Gm AUC OP IBA0.1

1−NN 0.705 0.960 0.935 0.823 0.833 0.782 0.660
MLP 0.637 0.966 0.934 0.785 0.802 0.729 0.596
SVM 0.000 1.000 0.903 0.000 0.500 -0.097 0.000
NBC 0.870 0.815 0.820 0.842 0.843 0.788 0.713
J48 0.550 0.959 0.919 0.726 0.755 0.648 0.506
RBF 0.000 1.000 0.903 0.000 0.500 -0.097 0.000

Glass
tvp tvn Acc Gm AUC OP IBA0.1

1−NN 0.318 0.948 0.898 0.549 0.633 0.400 0.282
MLP 0.141 0.969 0.903 0.370 0.555 0.157 0.125
SVM 0.000 0.991 0.912 0.000 0.495 -0.088 0.000
NBC 0.753 0.444 0.468 0.578 0.598 0.210 0.344
J48 0.353 0.963 0.915 0.583 0.658 0.451 0.319
RBF 0.000 0.999 0.920 0.000 0.499 -0.080 0.000

Laryngeal2
tvp tvn Acc Gm AUC OP IBA0.1

1−NN 0.694 0.970 0.949 0.821 0.832 0.783 0.655
MLP 0.770 0.979 0.963 0.868 0.875 0.844 0.738
SVM 0.672 0.942 0.922 0.796 0.807 0.754 0.616
NBC 0.943 0.844 0.851 0.892 0.894 0.796 0.804
J48 0.638 0.980 0.954 0.791 0.809 0.742 0.604
RBF 0.558 0.985 0.952 0.742 0.772 0.676 0.526
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4.5. Conclusiones

La mayoría de las métricas de evaluación de la efectividad de un clasi�cador em-
pleadas en entornos desbalanceados son combinaciones de tasas de aciertos (errores)
por clase. Sin embargo, ninguna de estas métricas, a excepción de OP , tiene en
cuenta la información acerca del grado de balance que existe entre dichas tasas. Por
tanto, estas métricas no re�ejan cuán dominante es la tasa de aciertos de la clase
más bene�ciada por el clasi�cador.

Con la �nalidad de poder solventar esta limitación, se ha propuesto un nuevo
método de evaluación que permite medir la efectividad de un sistema de clasi�cación
en problemas desbalanceados de dos clases. Esta métrica está de�nida como la rela-
ción entre una métrica global no sesgada (media geométrica) y un índice simple que
re�eja cuán balanceadas están las tasas de acierto por clase (dominance). Valores
altos de la nueva métrica IBAα se obtienen cuando las tasas de aciertos de ambas
clases son altas y están signi�cativamente balanceadas. A la vez, esta métrica inten-
ta favorecer a aquellos clasi�cadores que presentan mejores resultados sobre la clase
positiva (generalmente, la más importante). En los casos evidentes, IBAα coincide
con el resto de medidas en cuanto a la selección del mejor clasi�cador.

Los dos estudios teóricos aquí presentados han mostrado los bene�cios de la
nueva métrica con respecto a otras medidas tradicionales. En este sentido, los análisis
de correlación han demostrado que IBAα tiene una fuerte correlación con AUC y
Gm, dos de las métricas que son aceptadas, por lo general, como buenas funciones
de evaluación para problemas desbalanceados. Adicionalmente, dicha medida está
muy correlacionada con la tasa de aciertos de la clase positiva y poco correlacionada
con la tasa de precisión global (accuracy).

Por otra parte, el estudio de propiedades invariantes ha revelado que IBAα es
más sensible a cambios en las entradas de la matriz de confusión que el resto de
medidas consideradas en esta tesis.

Por último, los experimentos empleando conjuntos de datos reales han permi-
tido constatar la robustez y la consistencia de IBAα, evidenciando además ciertos
bene�cios con respecto al resto de métricas empleadas en escenarios desbalanceados
de dos clases.



Capítulo 5

Técnicas para tratar el problema
del desbalance

El presente capítulo se centra en el estudio de diversas metodologías para tratar el
problema del desbalance. La primera parte del capítulo introduce nuevos esquemas
de remuestreo y analiza su comportamiento mediante un extenso banco de experi-
mentos, comparándolos con los principales algoritmos presentes en la literatura y,
al mismo tiempo, utilizando clasi�cadores de naturaleza diversa. Una segunda parte
del capítulo compara las estrategias de submuestreo y sobremuestreo, tratando de
analizar la efectividad de cada una de ellas en diferentes contextos de clasi�cación
según el ratio de desbalance. Por último, se presenta también una solución a nivel de
algoritmos mediante la de�nición de una distancia ponderada que intenta potenciar
la in�uencia de la clase minoritaria en el proceso de toma de decisiones.

5.1. Introducción

La búsqueda/propuesta de técnicas para tratar el problema del desbalance en el
marco de la clasi�cación automática es una de las líneas de investigación más amplia-
mente estudiada dentro de este ámbito1. De acuerdo a su naturaleza, éstas pueden
ser catalogadas como soluciones a nivel de datos y soluciones a nivel de algoritmos.

Las soluciones a nivel de datos tienen por objetivo remuestrear el conjunto de
datos original hasta lograr un cierto balance o equilibrio entre clases, ya sea por
la eliminación/selección de muestras de la clase mayoritaria (submuestreo) o por la
adición de (nuevas) muestras en la clase minoritaria (sobremuestreo). Por lo que
respecta a las soluciones a nivel de algoritmos, las propuestas dentro de esta ca-
tegoría tratan de adaptar el propio sistema de clasi�cación, ya sea mediante una
modi�cación del mismo o por el empleo de una matriz de costes.

Los puntos de vista acerca de los bene�cios y las desventajas que presenta ca-
da estrategia son muy diversos, por lo que no existe un claro consenso acerca de
qué solución puede ser la más apropiada. Los algoritmos basados en remuestreo
son criticados principalmente por la alteración que producen sobre la distribución
original de los datos. En el caso de las soluciones a nivel de algoritmos, su posible
desventaja radica en la difícil adaptación de dichas soluciones a otros problemas
desbalanceados.

1Otras líneas de investigación están orientadas a evaluar la efectividad del clasi�cador y el
estudio de la complejidad de los datos.
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Dentro de las soluciones a nivel de datos, los algoritmos de sobremuestreo resul-
tan fuertemente criticados no solo por la modi�cación arti�cial del conjunto de datos,
sino también por el incremento en el coste computacional derivado del aumento de
la talla de la clase minoritaria. Por su parte, la reducción de la clase mayoritaria
(submuestreo) pudiera eliminar información útil para la etapa de aprendizaje del
clasi�cador. Con respecto a esto, algunas propuestas mencionan que la desventaja
de los algoritmos de submuestreo podría solventarse al emplear algoritmos dirigidos,
cuyo objetivo fuese eliminar información �no útil�.

En el presente capítulo, se propone emplear dos algoritmos de edición y con-
densado, ampliamente utilizados para reducir la talla del conjunto de datos, co-
mo algoritmos de submuestreo dirigidos que permiten la eliminación de muestras
erróneamente etiquetadas, muestras cercanas a la frontera de decisión y muestras
redundantes.

Por último, se incorpora una adaptación a la distancia Euclídea en la regla
del vecino más cercano con la �nalidad de adecuar el algoritmo de clasi�cación al
problema del desbalance, sin que ello implique una alteración sobre la distribución
original de los datos.

5.2. Soluciones a nivel de datos: algoritmos de submues-

treo

En el Capítulo 3, se han presentado algunos de los algoritmos de submuestreo más
populares, entre los que se encuentran el submuestreo aleatorio y el algoritmo OSS
de Kubat y Matwin (1997). Debido a las desventajas que presentan los algoritmos
inspirados en el esquema general del OSS, aquí se propone una nueva metodología de
submuestreo que emplea dos algoritmos basados en la regla del vecino más cercano:
el conocido método de edición de Wilson (1972) y una variante del algoritmo de
condensado de Ritter y otros (1975), llamado selectivo modi�cado (Barandela y
otros, 2005a). El primer algoritmo reduce el conjunto de entrenamiento original por
la eliminación de muestras atípicas o mal etiquetadas, mientras que el segundo,
basado en la idea de un subconjunto consistente, minimiza el número de objetos
almacenados garantizando una aproximación satisfactoria a las fronteras de decisión.

5.2.1. Edición de Wilson

Este algoritmo corresponde a la primera propuesta para editar o �ltrar las muestras
de entrenamiento en la regla del vecino más cercano (NN). De forma sencilla, el al-
goritmo de Wilson consiste en emplear el clasi�cador k−NN para estimar la etiqueta
de clase de todas las muestras del conjunto de entrenamiento original, y descartar
aquellas cuya etiqueta de clase no coincida con la estimada por la mayoría de sus k
vecinos. El Algoritmo 3 muestra un esquema algorítmico de este método.

El Algoritmo 4 corresponde a una versión modi�cada de la edición de Wilson
para editar únicamente la clase mayoritaria. Como se puede observar, dicho cambio
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no implica una modi�cación radical del algoritmo de Wilson, sino que simplemente
proporciona como salida un subconjunto del original que contiene todas las muestras
positivas y un (posiblemente) reducido número de muestras negativas.

Algoritmo 3 Edición de Wilson (EW)

Entrada:
T // Conjunto de entrenamiento original
k // Número de vecinos más cercanos

Salida:
S // Conjunto editado

Inicio:
S ← T
Para xi en T hacer // xi Muestra de entrenamiento
P ← T − {xi}
Encontrar los k−NN de xi en P
Descartar xi de S si la mayoría de los vecinos más cercanos son de clase diferente

Fin Para
Fin

Algoritmo 4 Edición de Wilson sobre clase mayoritaria (EW−)

Entrada:
T // Conjunto de entrenamiento original
k // Número de vecinos más cercanos

Salida:
S // Conjunto editado

Inicio:
S ← T
Para xni en T hacer // xni muestra de entrenamiento de clase mayoritaria
P ← T − {xni}
Encontrar los k−NN de xni en P
Descartar xni de S si la mayoría de los k vecinos más cercanos son de clase
diferente a la de xni

Fin Para
Fin

5.2.2. Subconjunto selectivo modi�cado

Como resultado del algoritmo de condensando de Hart (1968), cada muestra del
conjunto original de entrenamiento (T) estará más próxima a una muestra del sub-
conjunto condensado de su misma clase que a cualquier otra de clase distinta del
propio subconjunto. Esta idea es extendida por Ritter y otros (1975) a través de
la introducción de una condición de consistencia más fuerte, mediante la cual cada
muestra de T deberá estar más próxima a otra de su misma clase en el subconjun-
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to condensado (en (Ritter y otros, 1975), Subconjunto Selectivo) que a cualquier
instancia de clase diferente en T.

Barandela y otros (2001, 2005a) proponen una modi�cación al esquema de Ritter
y otros en el algoritmo denominado Subconjunto Selectivo Modi�cado (SSM). Éste
intenta obtener una mejor aproximación a las fronteras de decisión, a través de una
función que da preferencia a las muestras más próximas a las fronteras de�nidas por
la regla del vecino más cercano. El criterio empleado para medir la proximidad de
una muestra a la frontera de decisión es la distancia más cercana a una muestra con
etiqueta de clase distinta.

Al igual que la propuesta de Ritter y otros, el método SSM puede seleccionar
instancias de forma independiente por clase. El Algoritmo 5 muestra el esquema
de solución para un problema de dos clases, que permite obtener un subconjunto
selectivo para una clase determinada (para este ejemplo, la clase 1). Esta caracte-
rística del método admite su uso como metodología de submuestreo, ya que da la
posibilidad de seleccionar la clase a reducir. En nuestro caso, el algoritmo SSM sólo
se aplicará sobre la clase mayoritaria (SSM−).

Algoritmo 5 Subconjunto Selectivo Modi�cado (SSM)

Entrada:
T // Conjunto de entrenamiento original

Salida:
SSM // Subconjunto selectivo de T

Inicio:
S ← T
C ← T
Di ← min d(xi,xj), clase(xi) ̸= clase(xj), ∀xixj ∈ T
yi ← argmin d(xi,yj), clase(xi) ̸= clase(yj), ∀yj ∈ T
vi ← {xj ∈ T |clase(xi) = clase(xj), d(xi,xj) < d(xi,yi)}

mientras C ̸= ∅ hacer
xk ← argmin Di

C ← C − {xk}
Sk ← {xi ∈ S|xk ∈ vi}
Si Sk ∩ S ̸= ∅ entonces
SSM ← SSM ∪ {xk}
S ← S − Sk

Fin Si
Fin mientras
Fin

5.2.3. Propuesta de un algoritmo de submuestreo

Teniendo como base la idea de Kubat y Matwin, se propone submuestrear el conjunto
de datos original aplicando el algoritmo de edición de Wilson y, posteriormente, el
algoritmo SSM (ver Algoritmo 6).
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A diferencia del algoritmo OSS, el primer paso en la metodología propuesta con-
siste en editar el conjunto de entrenamiento original (ver Figura 5.1(a)) para eliminar
muestras de la clase mayoritaria erróneamente etiquetadas o atípicas. Posteriormen-
te, a partir del conjunto resultante (ver Figura 5.1(b)), se obtiene un subconjunto
condensado por medio de SSM−. El empleo de ambos algoritmos, en este orden, tie-
ne por objetivo evitar que en el proceso �nal puedan existir muestras poco con�ables
(mal etiquetadas o en zonas de confusión). Idealmente, el subconjunto reducido es-
tará formado por todas las muestras de la clase minoritaria y un selecto grupo de
muestras de la clase mayoritaria próximas a la frontera de decisión.

Algoritmo 6 Submuestreo por edición y condensado

Entrada:
T // Conjunto de entrenamiento original
k // Número de vecinos más cercanos

Salida:
S // Conjunto de entrenamiento editado-condensado

Inicio:
E ← EW−(T, k)

S ← SSM−(E)

Fin

Por otra parte, Tomek (1976a) demuestra que la edición del conjunto de datos de
forma repetitiva implica una mejora en las tasas de efectividad del clasi�cador. Por
ello, esta idea se incorpora al proceso de submuestreo, donde se edita repetidamente
el conjunto de datos hasta que no se eliminen más muestras de la clase mayoritaria.
Posteriormente, cada conjunto resultante (editado) será condensado mediante el
algoritmo SSM−.

5.2.4. Experimentos

El algoritmo de submuestreo aquí propuesto ha sido evaluado empleando los 17 con-
juntos de datos desbalanceados descritos en el Capítulo 4. Asimismo, los resultados
mostrados corresponden a los promedios obtenidos de repetir 5 veces una validación
cruzada de 10 particiones.

La metodología propuesta se compara con diversas técnicas de remuestreo am-
pliamente utilizadas en el problema del desbalance. Una de éstas hace referencia al
algoritmo OSS de Kubat y Matwin, sobre el que resulta necesario mencionar dos
cuestiones que posteriormente serán tratadas con más detalle en el Anexo B.

1. Kubat y Matwin mencionan que el procedimiento de submuestreo denominado
OSS se deriva de la aplicación del algoritmo de condensado de Hart seguido
de la eliminación de muestras de la clase negativa que participan en los links
de Tomek. Sin embargo, diversos artículos que emplean este esquema indican
que consiste en la aplicación de los links de Tomek seguido del algoritmo
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Figura 5.1: Submuestreo por EW− + SSM−: (a) Conjunto de entrenamiento original, (b)
Conjunto de datos resultado de EW−, (c) Conjunto de datos después de EW− + SSM−.

de condensado de Hart (Batista y otros, 2004, García y Herrera, 2009, He y
Garcia, 2009, Hulse y otros, 2007, Liao, 2008).

2. Aún cuando el artículo menciona que el algoritmo OSS emplea los links de
Tomek para eliminar muestras que se encuentran en la frontera de decisión,
la descripción dada por Kubat y Matwin no se corresponde con la que se
proporciona en el trabajo original de Tomek (1976b).

En concreto, las técnicas de remuestreo que se han utilizado en los experimentos
corresponden a 11 esquemas para reducir la talla de la clase mayoritaria:

1. Subconjunto selectivo modi�cado (SSM−).

2. Edición de Wilson iterativo (EW−).

3. Edición de Wilson en combinación con subconjunto selectivo modi�cado (EW−

+ SSM−).

4. Submuestreo aleatorio (RUS).

5. Condensado de Hart (CNN−).
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6. Links de Tomek según la versión original (TMK1).

7. Links de Tomek según la versión de Kubat y Matwin (TMK2).

8. Condensado de Hart seguido de la versión original de los links de Tomek
(CNN−+TMK1).

9. Condensado de Hart seguido de los links de Tomek según la versión de Kubat
y Matwin (CNN−+TMK2).

10. Links de Tomek en su versión original seguido del condensado de Hart (TMK1

+ CNN−).

11. Links de Tomek (versión de Kubat y Matwin) seguido del condensado de Hart
(TMK2 + CNN−).

Los resultados de clasi�cación para cada uno de los conjuntos originales y sub-
muestreados corresponden a las salidas obtenidas por 8 clasi�cadores de distinta na-
turaleza: 1, 7, 13−NN, un árbol de decisión (J48), el clasi�cador naïve Bayes (NBC),
la red neuronal perceptron multicapa (MLP), la red neuronal de funciones de base
radial (RBF) y la máquina de vectores soporte (SVM). Todos ellos fueron tomados
del kit de herramientas Weka (Witten y Frank, 2005), empleando los parámetros de
su con�guración por defecto.

5.2.4.1. Análisis de resultados

El diseño de los experimentos puede resumirse como sigue. Para cada uno de los 17
conjuntos de datos, se llevaron a cabo 5 repeticiones de una validación cruzada de 10
particiones. Cada una de las 11 técnicas de submuestreo se aplicó sobre los conjuntos
de entrenamiento; posteriormente, se construyeron los 8 clasi�cadores antes mencio-
nados a partir de los conjuntos de entrenamiento originales y submuestreados. Cada
uno de los clasi�cadores se evaluó empleando los conjuntos de test.

Cada una de las salidas de los clasi�cadores fue evaluada empleando diversas
métricas de efectividad apropiadas para problemas desbalanceados, así como la co-
nocida tasa de precisión global (Acc). Con la �nalidad de veri�car la existencia de
diferencias signi�cativas en los resultados, se llevó a cabo entre cada par de ellos
un análisis estadístico mediante la prueba t (paired t-test) (Dem²ar, 2006) para un
nivel de con�anza del 95%. La Tabla 5.1 muestra un ejemplo del análisis estadístico
al ser clasi�cadas por la regla 1−NN y evaluadas con las métricas IBA0.1 y la tasa
de precisión global (Acc). En cada una de las entradas, se indica cuántas veces el
algoritmo asociado a esa �la ha sido signi�cativamente mejor/igual/peor que el al-
goritmo que determina la correspondiente columna. El resto de las tablas se pueden
consultar en el Anexo C.

A partir de los resultados de la prueba t−student, se calculó un índice de efec-
tividad que puede expresarse como la diferencia entre el número de veces que cada
algoritmo fue signi�cativamente mejor y el número de veces que resultó peor (ver
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Tabla 5.1: Prueba t−student sobre los resultados promedios de clasi�cación por 1−NN en
las 17 bases de datos originales y submuestreadas: métricas de efectividad IBA0.1 y Acc.

IBA0.1

(2) (3) (4) (5) (6) (7) (8) (9) (10) (11) (12)

(1) Original 2/4/11 3/3/11 2/5/10 3/4/10 2/7/8 7/3/7 3/3/11 13/3/1 2/5/10 11/2/4 2/4/11

(2) SSM− 3/6/8 2/5/10 3/4/10 3/12/2 9/2/6 7/8/2 15/2/0 4/7/6 12/0/5 1/11/5

(3) EW− 4/6/7 6/5/6 7/8/2 9/2/6 10/6/1 15/2/0 6/6/5 12/1/4 5/9/3

(4) EW−+SSM− 6/8/3 8/6/3 10/2/5 9/5/3 16/1/0 7/8/2 11/3/3 6/8/3
(5) RUS 10/4/3 9/3/5 8/6/3 16/0/1 4/11/2 11/3/3 6/8/3

(6) CNN− 8/4/5 4/9/4 14/3/0 5/4/8 12/0/5 3/8/6
(7) TMK1 7/1/9 17/0/0 4/4/9 12/4/1 4/3/10
(8) TMK2 14/3/0 3/7/7 12/1/4 2/8/7

(9) CNN−+TMK1 0/0/17 0/0/17 0/1/16

(10) CNN−+TMK2 11/1/5 3/8/6

(11) TMK1+CNN
− 4/1/12

(12) TMK2+CNN
−

Acc

(2) (3) (4) (5) (6) (7) (8) (9) (10) (11) (12)

Original 16/1/0 12/2/3 16/0/1 17/0/0 17/0/0 17/0/0 9/6/2 17/0/0 17/0/0 17/0/0 17/0/0

SSM− 3/1/13 10/5/2 12/3/2 6/10/1 13/2/2 1/3/13 17/0/0 15/1/1 17/0/0 11/5/1

EW− 16/1/0 16/1/0 13/1/3 16/0/1 3/5/9 17/0/0 15/1/1 16/0/1 14/1/2

EW−+SSM− 9/3/5 4/6/7 12/1/4 1/0/16 17/0/0 9/7/1 16/0/1 4/7/6
RUS 2/4/11 9/0/8 0/0/17 16/0/1 6/4/7 14/1/2 2/5/10

CNN− 13/2/2 2/1/14 17/0/0 16/1/0 17/0/0 10/7/0
TMK1 0/0/17 17/0/0 4/3/10 16/1/0 3/2/12
TMK2 17/0/0 17/0/0 17/0/0 15/2/0

CNN−+TMK1 0/0/17 0/0/17 0/0/17

CNN−+TMK2 15/1/1 0/1/16

TMK1+CNN
− 0/0/17

TMK2+CNN
−

Tabla 5.2). Con la �nalidad de facilitar el posterior análisis de los resultados, cada
índice de efectividad puede representarse por medio de un rango que determina la
posición que ocupa cada uno de los algoritmos de submuestreo: al algoritmo con el
índice más alto se le asignará el rango 1, al siguiente el rango 2 y así sucesivamente
hasta que cada algoritmo tenga asignado un rango. En caso de empate, se asigna un
rango promedio a cada uno de los algoritmos implicados.

La Figura 5.2 representa los rangos correspondientes al índice de efectividad para
seis de las métricas utilizadas en los experimentos sobre cada uno de los clasi�cado-
res.

Las Figuras 5.2(a) y 5.2(b) muestran los rankings sobre las tasas de verdaderos
positivos y verdaderos negativos, respectivamente. Como se puede observar, los
algoritmos de submuestreo conllevan un deterioro de la tasa de aciertos sobre
la clase mayoritaria y, al mismo tiempo, un incremento de la correspondiente
tasa de aciertos sobre la clase minoritaria. Se puede decir que ambas �guras
muestran comportamientos inversamente proporcionales. En este sentido, en
el caso de tvp, los algoritmos mejor posicionados son aquellos con las mayores
tasas de reducción sobre la clase mayoritaria. Por el contrario, en el caso de
tvn, los algoritmos con un mejor rango se re�eren a los que no han sido capaces
de eliminar el desbalance (ver Tabla 5.3).

Como puede deducirse de lo comentado en el punto anterior, la Figura 5.2(c)
muestra que los mejores resultados utilizando la métrica Acc se obtienen con
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los conjuntos originales. Se observa que, en general, el rango de los algoritmos
de submestreo de acuerdo a Acc viene determinado por el ratio de desbalance
(Tabla 5.3): cuanto más alta sea la tasa de reducción sobre la clase mayorita-
ria, peor será el ranking del correspondiente algoritmo de submuestreo. Esto
demuestra una vez más la in�uencia que ejerce la clase mayoritaria al emplear
esta métrica global.

Si nos centramos en algunas de las medidas más apropiadas para problemas
desbalanceados, como f1, IBA0.1 y Gm (ver Figuras 5.2(d), 5.2(e) y 5.2(f)),
se puede observar que las primeras posiciones están ocupadas ya por los resul-
tados de algunos de los algoritmos de submuestreo. En concreto, tanto para
IBA0.1 como para Gm, los resultados sobre el conjunto original se encuentran
entre las tres últimas posiciones, independientemente del clasi�cador utilizado.
La única excepción se produce en el caso de NBC, donde los resultados con el
conjunto original dan lugar a unos valores de ranking intermedios.

Fijándonos en los rangos para los diferentes algoritmos de submuestreo al utilizar
las métricas IBA0.1 y Gm (ver Figuras 5.2(e) y 5.2(f)), es posible destacar los
siguientes resultados:

Sorprendentemente, el submuestreo aleatorio se sitúa como una de las mejores
estrategias para la mayoría de los clasi�cadores. El único caso en el que no
se da esta circunstancia corresponde al clasi�cador 1−NN, cuyo modelo se
caracteriza por presentar un aprendizaje más local.

Los algoritmos de submuestreo con una moderada reducción de la clase ma-
yoritaria obtienen mejores resultados en el caso de los clasi�cadores con un
aprendizaje más global. Esto se puede observar especialmente a través de los
rangos correspondientes a los algoritmos de submuestreo aleatorio y por edi-
ción de Wilson.

Por el contrario, las peores estrategias de submuestreo son aquellas cuyo pro-
ceso de reducción invierte el sentido del desbalance (la clase mayoritaria pasa
a ser minoritaria, ver Tabla 5.3). Los casos más evidentes corresponden a los
diferentes algoritmos que combinan los links de Tomek con el condensado de
Hart, posicionándose incluso por detrás de los rangos obtenidos para el con-
junto original.

5.3. Soluciones a nivel de datos: algoritmos de sobre-

muestreo

La estrategia opuesta a la reducción de la clase mayoritaria viene representada por
los algoritmos de sobremuestreo, los cuales logran el equilibrio en la base de datos
mediante el incremento de la talla de la clase minoritaria.
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Tabla 5.2: Índice de efectividad empleando IBA0.1 sobre los algoritmos de submuestreo.

Mejor Peor Índice Mejor Peor Índice

1−NN 7−NN

EW−+SSM− 100 30 70 RUS 138 15 123

RUS 93 38 55 EW− 109 48 61

EW− 93 40 53 EW−+SSM− 102 41 61

TMK2+CNN
− 82 36 46 TMK2+CNN

− 93 53 40

CNN−+TMK2 80 46 34 SSM− 88 57 31

SSM− 70 56 14 TMK1 85 75 10

CNN− 64 58 6 CNN−+TMK2 76 67 9

TMK2 64 66 -2 CNN− 75 74 1

TMK1 78 81 -3 TMK2 76 79 -3

Original 50 94 -44 Original 55 116 -61

TMK1+CNN
− 55 116 -61 TMK1+CNN

− 32 137 -105

CNN−+TMK1 2 170 -168 CNN−+TMK1 9 176 -167

13−NN J48

RUS 135 14 121 RUS 128 7 121

EW− 107 50 57 EW− 93 26 67

EW−+SSM− 101 48 53 TMK2+CNN
− 75 40 35

TMK2+CNN
− 97 52 45 TMK1 90 58 32

SSM− 96 56 40 TMK2 71 46 25

CNN−+TMK2 82 74 8 CNN−+TMK2 60 52 8

TMK1 79 75 4 EW−+SSM− 64 60 4

CNN− 78 76 2 CNN− 55 60 -5

TMK2 81 81 0 SSM− 53 71 -18

Original 58 108 -50 Original 46 93 -47

TMK1+CNN
− 29 143 -114 TMK1+CNN

− 50 112 -62

CNN−+TMK1 5 171 -166 CNN−+TMK1 9 169 -160

MLP NBC

RUS 131 5 126 RUS 107 23 84

EW− 86 37 49 EW− 107 24 83

CNN−+TMK2 66 33 33 TMK2 89 50 39

TMK2+CNN
− 65 33 32 TMK2+CNN

− 83 52 31

EW−+SSM− 68 47 21 CNN−+TMK2 78 58 20

TMK1 87 72 15 EW−+SSM− 76 63 13

CNN− 54 52 2 Original 71 67 4

SSM− 55 58 -3 TMK1 74 83 -9

TMK2 58 70 -12 TMK1+CNN
− 66 94 -28

Original 45 88 -43 CNN− 57 92 -35

TMK1+CNN
− 45 104 -59 SSM− 50 102 -52

CNN−+TMK1 8 169 -161 CNN−+TMK1 11 161 -150

RBF SVM

RUS 139 10 129 RUS 156 6 150

TMK2+CNN
− 102 33 69 EW−+SSM− 108 44 64

EW−+SSM− 101 41 60 TMK2+CNN
− 106 46 60

CNN−+TMK2 89 48 41 SSM− 96 50 46

SSM− 81 65 16 CNN− 87 69 18

CNN− 71 58 13 EW− 84 70 14

TMK1 90 80 10 CNN−+TMK2 83 72 11

EW− 71 72 -1 TMK1 78 85 -7

TMK1+CNN
− 69 88 -19 TMK2 59 102 -43

TMK2 45 107 -62 Original 40 117 -77

Original 19 141 -122 TMK1+CNN
− 34 132 -98

CNN−+TMK1 18 152 -134 CNN−+TMK1 13 151 -138

Como ya se ha comentado en el Capítulo 3, el algoritmo SMOTE y algunas de



5.3. Soluciones a nivel de datos: algoritmos de sobremuestreo 79

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

(a) tvp

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

(b) tvn

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

(c) Acc

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

(d) f1

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

Original
SSM-

EW-

EW-+SSM-

RUS
CNN-

TMK1
TMK2

CNN-+TMK1
CNN-+TMK2
TMK1+CNN-

TMK2+CNN-

(e) IBA0.1

 0

 2

 4

 6

 8

 10

 12

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

Original
SSM-

EW-

EW-+SSM-

RUS
CNN-

TMK1
TMK2

CNN-+TMK1
CNN-+TMK2
TMK1+CNN-

TMK2+CNN-

(f) Gm

Figura 5.2: Ranking de los algoritmos de submuestreo empleando los clasi�cadores 1−NN,
7−NN, 13−NN, J48, MLP, NBC y SVM.

sus extensiones (por ejemplo, el Borderline�SMOTE) han demostrado, en muchos
casos, ser una solución adecuada para tratar el desbalance a partir de la generación
de muestras sintéticas en la clase minoritaria. Siguiendo con el esquema general del
SMOTE, en la siguiente sección, se presentan tres variantes basadas en el concepto
de vecindad envolvente (Sánchez y otros, 1997a).
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Tabla 5.3: Ratios de desbalance en conjuntos submuestreados

Ratios de desbalance

Breast Ecoli German Glass Haberman Laryngeal2 Lettera Optdigits Pendigits

Original 0.41 0.12 0.43 0.09 0.36 0.08 0.04 0.11 0.11

SSM− 0.84 0.81 0.95 0.41 0.90 1.07 1.52 1.61 2.76

EW− 0.67 0.12 0.57 0.09 0.47 0.09 0.04 0.11 0.11

EW−+SSM− 1.83 1.05 1.50 0.47 1.45 1.34 1.52 1.61 2.78
RUS 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00

CNN− 0.71 0.88 0.85 0.45 0.76 0.90 2.30 2.81 6.80
TMK1 1.49 0.15 15.90 0.14 0.75 0.10 0.06 7.86 0.13
TMK2 0.54 0.12 0.49 0.09 0.44 0.08 0.04 0.11 0.11

CNN−+TMK1 13.25 11.41 355.26 4.53 7.25 4.67 263.00 0.00 600.95

CNN−+TMK2 1.30 1.12 1.34 0.56 1.41 1.14 2.32 2.89 7.07

TMK1+CNN
− 3.71 2.59 28.60 1.03 2.37 1.62 4.90 40.34 13.19

TMK2+CNN
− 1.07 0.98 0.49 0.49 1.08 0.99 2.30 2.81 6.84

Ratios de desbalance

Phoneme Pima Satimage Scrapie Segmentation Spambase Vehicle Yeast

Original 0.42 0.54 0.11 0.21 0.17 0.65 0.33 0.41

SSM− 2.11 1.24 0.79 1.40 1.49 2.13 1.00 1.00

EW− 0.45 0.78 0.11 0.56 0.17 0.81 0.41 0.51

EW−+SSM− 2.80 2.49 1.11 3.46 1.73 3.59 1.55 1.50
RUS 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00

CNN− 2.21 1.13 0.88 0.26 1.86 1.91 0.90 0.98
TMK1 0.75 2.74 0.25 0.23 0.21 2.41 1.64 2.51
TMK2 0.43 0.60 0.11 0.61 0.17 0.69 0.37 0.45

CNN−+TMK1 86.72 74.44 130.42 0.30 22.47 102.88 109.66 311.37

CNN−+TMK2 3.00 1.66 0.99 1.85 2.08 2.52 1.41 1.39

TMK1+CNN
− 7.93 8.02 10.07 0.29 3.65 10.74 8.80 13.88

TMK2+CNN
− 2.48 1.38 0.91 1.61 1.98 2.17 1.13 0.45

5.3.1. SMOTE basado en vecinos envolventes

Idealmente, el concepto de vecindad implicaría que los vecinos de un objeto deberían
no únicamente estar tan próximos a él como fuera posible, sino también que éstos se
encontraran distribuidos homogéneamente alrededor de dicho objeto. Esta segunda
condición es una consecuencia de la primera en el caso asintótico. Sin embargo, en
algunas situaciones prácticas, la ubicación geométrica puede ser mucho más impor-
tante que las propias distancias reales. En el caso de la regla del vecino más cercano,
ésta solamente tiene en cuenta la primera propiedad, por lo que pudiera ocurrir que
los vecinos no se encontraran situados simétricamente alrededor del objeto.

En la literatura, se han propuesto algunos conceptos alternativos de vecindad con
el �n de solventar el mencionado problema que presenta la vecindad tradicionalmen-
te utilizada en la regla k−NN. Estas propuestas de�nen la vecindad de un objeto en
términos de proximidad y simetría, razón por la cual han recibido el nombre genérico
de vecindad envolvente (Sánchez y otros, 1997a). Algunos de los ejemplos más re-
presentativos dentro de esta categoría de vecindad vienen dados por la vecindad del
centroide más cercano (NCN, Nearest Centroid Neighbourhood) (Chaudhuri, 1996)
y los grafos de proximidad. De este último grupo, dos de las aproximaciones más
conocidas son los grafos de Gabriel (GG, Gabriel Graph) y los grafos de vecindad
relativa (RNG, Relative Neighbourhood Graph) (Jaromczyk y Toussaint, 1992). Di-
versos trabajos han demostrado empíricamente que estas aproximaciones, aplicadas
a problemas de clasi�cación, presentan un mejor comportamiento que la regla del
vecino más cercano convencional (Sánchez y otros, 1997a,b, Zhang y otros, 1997).

Basado en el concepto de vecindad envolvente, se propone emplear las tres apro-
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ximaciones antes mencionadas para sobremuestrear la clase minoritaria siguiendo
la estrategia general del algoritmo SMOTE. Así, en lugar de emplear el vecino más
cercano para generar muestras arti�ciales, el algoritmo selecciona vecinos envolven-
tes de la clase positiva. El objetivo detrás de esta modi�cación se centra en extender
la región de las nuevas muestras sintéticas.

El Algoritmo 7 muestra un ejemplo del SMOTE basado en vecinos envolventes
mediante la aproximación NCN (ncn-SMOTE). Obsérvese que la incorporación de
estos enfoques no implica una modi�cación sustancial sobre la versión original del
algoritmo SMOTE. Cabe mencionar que, en el caso de GG y RNG, el parámetro k

no es necesario, ya que cada muestra de entrenamiento de la clase positiva puede
tener un diferente número de vecinos. A pesar de esto, el procedimiento de SMOTE
por grafos de vecindad podría expresarse en los mismos términos que el algoritmo
ncn-SMOTE.

Algoritmo 7 ncn�SMOTE

Entrada:
P = {p1, . . . , pmin} // Muestras de la clase minoritaria
min // Talla de la clase minoritaria
ns // Número de muestras arti�ciales a generar por cada muestra positiva
k // Número de vecinos más cercanos

Salida:
Synthetic // Conjunto de muestras arti�ciales

Inicio:
Para i = 1 hasta min hacer
Encontrar los k vecinos envolvente de pi
Para j = 1 hasta ns hacer
Elegir aleatoriamente uno de los k vecinos de pi, sea n(pi)

diff = pi − n(pi)

gap = Número aleatorio entre 0 y 1

NewSample = pi + gap ∗ diff
Synthetic←− NewSample

Fin Para
Fin Para
Fin

5.3.2. Experimentos y análisis de resultados

En esta sección, se comparan diversos algoritmos de sobremuestreo cuyo procedi-
miento se basa en el esquema general del SMOTE. En concreto, se analizan cinco
técnicas que incrementan la talla de la clase minoritaria por la creación de mues-
tras sintéticas de la clase positiva. Tres de estas aproximaciones tienen en cuenta
la proximidad y la distribución espacial de las muestras (vecinos envolventes): ncn-
SMOTE, gg-SMOTE y rng-SMOTE. Las dos restantes son el algoritmo SMOTE
original y el Borderline-SMOTE (b-SMOTE).
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Para la obtención y el análisis de los resultados con los algoritmos de sobremues-
treo, se ha mantenido la misma con�guración de los experimentos (clasi�cadores,
bases de datos, métricas de efectividad, etc.) empleada en la Sección 5.2.

Por otra parte, para todas las versiones de SMOTE se incrementó la talla de la
clase minoritaria hasta alcanzar un equilibrio perfecto entre clases, exceptuando el
caso del algoritmo b-SMOTE, en donde el número de muestras sintéticas generadas
por cada ejemplo de la clase positiva fue igual a tres, por lo que es posible que no
se llegue a obtener un balance absoluto entre las clases.

La Figura 5.3 muestra los resultados de los diversos algoritmos de sobremuestreo
en términos de rangos para seis métricas de efectividad, los cuales se obtuvieron a
partir de la diferencia entre los números de veces que cada algoritmo fue signi�cati-
vamente mejor y peor.

A partir de las grá�cas, merece la pena destacar las siguientes observaciones:

En un comportamiento similar a los obtenidos por los algoritmos de submues-
treo, la Figura 5.3(a) muestra que, en general, los esquemas de sobremuestreo
son superiores al conjunto original en términos de la tasa de aciertos sobre la
clase positiva. Sin embargo, esto implica simultáneamente un deterioro de la
tasa de aciertos sobre la clase negativa, tal y como se puede observar en la
Figura 5.3(b), donde la estrategia de emplear el conjunto original sin ningún
tipo de preprocesado obtiene el mejor rango.

De lo observado anteriormente, resulta evidente que las tasas de precisión glo-
bal (Acc) obtenidas por los algoritmos de sobremuestreo son inferiores (ver
Figura 5.3(c)), donde los correspondientes rangos son peores que el del con-
junto original).

Considerando las métricas de evaluación más apropiadas para entornos des-
balanceados, Figuras 5.3(d), 5.3(e) y 5.3(f), éstas coinciden en señalar que las
peores estrategias corresponden al algoritmo b-SMOTE y la opción de utilizar
directamente el conjunto original sin ningún tipo de sobremuestreo.

Analizando con más detalle las Figuras 5.3(d), 5.3(e) y 5.3(f), que corresponden
a las métricas de efectividad adecuadas para entornos desbalanceados, cabe reseñar
las siguientes conclusiones:

Las tres métricas coinciden en indicar que, en el caso del clasi�cador 1−NN,
la mejor técnica de sobremuestreo viene dada por el algoritmo ncn-SMOTE.

Los resultados, en general, no son concluyentes acerca de qué estrategia de so-
bremuestreo es la mejor. Únicamente en el caso de IBA0.1, el esquema original
de SMOTE se sitúa como la mejor solución en la mayoría de los clasi�cadores.

A pesar de las diferencias existentes, es posible observar que la técnica gg-
SMOTE presenta un comportamiento más estable que el resto de los algorit-
mos de sobremuestreo basados en vecindades envolventes.
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Figura 5.3: Ranking de los algoritmos de sobremuestreo empleando los clasi�cadores
1−NN, 7−NN, 13−NN, J48, MLP, NBC y SVM.

5.4. Submuestreo vs. sobremuestreo

Como ya se comentó previamente, dentro de las soluciones a nivel de datos, existe
un fuerte debate acerca de qué método representa la mejor propuesta para tratar el
problema del desbalance (Batista y otros, 2004, Barandela y otros, 2004, Chawla,
2003, Drummond y Holte, 2003, Japkowicz y Stephen, 2002, Hulse y otros, 2007,
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Orriols-Puig y Bernadó-Mansilla, 2009). En este sentido, la gran diversidad de opi-
niones acerca de la efectividad de los algoritmos de remuestreo giran en torno a dos
factores: i) el ratio de desbalance y ii) la naturaleza del clasi�cador.

Respecto al primer punto, es posible mencionar los trabajos de Barandela y otros
(2004), Batista y otros (2004) y Orriols-Puig y Bernadó-Mansilla (2009) quienes su-
gieren que, en general, los algoritmos de submuestreo resultan más apropiados para
problemas con un débil desbalance entre clases, así como para bases de datos des-
balanceados con un elevado número de muestras por atributo. Por el contrario, los
algoritmos de sobremuestreo aparecen como una mejor solución en situaciones con
un fuerte desbalance. En cuanto al segundo punto, Batista y otros (2004), Chaw-
la (2003), Japkowicz y Stephen (2002) y Orriols-Puig y Bernadó-Mansilla (2009)
coinciden en señalar que los algoritmos de sobremuestreo son más efectivos que las
técnicas de submuestreo cuando se utilizan clasi�cadores como árboles de decisión
(C4.5) o máquinas de vectores soporte (SVM). Por otra parte, además de estos dos
factores, Hulse y otros (2007) destacan que la efectividad de los métodos de remues-
treo depende, no sólo del modelo de clasi�cación y de la naturaleza de la base de
datos, sino también de la métrica de efectividad a emplear.

Con la �nalidad de comprobar si las conclusiones antes mencionadas pueden
extenderse a otros clasi�cadores y a otras métricas de efectividad, en la siguiente
sección se comparan cuatro de los algoritmos de submuestreo más representativos
con dos algoritmos de sobremuestreo: el SMOTE original (Chawla y otros, 2002)
y una de las variantes basadas en vecinos envolventes que aquí se han propuesto
(gg-SMOTE).

Además, con el objetivo de analizar el rendimiento de estos algoritmos de re-
muestreo en función del ratio de desbalance, se agruparon las bases de datos en dos
categorías. En un primer grupo, se encuentran aquellas bases de datos que podrían
considerarse como fuertemente desbalanceadas (un ratio minoratia/mayoritaria me-
nor a 0.27): Ecoli, Glass, Laryngeal2, Lettera, Optdigits, Pendigits, Satimage, Scra-
pie y Segmentation. En el segundo grupo, se incluyeron las bases de datos débilmente
desbalanceadas (un ratio mayor o igual a 0.27): Breast, German, Haberman, Pho-
neme, Pima, Spambase, Vehicle y Yeast.

5.4.1. Experimentos y análisis de resultados

A diferencia de los experimentos de las secciones anteriores, los resultados incluidos
en esta sección están enfocados a analizar la efectividad de los métodos de remuestreo
considerando las dos categorías de desbalance antes mencionadas.

Por lo que respecta a los clasi�cadores, las métricas de evaluación de la efec-
tividad, el número de bases de datos y la técnica de validación cruzada, éstas son
idénticas a las empleadas en las Secciones 5.2 y 5.3.

Las Figuras 5.4 y 5.5 muestran los rangos asignados a las diferentes técnicas de
sobremuestreo y submuestreo de acuerdo al nivel de desbalance que presentan las
bases de datos: un alto nivel de desbalance y un bajo nivel de desbalance, respecti-
vamente.
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Al analizar los resultados que se obtuvieron sobre las bases de datos con una fuer-
te diferencia en la distribución de las clases (ver Figura 5.4), es posible comentar
diversas situaciones interesantes. Las dos primeras métricas de efectividad, Figuras
5.4(a) (tvp) y 5.4(b) (tvn), con�rman lo observado en las Secciones 5.2 y 5.3: todos
los algoritmos de remuestreo bene�cian a la clase minoritaria, a la vez que producen
un efecto negativo sobre la tasa de aciertos de la clase mayoritaria. Sin embargo,
podemos apreciar algunas diferencias destacables en cuanto a la intensidad de este
efecto. Así, mientras que los algoritmos de sobremuestreo no causan un deterioro
tan drástico sobre la clase mayoritaria al mejorar la tasa de aciertos de la clase
minoritaria, los esquemas de submuestreo bene�cian claramente a una de las clases
al tiempo que perjudican a la otra en la misma medida. Por supuesto, este com-
portamiento de las estrategias de submuestreo dirigido obedece a la elevada tasa de
reducción de la clase mayoritaria (ver Tabla 5.3).

Considerando los resultados sobre la métrica f1 (Figura 5.4(d)), se puede ver que
en cuatro clasi�cadores la mejor estrategia corresponde al submuestreo por edición
de Wilson, mientras que para el resto, los algoritmos de sobremuestreo son los que
obtienen los mejores resultados. En este sentido, es importante mencionar que dicha
métrica podría llegar a favorecer a clasi�cadores con bajas tasas de aciertos en la
clase positiva, debido a que la medida precision no tiene en cuenta los errores sobre
las muestras positivas.

Para las métricas IBA0.1 y Gm (ver Figura 5.4(e) y 5.4(f)), en la mayoría de
los clasi�cadores, el algoritmo original de SMOTE obtiene el mejor rango. La ex-
cepción en ambos casos ocurre con el clasi�cador NBC, donde los mejores rangos
corresponden al submuestreo aleatorio y a la versión basada en edición de Wilson.
En el caso de IBA0.1, se observa también este mismo comportamiento en el árbol
de decisión J48.

En lo que respecta a los resultados sobre bases de datos con un bajo nivel de
desbalance, existe una gran diversidad de resultados. Partiendo de la métricas bá-
sicas, Figura 5.5(a) y Figura 5.5(b), obsérvese que la combinación de edición de
Wilson con selectivo modi�cado obtiene el mejor rango en tvp y el peor en tvn. Este
comportamiento opuesto a lo observado en el caso de las bases de datos fuertemente
desbalanceadas nos sugiere que dicha técnica acentúa de forma muy signi�cativa el
desbalance inverso, lo cual puede con�rmarse al analizar los ratios de la Tabla 5.3.

Al centrarnos en la medida IBA0.1 (ver Figura 5.5(e)), se observa que los cla-
si�cadores 1−NN, NBC y RBF obtienen los mejores resultados con tres algoritmos
distintos de submuestreo, EW−+SSM−, EW− y RUS, respectivamente. Por el con-
trario, el resto de clasi�cadores coinciden en señalar al algoritmo de sobremuestreo
gg-SMOTE como la mejor solución.

En cuanto a Gm (ver Figura 5.5(f)), el clasi�cador NBC presenta el mejor com-
portamiento utilizando el submuestreo por edición de Wilson, mientras que para
RBF corresponde al submuestreo aleatorio. Para el resto de clasi�cadores, los resul-
tados indican que, en general, el sobremuestreo con gg-SMOTE se convierte en la
mejor estrategia.

A pesar de que en trabajos anteriores se ha demostrado la efectividad de los
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Figura 5.4: Ranking de los algoritmos de submuestreo y sobremuestreo sobre bases de datos
con un alto grado de desbalance empleando los clasi�cadores 1−NN, 7−NN, 13−NN, J48,
MLP, NBC y SVM.

algoritmos de submuestreo dirigidos, los resultados aquí mostrados sugieren que
factores como las características del conjunto de datos, el ratio de desbalance y la
naturaleza del clasi�cador afectan al rendimiento de dichas estrategias. Por ejemplo,
en bases de datos con un débil desbalance, estos algoritmos perjudican en gran
manera a la clase mayoritaria, llegando a invertir el sentido del desbalance (la clase
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mayoritaria pasa a ser minoritaria). Este efecto da lugar a muy malos resultados
en el caso de clasi�cadores con un aprendizaje global, mientras que aquellos que se
basan en un aprendizaje local son capaces de resistir mejor dicha situación.

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

(a) tvp

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

(b) tvn

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

(c) Acc

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

(d) f1

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

R
a

n
g

o

Original
EW-

EW-+SSM-

RUS
OSS

SMOTE

gg-SMOTE

(e) IBA0.1

 0

 1

 2

 3

 4

 5

 6

 7

 8

1-N
N

7-N
N

13-N
N

J48

M
LP

N
B

C

R
B

F

S
V

M

Original
EW-

EW-+SSM-

RUS
OSS

SMOTE

gg-SMOTE

(f) Gm

Figura 5.5: Ranking de los algoritmos de submuestreo y sobremuestreo sobre bases de datos
con un bajo nivel de desbalance empleando los clasi�cadores 1−NN, 7−NN, 13−NN, J48,
MLP, NBC y SVM.
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5.5. Soluciones a nivel de algoritmos

Los experimentos de la sección anterior han probado la efectividad de los algoritmos
de remuestreo para tratar el problema del desbalance. Sin embargo, su dependen-
cia de la complejidad y características de los datos provoca que, en determinadas
ocasiones, no se logre un absoluto equilibrio entre clases y, en ciertos casos, la re-
ducción puede incluso dar lugar a que el sentido del desbalance se invierta. Asimis-
mo, algunos investigadores mencionan que remuestrear las bases de datos implica
una alteración arti�cial de la distribución original de los datos (McCarthy y otros,
2005, Sei�ert y otros, 2008), lo que podría añadir nuevos problemas (Orriols-Puig y
Bernadó-Mansilla, 2009).

Una línea de investigación alternativa a las técnicas que preprocesan las bases
de datos se re�ere a las soluciones a nivel de algoritmos, las cuales tienen por obje-
tivo adaptar los propios clasi�cadores al problema del desbalance. Sin embargo, las
críticas a estas estrategias establecen que, al tratarse de soluciones especí�cas para
cada modelo, se hace difícil su extensión a otros problemas.

Siguiendo la línea general de las soluciones a nivel de algoritmos, en la presente
sección, se introduce una distancia ponderada para la regla del vecino más cercano,
cuyo objetivo será predisponer al clasi�cador hacia la clase menos representativa.

5.5.1. Distancia ponderada

Con el objetivo de establecer una tendencia positiva del clasi�cador 1−NN hacia
la clase menos representada, se sugiere aquí una modi�cación sobre la distancia
Euclídea. Esta adaptación puede verse como una función de distancia ponderada, la
cual puede expresarse de la siguiente forma:

dw(y,x) =

(
Ni

N

) 1
n

× dE(y,x) (5.1)

donde dE(.) representa la distancia Euclídea, y la muestra a ser etiquetada y x la
muestra de entrenamiento. La primera parte de la fórmula constituye un coe�ciente
de ponderación que se obtiene del cociente entre la talla de la clase correspondiente
a la muestra de entrenamiento Ni y el número total de muestras del conjunto de
datos N , todo ello elevado al inverso del número de atributos n. El objetivo de esta
potenciación es moderar las diferencias entre los coe�cientes de ponderación.

La idea básica detrás de esta distancia ponderada (DP) es compensar el desba-
lance presente en el conjunto de entrenamiento original sin alterar la distribución
entre clases, puesto que los pesos son asignados a las respectivas clases y no a los
muestras individuales.

El factor de ponderación será más alto para la clase mayoritaria que para la clase
minoritaria, por lo que la distancia (�nal) de las muestras positivas tenderá a ser
más pequeña que la distancia a las muestras de la clase negativa. Esto produce una
predisposición del clasi�cador a buscar el vecino más cercano de las nuevas muestras
entre los objetos de la clase minoritaria.
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5.5.2. Experimentos y análisis de resultados

La con�guración de los experimentos de este sección consiste en la clasi�cación de las
bases de datos originales por la regla de los k vecinos más cercanos para k = 1, 7, 13 y
la versión 1−NN con la distancia ponderada. Las salidas de los clasi�cadores fueron
evaluados por las seis métricas de efectividad que se han venido empleando a lo
largo de este capítulo. Asimismo, a través de los datos obtenidos por una prueba
t−student, se calculó un rango de efectividad de los clasi�cadores para cada una de
las seis métricas (ver Figura 5.6).

Se puede observar que la versión del clasi�cador que emplea la distancia pon-
derada presenta el mejor rango en términos de tvp, aunque se sitúa como el peor
algoritmo al reconocer la clase mayoritaria (tvn). Cabe recordar que este mismo
comportamiento se pudo advertir también en las soluciones a nivel de datos. Sin
embargo, a pesar de ello, las tres métricas de efectividad apropiadas para entornos
no balanceados (f1, IBA0.1, Gm) lo ubican como el mejor clasi�cador, indicando
que a pesar de que se reduce la tasa de aciertos sobre la clase negativa, este descenso
no llega a ser excesivamente fuerte (ver Anexo A).
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Figura 5.6: Ranking de los clasi�cadores 1−NN, 7−NN, 13−NN y 1−NN+DP sobre los
conjuntos originales empleando seis métricas de efectividad.

5.6. Combinación de estrategias

Una de las propuestas para tratar el problema del desbalance sugiere que la mejor
técnica es aquella que combina soluciones a nivel de datos con otras a nivel de
algoritmos. El objetivo es aprovechar las ventajas que cada una de ellas ofrece y,
por consiguiente, superar las debilidades que presentan por separado.

En la misma línea, proponemos dos estrategias que combinan diversas técnicas
que se han introducido previamente. La primera propuesta tendrá por objetivo au-
mentar el poder de reducción de la edición de Wilson sobre la clase mayoritaria.
Por su parte, la segunda estrategia empleará el clasi�cador con distancia ponderada
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(a nivel de algoritmos) sobre los conjuntos submuestreados (a nivel de datos), los
cuales aún presentan un cierto desbalance entre clases (Tabla 5.3).

5.6.1. Edición de Wilson con distancia ponderada

En la Sección 5.2, se pudo comprobar que el algoritmo de Wilson produce una baja
tasa de reducción sobre la clase mayoritaria (ver Tabla 5.3), motivo por el cual no
se consigue aliviar de forma signi�cativa el desbalance existente.

La edición de Wilson utiliza la regla k−NN para estimar, para cada muestra del
conjunto de entrenamiento, su etiqueta de clase y, posteriormente, eliminar aque-
llas cuya etiqueta verdadera no coincida con la asignada por la mayoría de sus k

vecinos. Puesto que el clasi�cador k−NN se ve afectado por el problema del desba-
lance, el hecho de emplearlo en el proceso de edición podría resultar en una muy
escasa eliminación de muestras negativas, dado que la mayor parte de los k vecinos
seleccionados podrían pertenecer a la clase mayoritaria.

Para tratar el problema que acabamos de exponer, se propone emplear la dis-
tancia ponderada no sólo en la fase de clasi�cación, sino también al editar la clase
mayoritaria.

5.6.1.1. Experimentos y análisis de resultados

El primer experimento consiste en submuestrear las 17 bases de datos por edi-
ción de Wilson con distancia ponderada (EWW−) y, posteriormente, condensar
cada uno de los conjuntos resultantes mediante el algoritmo selectivo modi�cado
(EWW−+SSM−). Cada conjunto preprocesado fue clasi�cado por los ocho modelos
que se han venido empleando y, seguidamente, fueron evaluados por seis métricas de
efectividad. Los resultados se comparan con el submuestreo aleatorio (RUS), la edi-
ción de Wilson con distancia Euclídea (EW−) y la combinación de ésta con selectivo
modi�cado (EW−+SSM−).

La Figura 5.7 muestra los rangos que se obtienen al emplear los conjuntos origi-
nales y las cinco estrategias de submuestreo (RUS, EW−, EWW−, EW−+SSM− y
EWW−+SSM−), en términos de las seis métricas de efectividad.

Los resultados en términos de tvp, tvn y Acc son, conceptualmente, similares
a los de la Sección 5.2: la mejor propuesta según la tasa de precisión global y tvn

corresponde a los algoritmos originales, mientras que para la tvp viene dada por la
técnica que reduce de manera signi�cativa la clase mayoritaria (EWW−+SSM−).
Con las tres medidas apropiadas para el desbalance (f1, IBA0.1, Gm), las dos técni-
cas que, en general, se sitúan como las mejores corresponden a la versión de edición
de Wilson con distancia ponderada (EWW−) y al submuestreo aleatorio (RUS).

Comparando las dos técnicas que incluyen selectivo modi�cado, resulta intere-
sante destacar que, en la mayoría de las situaciones, la combinación con edición de
Wilson mediante distancia ponderada es mejor a pesar de incrementar la tasa de
reducción, tal como se puede observar en la Tabla 5.4.

En general, como cabía esperar, el empleo de la distancia ponderada aumenta el
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Figura 5.7: Ranking de las dos versiones de submuestreo empleando los clasi�cadores
1−NN, 7−NN, 13−NN, J48, MLP, NBC y SVM.

poder de reducción sobre la clase mayoritaria. Sin embargo, existen situaciones en
las que se mantiene una tasa de reducción similar a la que se obtiene de aplicar el
algoritmo clásico de Wilson. Resulta signi�cativo que es precisamente en las bases
de datos con altas tasas de acierto sobre ambas clases (Letter, Optdigits, Pendigits,
Segmentation) donde se produce esta circunstancia, probablemente porque no existe
un fuerte solapamiento entre clases. Por tanto, en estas bases de datos, pese a existir
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Tabla 5.4: Ratios de desbalance y porcentajes de reducción empleando edición de Wilson
con distancia ponderada (EWW−).

Ratios de desbalance

Breast Ecoli German Glass Haberman Laryngeal2 Lettera Optdigits Pendigits

Original 0.41 0.12 0.43 0.09 0.36 0.08 0.04 0.11 0.11

EW− 0.67 0.12 0.57 0.09 0.47 0.09 0.04 0.11 0.11

EW−+SSM− 1.83 1.05 1.50 0.47 1.45 1.34 1.52 1.61 2.78

EWW− 0.68 0.13 0.61 0.11 0.55 0.09 0.04 0.11 0.11

EWW−+SSM− 1.87 1.76 1.66 0.68 1.96 1.55 1.53 1.62 2.79

Ratios de desbalance

Phoneme Pima Satimage Scrapie Segmentation Spambase Vehicle Yeast

Original 0.42 0.54 0.11 0.21 0.17 0.65 0.33 0.41

EW− 0.45 0.78 0.11 0.56 0.17 0.81 0.41 0.51

EW−+SSM− 2.80 2.49 1.11 3.46 1.73 3.59 1.55 1.50

EWW− 0.47 0.84 0.12 0.56 0.17 0.82 0.44 0.59

EWW−+SSM− 3.24 2.79 1.11 3.46 1.79 3.65 1.83 1.91

un importante desequilibrio en las distribuciones de clases, la ausencia de cualquier
otra complejidad permite obtener buenos resultados sin apenas reducir la talla de
la clase mayoritaria.

5.6.2. Solución a nivel de datos más solución a nivel de algoritmos

La segunda propuesta de combinación consiste en emplear la clasi�cación con dis-
tancia ponderada sobre los conjuntos submuestreados, donde el primero representa
la solución a nivel de algoritmos y el segundo la solución a nivel de datos. El objetivo
es solventar el desbalance (aún) presente en los conjuntos submuestreados, lo que
en teoría incrementaría la tasa de aciertos sobre la clase positiva.

5.6.2.1. Experimentos y análisis de resultados

La con�guración de estos experimentos se reduce a emplear la regla 1−NN con
distancia ponderada sobre los conjuntos originales y los conjuntos submuestreados
mediante cuatro diferentes esquemas: las dos versiones de edición de Wilson (EW−

y EWW−) y sus correspondientes combinaciones con el condensado por selectivo
modi�cado (EW−+SSM− y EWW−+SSM−).

Al analizar la Figura 5.8, podemos ver que las únicas estrategias que proporcio-
nan buenos resultados corresponden a la combinación de clasi�car con 1−NN+DP
los conjuntos submuestrados mediante la edición de Wilson (tanto EW− como
EWW−). La razón por la que las combinaciones con selectivo modi�cado no produ-
cen buenas tasas de efectividad debemos buscarla en el hecho de que el sentido del
desbalance se ha invertido, tal como ya se comentó en experimentos anteriores.

5.7. Conclusiones preliminares

Las principales propuestas para tratar el problema del desbalance pueden agruparse
en dos grandes categorías: soluciones a nivel de datos y soluciones a nivel de algorit-
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mos. La diferencia entre ambas radica fundamentalmente en el procedimiento que
emplean para bene�ciar a la clase minoritaria. Las soluciones pertenecientes al pri-
mer grupo intentan favorecer a la clase positiva a través de la alteración arti�cial de
la distribución de clases en el conjunto de entrenamiento con el objetivo de reducir
el desbalance. Por el contrario, las soluciones a nivel de algoritmos suelen basarse
en la ponderación de las muestras o en la inclusión de una matriz de costes.

Actualmente, es posible encontrar diversos estudios acerca de las ventajas e
inconvenientes que cada solución aporta y bajo qué condiciones resulta mejor aplicar
las diferentes propuestas.

En el presente capítulo, se han analizado diversas técnicas de submuestreo y
sobremuestreo, es decir, soluciones a nivel de datos, así como una propuesta para
la regla del vecino más cercano que puede considerarse como una solución a nivel
de algoritmos. El estudio se ha llevado a cabo teniendo en cuenta tres factores que
podríamos considerar críticos en el proceso de clasi�cación: el ratio de desbalance,
la naturaleza del clasi�cador y la métrica de efectividad utilizada.

Al analizar las diferentes técnicas de remuestreo, los resultados revelan que la uti-
lidad de éstas depende fuertemente de la naturaleza del clasi�cador. Así, en general,
es posible a�rmar que para clasi�cadores con un aprendizaje global, independiente-
mente del ratio de desbalance que presente el conjunto de datos, la mejor estrategia
consiste en sobremuestrear la clase minoritaria. Sin embargo, en el caso de modelos
más locales (por ejemplo, el clasi�cador 1−NN), si el conjunto de datos presenta un
alto desbalance, los resultados experimentales sugieren que la mejor opción viene
determinada por los algoritmos de sobremuestreo; por el contrario, cuando existe un
nivel de desbalance moderado o bajo, el submuestreo aparece como la solución más
adecuada. Sin embargo, aún así, debemos tener en cuenta que estas conclusiones
dependerán también de la métrica de efectividad que vayamos a emplear.

Por otra parte, en diversas publicaciones, se ha mencionado que el remuestreo
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aleatorio constituye una estrategia bastante competitiva frente a las técnicas dirigi-
das. En este sentido, se ha podido observar que una de las principales desventajas de
los algoritmos dirigidos es que, en la mayoría de las ocasiones, no se logra un balance
absoluto entre las clases, llegando en algunos casos a mantener un ratio de desba-
lance igual al conjunto original y, en el peor de los casos, se llega a invertir el sentido
del desbalance, siendo esto especialmente contraproducente en los clasi�cadores de
naturaleza global. El hecho de obtener una variabilidad en las tasas de reducción
sugiere que estos algoritmos dirigidos dependen fuertemente de la complejidad de
los datos. Asimismo, fue posible observar que no siempre la mejor distribución es
aquella que presenta un equilibrio perfecto entre las clases.

Finalmente, la incorporación de un factor de ponderación en la regla 1−NN ha
exhibido un buen comportamiento, especialmente al combinarse con alguna técnica
de submuestreo. Sin embargo, al igual que ocurría con los esquemas anteriores, el
bene�cio sobre la clase minoritaria parece conllevar paralelamente una leve degene-
ración de la clase mayoritaria.



Capítulo 6

Análisis del comportamiento de
algoritmos de clasi�cación en

conjuntos de datos con
solapamiento y desbalance

Generalmente, se asume que la diferencia signi�cativa en el número de muestras por
clase es una de las causas más importantes de la baja tasa de efectividad de un
clasi�cador sobre la clase menos representada. Sin embargo, existen otros factores
que, en combinación con el desbalance, causan dicha degradación, siendo uno de éstos
el solapamiento. En el capítulo actual, se desarrolla una serie de experimentos para
evaluar la in�uencia que ejercen el desbalance y el solapamiento en la efectividad de
la regla del vecino más cercano. Este estudio se extiende a diversos clasi�cadores de
distinta naturaleza, con la �nalidad de comprobar en qué medida la in�uencia que
ejercen ambas complejidades sobre los resultados de clasi�cación depende del tipo
de clasi�cador.

6.1. Introducción

En el problema de los conjuntos desbalanceados, una de las líneas de investigación se
centra en el estudio de la in�uencia que ejerce dicha complejidad sobre los resultados
de clasi�cación. Diversos estudios han demostrado que, en entornos desbalanceados,
los clasi�cadores presentan una pérdida signi�cativa de efectividad debido al sesgo
que existe en las distribuciones de las clases (Al-Haddad y otros, 2000, Fernández y
otros, 2009, Japkowicz y Stephen, 2002, Kubat y otros, 1997, Mazurowski y otros,
2008, Weiss y Provost, 2003, Zhang y Mani, 2003). No obstante, múltiples investiga-
ciones sugieren que existen otros muchos factores que contribuyen a tal degradación
de la efectividad, como pueden ser la talla global del conjunto de datos, el nivel
de desbalance, la densidad, el solapamiento entre clases, entre otros (Al-Haddad y
otros, 2000, Batista y otros, 2005, Hulse y Khoshgoftaar, 2009, Japkowicz y Step-
hen, 2002, Jo y Japkowicz, 2004, Murphey y otros, 2004, Prati y otros, 2004a, Visa
y Ralescu, 2003, Weiss, 2003, Weiss y otros, 2007).

Estudios llevados a cabo empleando clasi�cadores C4.5 y difusos (Fuzzy Clas-
si�er) permiten concluir que, si bien es cierto que un gran porcentaje de errores
ocurren en la zona de confusión, existe un punto en el cual el desbalance entre
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las clases predomina más que el solapamiento (Japkowicz y Stephen, 2002, Visa y
Ralescu, 2003). Con respecto a esto, podría ser interesante identi�car el grado de
in�uencia que ejerce cada una de estas complejidades (y sus interdependencias) en
la operación de cada clasi�cador. En este sentido, podría intentarse relacionar la
naturaleza local o global de un clasi�cador con el grado y tipo de afectación en sus
resultados. En el presente estudio, se han considerado los clasi�cadores naïve Bayes
(NBC), la red neuronal perceptrón multicapa (MLP), la red neuronal de funciones
de base radial (RBF), el árbol de decisión (J48) y el clasi�cador del vecino más
cercano con k = 1, 3, 7, 9, 13, poniéndose especial énfasis en este último.

6.2. k−NN: un escenario infrecuente de desbalance y so-

lapamiento

La regla k−NN ha sido históricamente uno de los algoritmos más estudiados y anali-
zados en la literatura. Diversos estudios teóricos y empíricos han permitido concluir
que este clasi�cador es extremadamente sensible a ciertos tipos de complejidades de
los datos, principalmente a las imperfecciones en los conjuntos de datos y a la den-
sidad de las muestras por clases (Dasarathy, 1991, Devijver y Kittler, 1982). Entre
otras características, este método requiere de altas densidades para poder ofrecer
estimaciones con�ables de las clases, lo cual suele estar directamente relacionado
con la talla de las mismas. Por tanto, el algoritmo k-NN es susceptible al nivel de
desbalance, pues cuanto más representada (o densa) sea una clase, mejores serán los
resultados sobre dicha clase (Hand y Vinciotti, 2003, Kubat y otros, 1997, Zhang y
Mani, 2003). En realidad, esta dependencia es especialmente crítica en las regiones
de solapamiento, donde las decisiones entre dos (o más) clases depende de la relación
entre las densidades locales.

En un problema desbalanceado de dos clases, donde la clase mayoritaria está
generalmente más representada en la región de solapamiento, los resultados de cla-
si�cación del k-NN son normalmente mejores en esta clase que en la minoritaria.
Así, conforme el valor de k y/o el desbalance se incrementan, este efecto se acentúa
con una reducción progresiva de la in�uencia de la clase minoritaria. La situación
anterior puede representar el comportamiento esperado pero, ¾es posible encontrar
situaciones donde el clasi�cador k-NN bene�cie a la clase minoritaria?. En este sen-
tido, ¾es probable que, debido a la naturaleza local del algoritmo, el desbalance en la
región de solapamiento in�uya más en la efectividad del k-NN que el propio volumen
(o talla) de la región de solapamiento? y, �nalmente, considerando que la operación
del k-NN depende de sus densidades locales, ¾podría decirse que el desbalance glo-
bal es mucho menos importante para el k-NN que para otros clasi�cadores con una
naturaleza menos local?

Estas tres cuestiones que acabamos de plantear establecen una línea de investiga-
ción a través del análisis de la efectividad del algoritmo k-NN, empleando dos series
de datos sintéticos con complejidades opuestas en las regiones de solapamiento:

Serie 1 El ratio de desbalance en la región de solapamiento es igual al ratio de
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desbalance global (caso general).

Serie 2 El tipo de desbalance en la región de solapamiento es inverso al ratio global,
es decir, la clase minoritaria es más densa que la clase mayoritaria en la zona
de solapamiento (podría verse como un caso atípico).

Para tal propósito, se han planteado dos estudios sobre conjuntos de datos sin-
téticos de dos clases con un nivel �jo de desbalance global, con el objetivo de que
los resultados no dependiesen de dicho parámetro.

El primer experimento consiste en una serie de datos en la que ambos ratios de
desbalance, el de la región de solapamiento y el global, son idénticos, mientras que el
tamaño de la región de solapamiento cambia. Esta situación, que puede considerarse
típica, proporcionará criterios y bases para analizar los resultados del segundo caso.

El segundo experimento se lleva a cabo sobre una serie de datos caracterizada
por una mayor densidad local de la clase minoritaria, con respecto a la mayoritaria,
en la zona de solapamiento. Para esta situación, se llevó a cabo otro estudio conside-
rando una relación de desbalance de 1:50, con la �nalidad de veri�car los resultados
experimentales en un escenario con un desbalance muy acentuado.

Finalmente, con el objetivo de responder a la tercera pregunta, se realizaron
experimentos complementarios empleando otros cuatro algoritmos de clasi�cación
de diferente naturaleza. Esto permitió comparar los resultados obtenidos para la
regla k-NN en los experimentos antes descritos con los producidos por el esto de
clasi�cadores, así como analizar los efectos del desbalance sobre los resultados de
clasi�cación en relación a la naturaleza local o global del propio clasi�cador.

6.3. Experimentos y análisis de resultados

Los dos escenarios descritos en la sección anterior se desarrollaron a través de dos se-
ries de conjuntos de datos sintéticos. Para cada conjunto, se generaron 500 muestras
pseudoaleatorias con una distribución uniforme en un espacio bidimensional de 100
× 100. De ellas, 400 son de la clase mayoritaria y 100 de la clase minoritaria, man-
teniendo así un relación igual a 1:4. Es importante mencionar que, aún cuando sólo
una dimensión aparece como discriminante, la inclusión de dos dimensiones facilita
la distribución de las muestras y la interpretación de los resultados, principalmente
en las regiones de solapamiento en situaciones de grandes tallas o volúmenes.

El primer escenario constituye un típico problema de desbalance con solapa-
miento, de forma que el desequilibrio afecta de igual manera a todo el espacio de
representación. El segundo escenario se re�ere a una situación poco común, donde el
desbalance en la región de solapamiento es inverso al desbalance global, es decir, la
clase mayoritaria y minoritaria intercambian sus roles. Con esta situación singular
es posible explicar la dependencia del desbalance global y local sobre la regla k-NN,
así como del volumen de la región de solapamiento. Se incluyó un tercer grupo de
experimentos con datos sintéticos con una relación de desbalance de 1:50 con el
objetivo de corroborar las conclusiones obtenidas en el segundo escenario.
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Los resultados mostrados son promedios de 10 repeticiones de una validación
cruzada de 10 particiones, es decir, cada promedio es obtenido a partir de 100
resultados. Los experimentos consisten en el cálculo de siete métricas de evaluación
de la efectividad de un clasi�cador apropiadas para entornos desbalanceados: i) la
tasa de verdaderos positivos (tvp), ii) la tasa de verdaderos negativos (tvn), iii)
precision, iv) la media geométrica (Gm) de tasas de aciertos por clase, v) la media
geométrica de precision y de la tasa de aciertos de la clase positiva (Gpr), vi) el
área bajo la curva ROC (AUC) y vii) el índice de precisión balanceada (IBA0.1).
Asimismo, dentro de este análisis, también se incluyó la tasa de precisión global
(Acc), que se caracteriza por presentar un comportamiento sesgado hacia la clase
mayoritaria. Por otra parte, cabe recordar que los clasi�cadores empleados fueron
tomados del kit de herramientas Weka (Witten y Frank, 2005).

6.3.1. Desbalance homogéneo

El primer experimento consta de una colección de seis conjuntos de datos con un
solapamiento que se incrementa gradualmente. En todos los casos, las muestras
positivas (100) están de�nidas en el eje X en el rango [50�100], mientras que aquellas
que pertenecen a la clase mayoritaria (400) son generadas dentro de [0�50] para
0% de solapamiento, [10�60] para 20%, [20�70] para 40%, [30�80] para 60%, [40�
90] para 80% y [50�100] para el caso de un solapamiento total, 100%. Como se
puede observar, en todos los casos, el ratio de desbalance global es igual al ratio de
desbalance en la región de solapamiento, por lo que podría verse como un caso típico
que se caracteriza por presentar un desbalance homogéneo. La Figura 6.1 muestra
dos ejemplos de estos conjuntos de datos.
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Figura 6.1: Dos casos diferentes de desbalance homogéneo: a) 0% de solapamiento y b)
60% de solapamiento
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6.3.1.1. Comportamiento del algoritmo k-NN

El algoritmo k-NN aquí empleado utiliza la siguiente con�guración: distancia Euclí-
dea para valores de k entre 1 y 15. Por simplicidad y claridad, en las �guras sólo se
representan resultados para valores de k = 1, 3, 7, 9, 13.

La Figura 6.2 exhibe resultados de ocho medidas de efectividad para todas las
versiones de k-NN a medida que el solapamiento se incrementa. A partir de las dos
primeras grá�cas correspondientes a tvp y tvn, es posible observar dos situaciones
importantes. Primero, conforme el solapamiento se va incrementando, las tasas de
reconocimiento sobre las muestras positivas decrece de forma rápida y signi�cativa.
Una situación distinta ocurre en el caso de la tasa de verdaderos negativos (para
cualquier valor �jo de k), la cual decrece aunque muy moderadamente. Segundo, el
incremento en el valor de k da lugar a que el algoritmo sea cada vez menos local, de
modo que, para cualquier porcentaje �jo de solapamiento, disminuye gradualmente
la tasa de verdaderos positivos mientras que tvn se incrementa hasta alcanzar valores
cercanos al 100%.

Con respecto a la primera cuestión, el incremento en los niveles de solapamiento
implica también un aumento en la cantidad de ejemplos de ambas clases en la
región de confusión, en la que se mantiene la relación global entre las densidades
(la clase negativa es más densa que la clase positiva). Esto ocasiona que aumente
signi�cativamente la probabilidad de que el algoritmo k-NN clasi�que erróneamente
las muestras positivas. Por lo que respecta al segundo punto, con el incremento de
los valores de k y del volumen local de decisión, se eleva la probabilidad de encontrar
una mayoría de la clase negativa y, por tanto, clasi�car erróneamente muestras de
la clase positiva.

Como conclusión preliminar, es posible decir que el incremento del nivel de sola-
pamiento o del valor de k en una situación de desbalance homogéneo o típico afecta
de forma signi�cativa a la clase minoritaria. Por otra parte, es importante recor-
dar que los resultados fueron obtenidos considerando un ratio �jo de desbalance,
lo cual sugiere que el desbalance global por sí mismo no afecta necesariamente el
rendimiento del algoritmo k-NN.

Finalmente, a partir de las métricas globales de efectividad, se observan dos si-
tuaciones particulares. Primero, precision, Gpr, AUC y Acc (ver Figuras 6.2(c),
6.2(e), 6.2(f), 6.2(h)) muestran una tendencia a favorecer a aquellos clasi�cadores
que presentan altas tasas de aciertos sobre la clase negativa, es decir, a las versiones
de k-NN con mejores valores de k. Segundo, las métricas como Gm e IBA0.1 de
naturaleza no sesgada (ver Figuras 6.2(d), 6.2(g)), a diferencia de las anteriores,
muestran como esquema más discriminante al algoritmo 1-NN para la mayoría de
los conjuntos de datos con diversos grados de solapamiento. La razón de este com-
portamiento se debe a que dicho clasi�cador presenta un mejor tvp que el resto de
los de k-NN con k > 1.
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Figura 6.2: Desbalance homogéneo: evaluación de la efectividad de los clasi�cadores
1, 3, 7, 9 y 13-NN según las métricas (a) tvp, (b) tvn, (c) precision, (d) Gm, (e) Gpr,
(f) AUC, (g) IBA0.1 y (h) Acc
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6.3.1.2. k-NN frente a otros modelos de clasi�cación

En esta sección, el algoritmo k-NN se compara con otros cuatro clasi�cadores de
naturaleza diversa, empleando para ello la misma serie de datos desbalanceados del
apartado anterior. Estos cuatro métodos son la red MLP, el algoritmo naïve Bayes
NBC, la red neuronal RBF y el árbol de decisiones J48. En el caso de k-NN, sólo se
usaron valores de k = 1, 3, 9, ya que se considera que son su�cientes para demostrar
las tendencias locales de este esquema.

Los resultados son conceptualmente similares a los de la sección anterior: los es-
quemas más locales reconocen mejor la clase minoritaria (especialmente para grandes
niveles de solapamiento), mientras que los modelos basados en un aprendizaje glo-
bal son más robustos al clasi�car a las muestras de la clase mayoritaria (ver Figuras
6.3(a), 6.3(b)). En particular, la regla 1-NN produce las mejores tasas de reconoci-
miento sobre las muestras de la clase positiva. Por el contrario, el clasi�cador MLP,
cuyo aprendizaje es global, se muestra como el mejor modelo de clasi�cación para
la clase mayoritaria. En este sentido, el aumento de la precisión global del algoritmo
k-NN sugiere que dicho clasi�cador va adoptando un comportamiento menos local
a medida que se incrementa el valor de k.

Puesto que los valores de tvn son signi�cativamente más altos que los de tvp

en todos los clasi�cadores, los métodos que mejor reconocen la clase negativa son
también los que generalmente alcanzan las más altas tasas de efectividad global (ver
Figuras 6.3(c), 6.3(e), 6.3(f), 6.3(h)). En este sentido, el clasi�cador MLP resulta ser
el más consistente, mientras que el algoritmo 1-NN es uno de los que presentan el
peor comportamiento para estas cuatro medidas de efectividad global. La excepción
vuelve a presentarse con la media geométrica y el índice de precisión balanceada
(ver Figuras 6.3(d), 6.3(g)), donde el clasi�cador 1-NN supera al resto de los cla-
si�cadores en los escenarios con un alto grado de solapamiento. Cabe mencionar
que estos resultados se han obtenido con las métricas más empleadas en problemas
desbalanceados. Aún así, el uso de la conocida medida de precisión global (Acc, ver
Figura 6.3(h)) conduce a resultados similares (clasi�cadores globales son mejores
que los locales), pero con diferencias más acentuadas.

Una vez más los resultados con�rman el hecho de que la clase mayoritaria tiende
a ser mejor discriminada por aquellos clasi�cadores que se basan en un aprendizaje
global. En el caso de la clase minoritaria, los clasi�cadores con un aprendizaje local
presentan un mejor comportamiento sobre dicha clase. Al igual que en la sección
anterior, esta conclusión es válida para las situaciones con un desbalance homogéneo
(el desbalance global es similar al desbalance en la región de solapamiento).

6.3.2. Desbalance heterogéneo

El segundo experimento se llevó a cabo sobre una colección de cinco conjuntos de
datos sintéticos desbalanceados, donde la clase minoritaria se convierte en mayo-
ritaria en la región de solapamiento. Para este �n, las 400 muestras negativas que
conforman la clase mayoritaria se distribuyeron sobre el eje X en el rango [0�100]
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Figura 6.3: Desbalance homogéneo: evaluación de la efectividad de los clasi�cadores 1, 3, 9-
NN, NBC, MLP, RBF y J48 según las métricas (a) tvp, (b) tvn, (c) precision, (d) Gm,
(e) Gpr, (f) AUC, (g) IBA0.1 y (h) Acc

para todos los conjuntos de datos, mientras que las 100 muestras de la clase mi-
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noritaria se generaron en un rango distinto para cada conjunto de datos: [75�100],
[80�100], [85�100], [90�100] y [95�100]. Nótese que la región que ocupa la clase mi-
noritaria coincide, en todos los casos, con la región de solapamiento. Con esto, se
logra que el número de elementos en esta región varíe de una situación balanceada
en la primera serie de datos, en la cual ambas clases presentan los mismos valores
esperados en número de muestras y densidad, hasta una situación crítica de desba-
lance como ocurre en la última colección de datos, en la que las 100 muestras de la
clase minoritaria aparecen como la clase dominante en la región de solapamiento,
donde la clase mayoritaria debería contar, aproximadamente, con 20 muestras. En
la Figura 6.4, se muestran dos ejemplos de estos conjuntos de datos. En resumen,
la clase minoritaria (positiva) se convierte en la clase más representada en la región
de solapamiento. A situaciones como ésta, que se caracteriza porque el desbalance
global di�ere del desbalance en las regiones locales, nos referiremos como desbalance
heterogéneo.
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Figura 6.4: Dos casos diferentes de desbalance heterogéneo: [75�100] y [80�100]. El primer
caso representa una situación balanceada en la región de solapamiento. Para el último caso,
en dicha región, la clase mayoritaria aparece menos representada que la clase minoritaria

El objetivo de este experimento es analizar la importancia del ratio de desbalance
global, la talla de la región de solapamiento y el ratio de desbalance local en dicha
región, dentro del comportamiento de diversos algoritmos de clasi�cación.

6.3.2.1. Comportamiento del algoritmo k-NN

En el análisis del comportamiento del clasi�cador k-NN, se emplearon los mismos
valores de k y la misma distancia que en los experimentos de la Sección 6.3.1.1.

La Figura 6.5 muestra los valores de las ocho métricas de efectividad para todas
las versiones de k-NN en función del solapamiento (de mayor a menor volumen de
solapamiento). Analizando las dos primeras medidas, tvp y tvn, es posible remarcar
dos puntos. En primera instancia, conforme el valor de k se incrementa y, al contra-
rio del caso típico analizado en la Sección 6.3.1.1, la tasa de reconocimiento de la
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clase positiva aumenta en los tres casos en los que la diferencia entre las densidades
en la región de solapamiento es más signi�cativa, mientras que la tasa de reconoci-
miento de las muestras negativas cae ligeramente para la mayoría de las situaciones.
En segundo lugar, conforme el volumen en la zona de solapamiento se reduce, la
densidad de la clase positiva aumenta mientras que se reduce el número de muestras
negativas en dicha región. Esto ocasiona que tvp se incremente al tiempo que tvn se
mantiene casi constante.

Con respecto al primer punto, a diferencia de los primeros experimentos con un
desbalance homogéneo, el aumento en los valores de k bene�cia claramente a la clase
minoritaria. Sin embargo, al igual que en los experimentos del primer escenario, esta
clase es la más representada en la zona de solapamiento. Esto con�rma que el algo-
ritmo k-NN depende, en realidad, del desbalance local en la zona de solapamiento
y no tanto del desbalance global.

En el caso del segundo punto, la reducción del volumen de la zona de solapa-
miento afecta a ambas clases de diferente forma. La densidad de la clase positiva
se incrementa debido a que la región de solapamiento engloba a todas las muestras
positivas, mientras que para la clase negativa, la desventaja creciente en términos de
densidad local se compensa con una cantidad cada vez menor de muestras en la re-
gión de solapamiento. Como resultado, el algoritmo k�NN (para todos los valores de
k) mejora la tasa de reconocimiento de la clase positiva (toda la clase minoritaria),
mientras que se producen curvas estables de tasas de aciertos sobre la clase negativa
(la mayoritaria). La explicación de este resultado sobre la clase positiva se debe al
incremento de la densidad de ésta con respecto a la clase negativa, por lo que se
incrementa la probabilidad de que el clasi�cador mejore la tasa de reconocimiento
sobre las muestras positivas. En el caso de los resultados de la clase negativa, cada
nueva reducción en el volumen de la zona de solapamiento deja nuevas muestras
negativas fuera de dicha zona, lo cual reduce la cantidad de las que quedan coexis-
tiendo con la clase positiva. Por consiguiente, muchas de las primeras pasarán a
ser bien clasi�cadas, mientras que la mayoría de estas últimas tendrán una mayor
probabilidad de ser etiquetadas erróneamente. Ambos efectos se compensan entre
sí, produciendo curvas de precisión global más estables, como ocurre en los casos
centrales de solapamiento (85, 90 y 95�100), en cuyas zonas de confusión la clase
minoritaria es más densa que la mayoritaria, siendo cada vez menos representada.

Este resultado puede también obtenerse para una región �ja de solapamiento, la
cual contenga todas las muestras positivas mientras se reduce el número de muestras
negativas en dicha zona (manteniéndose ambas clases uniformemente distribuidas).
En otras palabras, este comportamiento del k-NN no depende tanto del grado de
solapamiento, sino de la relación entre las densidades locales de ambas clases en
la región de solapamiento. El ejemplo muestra que, cuando los datos solapados no
están balanceados, el ratio de desbalance en dicha zona puede ser más importante
para la efectividad del k-NN que la propia talla del solapamiento.

Por último, las cinco medidas globales de rendimiento, Gm, Gpr, AUC, IBA0.1

y Acc (ver Figuras 6.5(d), 6.5(e), 6.5(f), 6.5(g), 6.5(h)) muestran como tendencia
general en muchos de los casos de solapamiento que, a un mayor valor de k, mejor
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Figura 6.5: Desbalance heterogéneo: evaluación de la efectividad de los clasi�cadores
1, 3, 7, 9 y 13-NN según las métricas (a) tvp, (b) tvn, (c) precision, (d) Gm, (e) Gpr,
(f) AUC, (g) IBA0.1 y (h) Acc

es la efectividad. Una revisión de la discusión anterior y una vistazo a los valores de



106
Capítulo 6. Análisis del comportamiento de algoritmos de clasi�cación

en conjuntos de datos con solapamiento y desbalance

tvp y tvn (ver Figuras 6.5(a), 6.5(b)) permiten explicar este comportamiento.

6.3.2.2. k-NN frente a otras aproximaciones

Al igual que la Sección 6.3.1.2, los clasi�cadores 1, 3, 9�NN se comparan aquí con
los clasi�cadores MLP, NBC, RBF y el árbol de decisión J48, aunque, en este caso,
la comparación se realiza sobre conjuntos de datos con un desbalance heterogéneo.

En los experimentos anteriores, el clasi�cador 1-NN, que corresponde a la ver-
sión más local del k-NN, mostró ser el más apropiado para reconocer la clase menos
representada en la zona de solapamiento. En la Sección 6.3.1, esta clase fue la mi-
noritaria, mientras que en la Sección 6.3.2.1 ocurrió para la clase mayoritaria. Por
lo que respecta a los clasi�cadores con un aprendizaje global, éstos presentan un
mejor comportamiento sobre la clase que está fuertemente representada en la re-
gión de confusión, en particular, la clase mayoritaria en la Sección 6.3.1 y la clase
minoritaria en la Sección 6.3.2.

Los nuevos resultados de esta sección coinciden con las deducciones obtenidas en
la sección anterior. Los clasi�cadores con un aprendizaje más global, como el MLP,
el NBC y el J48, logran altos valores de tvp (ver Figura 6.6(a)), mientras que los
modelos como k-NN y RBF, los cuales están basados en un aprendizaje más local,
obtienen mejores tasas de acierto sobre la clase negativa (ver Figura 6.6(b)). Estos
resultados son más visibles para los casos centrales de solapamiento (85, 90 y 95�
100), los cuales excluyen los dos casos de desbalance más extremos (uno moderado
y otro intenso).

Debido a que la mayor diferencia entre el aprendizaje local y el aprendizaje
global se encuentra en las tasas de verdaderos positivos con respecto a las tasas de
verdaderos negativos, aquellos clasi�cadores con altos valores de tvp son los que pre-
sentan también valores más altos en las medidas de efectividad global. En particular,
MLP, NBC y J48 son notablemente mejores que la familia de clasi�cadores k-NN,
considerando las medidas Gm, Gpr e IBA0.1 (ver Figura 6.6(d), 6.6(e), 6.6(g)). Sin
embargo, desde el punto de vista de precision, AUC y Acc (ver Figura 6.6(c), 6.6(f),
6.6(h)), la mayoría de los clasi�cadores presentan valores muy similares, por lo que
sus curvas de efectividad se encuentran muy próximas.

Los experimentos de la Sección 6.3.1 sobre conjuntos de datos con un desbalance
homogéneo sugerían que la naturaleza del aprendizaje local/global está interrelacio-
nada con la condición minoritaria/mayoritaria de las clases. Sin embargo, el presente
experimento demuestra que tal conclusión no es válida en el caso de un desbalance
heterogéneo. Una conclusión más general podría relacionar la naturaleza del apren-
dizaje con la condición local minoritaria/mayoritaria de las clases en las regiones
de solapamiento. En este sentido, se puede establecer que la clase más representa-
da en las regiones de solapamiento tiende a ser mejor clasi�cada por los métodos
que se basan en un aprendizaje global, mientras que la clase menos representada
en tales regiones resulta mejor clasi�cada por medio de los métodos basados en un
aprendizaje local
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Figura 6.6: Desbalance heterogéneo: evaluación de la efectividad de los clasi�cadores 1, 3, 9-
NN, NBC, MLP, RBF y J48 según las métricas (a) tvp, (b) tvn, (c) precision, (d) Gm,
(e) Gpr, (f) AUC, (g) IBA0.1 y (h) Acc
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6.3.3. Experimentos en bases de datos con un enorme ratio de
desbalance

El tercer experimento se ha llevado a cabo sobre una colección de cinco conjuntos
de datos sintéticos con un desbalance muy acentuado, teniendo como base la idea de
los experimentos de la Sección 6.3.2. Los conjuntos de datos cuentan con dos clases
concéntricas en el punto (0, 0) y cuyas muestras se generaron a partir de funciones
paramétricas variando aleatoriamente el radio y el ángulo entre [0, 2π].

La clase mayoritaria consta de 5, 000 muestras situadas dentro de una región
circular con radio igual a 50 (para todos los conjuntos de datos). Para de�nir la
clase minoritaria, con el objetivo de producir un desbalance heterogéneo (en la
región de solapamiento el desbalance di�ere del desbalance global), se calculó de
forma empírica los radios mínimos en los que es posible encontrar aproximadamente
20, 40, 60, 80 y 100 muestras de la clase mayoritaria. Los radios resultantes fueron
0.20, 0.40, 0.60, 0.80 y 1.00, y se obtuvieron aproximando los valores medios de
los radios individuales estimados para 10 generaciones independientes de la clase
mayoritaria. Posteriormente, para cada uno de ellos, se generaron las 100 muestras
pertenecientes a la clase positiva, dando a lugar a los 5 problemas relacionados. En
el caso del radio igual a 1.00, las cantidades esperadas de muestras de ambas clases
dentro de la región de solapamiento son iguales, mientras que para el resto de los
casos se espera, en dicha región, más muestras positivas que negativas.

El objetivo de este experimento es validar los resultados que se obtuvieron en la
Sección 6.3.2, pero en una situación con un alto ratio de desbalance. La Figura 6.7
muestra los resultados de los siete algoritmos de aprendizaje evaluados en términos
de las mismas métricas de efectividad que se emplearon en secciones anteriores.

Analizando la familia de los clasi�cadores k-NN, los resultados de tvp y tvn

con�rman que el desbalance local in�uye más que el desbalance global. El com-
portamiento sobre la clase positiva mejora conforme el valor de k se incrementa,
principalmente en aquellos conjuntos de datos donde la clase minoritaria es más
densa que la clase mayoritaria en la región de solapamiento (radio igual a 0.20, 0.40
y 0.60).

Por lo que respecta al resto de los clasi�cadores, éstos presentan resultados simi-
lares a los de la Sección 6.3.2. Sin embargo, se observan ciertas diferencias, como en
el caso del clasi�cador MLP, donde para todas las series de datos, presenta una muy
baja tasa de reconocimiento sobre la clase positiva. Por consiguiente, esta pérdida
se ve re�ejada de igual manera en las métricas de efectividad como precision, Gm,
Gpr, AUC e IBA0.1 (ver Figuras 6.7(c), 6.7(d), 6.7(e), 6.7(f), 6.7(g)). Este compor-
tamiento nos sugiere que la naturaleza de su aprendizaje global en combinación con
un alto ratio de desbalance global ocasiona una reducción signi�cativa en la tasa de
reconocimiento sobre la clase positiva. En el caso de los clasi�cadores NBC y J48,
generalmente, presentan mejores tasas de efectividad que la familia de clasi�cadores
k-NN y RBF.
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Figura 6.7: Alto nivel de desbalance homogéneo: evaluación de la efectividad de los cla-
si�cadores 1, 3, 9-NN, NBC, MLP, RBF y J48 según las métricas (a) tvp, (b) tvn, (c)
precision, (d) Gm, (e) Gpr, (f) AUC, (g) IBA0.1 y (h) Acc



110
Capítulo 6. Análisis del comportamiento de algoritmos de clasi�cación

en conjuntos de datos con solapamiento y desbalance

6.4. Conclusiones preliminares

El problema de las clases desbalanceadas y su relación con otras complejidades,
como el solapamiento, se ha estudiado fundamentalmente desde el punto de vista
de un desbalance homogéneo, es decir, asumiendo un ratio de desbalance uniforme
en todo el espacio de representación de los datos.

En el presente capítulo, se ha diseñado un problema de dos clases, cuya com-
plejidad, poco común, se caracteriza porque el ratio de desbalance en la zona de
solapamiento es inverso al ratio de desbalance global. En otras palabras, la clase
mayoritaria se convierte en minoritaria en la región de solapamiento.

El análisis se ha enfocado principalmente en analizar el comportamiento de los
clasi�cadores k-NN considerando tres tipos de complejidades: el ratio de desbalance
global, la talla de la zona de solapamiento y su ratio de desbalance local en dicha
zona. Los resultados han mostrado que el algoritmo k-NN presenta una fuerte de-
pendencia de los cambios en el ratio de desbalance local en la zona de solapamiento,
mucho más signi�cativa que de los cambios en la talla de dicha región. Los expe-
rimentos también han con�rmado que el ratio de desbalance local y la talla de la
región son más importantes que el ratio de desbalance global. Un comportamiento
similar se ha podido observar en otro ejemplo con el mismo tipo de complejidad,
aunque con un muy alto grado de desbalance.

El uso de cuatro clasi�cadores de distinta naturaleza, además de la regla k-NN,
ha permitido estudiar la relación entre la efectividad en la clasi�cación de las clases
minoritaria/mayoritaria y la naturaleza local/global de los clasi�cadores. Los resul-
tados han indicado que las clases más representadas en la zona de solapamiento y,
por tanto, localmente mayoritarias, tienden a ser mejor reconocidas por los métodos
basados en un aprendizaje global, mientras que la clase menos representada en dicha
región es mejor clasi�cada por los métodos locales. En este sentido, a un incremen-
to en los valores de k, el comportamiento de la regla k-NN tiende a aproximarse
progresivamente a los métodos globales.



Capítulo 7

Conclusiones y trabajos futuros

El desbalance en las distribuciones de clases se ha identi�cado como uno de los prin-
cipales problemas que afectan de forma negativa al comportamiento de un sistema
de clasi�cación. Se dice que un conjunto de dos clases está desbalanceado si una de
ellas (clase minoritaria) está formada por un número de muestras muy inferior al de
la otra clase (mayoritaria). Este problema aparece principalmente en aplicaciones
donde la clase de mayor importancia corresponde a la menos representada, impli-
cando además un elevado coste por los errores cometidos en la clasi�cación de las
muestras de esta clase minoritaria.

Ante tal problemática, la gran mayoría de las investigaciones se han centrado
en la búsqueda de soluciones que permitan tratar con el desequilibrio en las distri-
buciones por clases. Sin embargo, en los últimos años, han surgido otras líneas de
investigación, como pueden ser la de�nición de nuevas métricas de efectividad y el
análisis de la complejidad de los datos. La primera de ellas tiene por objetivo buscar
medidas alternativas a la conocida tasa de precisión global, que permitan evaluar
y representar de forma más efectiva los resultados de clasi�cación bajo condiciones
de desbalance entre clases. La segunda cuestión está dirigida a determinar el grado
de in�uencia que ejerce el sesgo presente en los datos sobre los resultados de cla-
si�cación, así como su relación con otras complejidades que pudieran presentar los
datos.

La presente tesis se ha planteado analizar y revisar la problemática del desba-
lance, aunque no solamente enfocada a la búsqueda de soluciones, sino también a la
evaluación de la efectividad y al estudio de situaciones en las que aparecen simul-
táneamente distintas complejidades. Este capítulo �nal resume las contribuciones
principales y discute posibles direcciones futuras para extender la investigación den-
tro del problema del desbalance.

7.1. Contribuciones

El objetivo principal de esta tesis ha sido la de proporcionar una visión estructurada
del problema del desbalance abarcando tres líneas de investigación, así como el
desarrollo de nuevas herramientas capaces de tratar el problema del sesgo entre los
datos.

7.1.1. Las métricas de efectividad

Una de las métricas más empleadas para evaluar la efectividad del clasi�cador es
la tasa de precisión global. Sin embargo, en entornos desbalanceados, resulta poco
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útil debido a que se ve fuertemente in�uenciada por la clase de mayor representati-
vidad, así como también a que considera iguales costes de error para ambas clases.
En este sentido, algunas de las actuales medidas de evaluación constituyen buenas
alternativas al emplear ciertas combinaciones de métricas más puras. Sin embargo,
a pesar de que han demostrado su utilidad, no consideran dentro de sus resultados
�nales la información que pudiera aportar el desbalance, lo cual puede conducir en
algunos casos a decisiones poco con�ables.

Con la �nalidad de solventar el inconveniente que acabamos de comentar, en
el Capítulo 4 se ha desarrollado una nueva métrica de evaluación que resulta de la
combinación de un índice básico que mide el equilibrio entre las tasas de acierto
por clase y una métrica global no sesgada. Esta nueva propuesta favorece a aquellos
resultados que presenten altas tasas de aciertos sobre la clase positiva.

Estudios experimentales llevados a cabo evaluando propiedades invariantes a
partir de cambios en la matriz de confusión y coe�cientes de correlación de Pearson
han mostrado que el índice de precisión balanceada (IBA) se presenta como una
métrica adecuada para evaluar clasi�cadores sobre bases de datos desbalanceadas,
exhibiendo comportamientos similares a los de las métricas de evaluación acepta-
das en contextos de desbalance, mientras mantiene una alta correlación con la clase
positiva. Asimismo, esta nueva métrica se ha mostrado más sensible a cambios reali-
zados sobre la matriz de confusión y, por tanto, más capaz para distinguir escenarios
diferentes.

7.1.2. Soluciones para tratar el desbalance

En general, las soluciones en el problema del desbalance están dirigidas a remuestrear
el conjunto de datos (soluciones a nivel de datos) o a la adaptación de los algoritmos
de aprendizaje al problema del desbalance mediante el empleo de alguna matriz de
costes (soluciones a nivel de algoritmos).

En el Capítulo 5, se han presentado diversas propuestas dirigidas a tratar el
problema del desbalance. Así, dentro de las soluciones basadas en submuestreo, se
ha formulado una técnica que reduce de forma inteligente la clase mayoritaria a
través de la eliminación de muestras redundantes, atípicas o con etiqueta ruidosa,
empleando para ello algoritmos conocidos de edición y condensado. En el caso de
los algoritmos de sobremuestreo, se han incorporado tres modi�caciones sobre el
esquema original del SMOTE que permiten generar nuevas muestras considerando
la vecindad y la distribución espacial. Por lo que respecta a nivel de datos, se ha
propuesto una modi�cación a la distancia Euclídea en la regla 1-NN con el objetivo
de lograr una tendencia del clasi�cador hacia la clase menos representada.

Estas tres propuestas han sido analizadas considerando tres factores: la naturale-
za del clasi�cador, la métrica de evaluación de la efectividad y el nivel de desbalance.
Los resultados obtenidos sugieren que, en general, las técnicas de remuestreo depen-
den fuertemente de la característica que presentan los datos, así como de la natura-
leza del clasi�cador. Así, para clasi�cadores de naturaleza global, parece más idóneo
sobremuestrear la clase mayoritaria, independientemente del nivel de desbalance.
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Por otra parte, el submuestreo dirigido presenta la clara desventaja de depender
de la naturaleza del conjunto de datos, por lo que es posible obtener situaciones
adversas y opuestas: una moderada o excesiva tasa de reducción que puede conducir
a cambiar el sentido del desbalance.

Por otra parte, la combinación de estrategias ha demostrado ser una técnica
conveniente a la hora de tratar con problemas desbalanceados, principalmente pa-
ra solventar las desventajas que presenta cada una de las soluciones aplicadas de
manera individual.

7.1.3. Complejidad de los datos

En el Capítulo 6, se ha analizado la relación entre el desequilibrio que presentan las
distribuciones por clases y otras complejidades (por ejemplo, el solapamiento), así
como el grado de in�uencia sobre el comportamiento de los clasi�cadores.

En este proceso, se han llevado a cabo varios experimentos sobre bases de datos
sintéticas con complejidades diversas en la zona de confusión, con el objetivo de
evaluar la in�uencia que presenta el desbalance a nivel local y a nivel global sobre
clasi�cadores de distinta naturaleza.

Los resultados experimentales han permitido concluir que:

Los clasi�cadores con aprendizaje local suelen presentar un mejor comporta-
miento sobre la clase menos representada en la zona de solapamiento que los
clasi�cadores globales.

El comportamiento de cualquier clasi�cador podría depender más del desba-
lance local que se presenta en la zona de confusión que del desbalance a nivel
global.

7.2. Direcciones para trabajos futuros

Las investigaciones y resultados descritos en esta memoria de tesis pueden exten-
derse en diferentes direcciones. Una de éstas puede consistir en llevar a cabo este
mismo estudio sobre conjuntos de datos multiclase, lo que implicaría adaptar las
soluciones, las métricas de efectividad y el estudio de la complejidad de los datos a
estos entornos. Asimismo, es posible incluir en estos análisis el aprendizaje sensible
al coste.

Por otra parte, todo el estudio desarrollado en esta tesis ha sido en un contex-
to de aprendizaje supervisado. Sin embargo, es posible que esta problemática se
pueda extender a otros modelos, tales como el aprendizaje semi-supervisado y una
derivación de éste conocido como aprendizaje on-line.

Por último, una extensión natural del trabajo realizado se re�ere a la aplicación
de estos algoritmos en algunos de los problemas reales en los que viene investigando
nuestro grupo. En concreto, hemos previsto utilizar algunas de las propuestas que
aquí se han presentado para el análisis y procesamiento de imágenes hiperespectrales
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en aplicaciones de percepción remota. Otra línea en la que ya se ha empezado a
trabajar se centra en la clasi�cación de pistas musicales en �cheros MIDI.
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Anexo A

Clasi�cación sobre conjuntos
originales

Tabla A.1: Resultados de clasi�cación sobre el conjunto de datos Breast.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.454 0.761 0.671 0.440 0.447 0.447 0.588 0.608 0.419 0.240 0.293 0.335

J48 0.321 0.891 0.724 0.549 0.420 0.405 0.535 0.606 0.254 0.123 0.204 0.270
MLP 0.368 0.845 0.705 0.495 0.427 0.422 0.558 0.606 0.312 0.163 0.237 0.296
NBC 0.402 0.865 0.730 0.553 0.472 0.466 0.590 0.634 0.365 0.187 0.268 0.332
RBF 0.390 0.867 0.728 0.549 0.463 0.456 0.582 0.629 0.348 0.177 0.258 0.322
SVM 0.328 0.864 0.708 0.500 0.405 0.396 0.533 0.596 0.258 0.132 0.208 0.269
1−NN + DP 0.558 0.629 0.608 0.383 0.462 0.454 0.592 0.593 0.548 0.326 0.338 0.348

Tabla A.2: Resultados de clasi�cación sobre el conjunto de datos Ecoli.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.514 0.942 0.897 0.506 0.510 0.510 0.696 0.728 0.604 0.277 0.381 0.464
J48 0.531 0.969 0.923 0.664 0.594 0.590 0.718 0.750 0.632 0.290 0.402 0.492
MLP 0.714 0.958 0.933 0.665 0.689 0.689 0.827 0.836 0.787 0.517 0.601 0.668
NBC 0.851 0.893 0.889 0.481 0.640 0.614 0.872 0.872 0.865 0.729 0.745 0.757
RBF 0.554 0.956 0.914 0.595 0.574 0.574 0.728 0.755 0.648 0.317 0.423 0.509
SVM 0.006 0.999 0.896 0.500 0.053 0.011 0.076 0.503 -0.093 0.000 0.003 0.005
1−NN + DP 0.846 0.883 0.879 0.457 0.622 0.593 0.864 0.864 0.858 0.719 0.733 0.744

Tabla A.3: Resultados de clasi�cación sobre el conjunto de datos German.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.451 0.760 0.667 0.447 0.449 0.449 0.586 0.606 0.413 0.237 0.290 0.333
J48 0.472 0.835 0.726 0.551 0.510 0.508 0.628 0.653 0.448 0.251 0.323 0.380
MLP 0.504 0.810 0.718 0.533 0.518 0.518 0.639 0.657 0.485 0.283 0.346 0.396
NBC 0.505 0.859 0.753 0.605 0.553 0.551 0.659 0.682 0.494 0.281 0.357 0.419
RBF 0.442 0.841 0.721 0.544 0.491 0.488 0.610 0.642 0.410 0.223 0.298 0.357
SVM 0.493 0.803 0.710 0.519 0.506 0.506 0.630 0.648 0.471 0.273 0.335 0.384
1−NN + DP 0.477 0.725 0.650 0.427 0.451 0.450 0.588 0.601 0.444 0.260 0.303 0.337
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Tabla A.4: Resultados de clasi�cación sobre el conjunto de datos Glass.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.318 0.948 0.898 0.346 0.332 0.331 0.549 0.633 0.400 0.111 0.206 0.282
J48 0.353 0.963 0.915 0.455 0.401 0.397 0.583 0.658 0.451 0.132 0.236 0.319
MLP 0.141 0.969 0.903 0.279 0.198 0.188 0.370 0.555 0.157 0.024 0.080 0.125
NBC 0.753 0.444 0.468 0.105 0.281 0.184 0.578 0.598 0.210 0.437 0.386 0.344
RBF 0.000 0.999 0.920 0.000 0.000 0.000 0.000 0.499 -0.080 0.000 0.000 0.000
SVM 0.000 0.991 0.912 0.000 0.000 0.000 0.000 0.495 -0.088 0.000 0.000 0.000
1−NN + DP 0.482 0.827 0.800 0.194 0.306 0.277 0.632 0.655 0.537 0.261 0.330 0.385

Tabla A.5: Resultados de clasi�cación sobre el conjunto de datos Haberman.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.328 0.771 0.654 0.340 0.503 0.334 0.503 0.550 0.251 0.141 0.197 0.242
J48 0.338 0.852 0.716 0.452 0.537 0.387 0.537 0.595 0.285 0.140 0.214 0.274
MLP 0.259 0.912 0.739 0.515 0.486 0.345 0.486 0.586 0.182 0.082 0.159 0.221
NBC 0.202 0.943 0.747 0.562 0.437 0.298 0.437 0.573 0.101 0.050 0.120 0.177
RBF 0.170 0.949 0.743 0.548 0.402 0.260 0.402 0.560 0.047 0.036 0.099 0.149
SVM 0.148 0.952 0.739 0.526 0.376 0.231 0.376 0.550 0.009 0.028 0.084 0.130
1−NN + DP 0.560 0.643 0.621 0.361 0.600 0.439 0.600 0.602 0.553 0.331 0.345 0.357

Tabla A.6: Resultados de clasi�cación sobre el conjunto de datos Laryngeal2.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.694 0.970 0.949 0.657 0.675 0.675 0.821 0.832 0.783 0.488 0.581 0.655
J48 0.638 0.980 0.954 0.728 0.682 0.680 0.791 0.809 0.742 0.411 0.518 0.604
MLP 0.770 0.979 0.963 0.756 0.763 0.763 0.868 0.875 0.844 0.596 0.675 0.738
NBC 0.943 0.844 0.851 0.334 0.561 0.493 0.892 0.894 0.796 0.875 0.836 0.804
RBF 0.558 0.985 0.952 0.751 0.648 0.641 0.742 0.772 0.676 0.316 0.433 0.526
SVM 0.672 0.942 0.922 0.492 0.575 0.568 0.796 0.807 0.754 0.462 0.547 0.616
1−NN + DP 0.804 0.958 0.946 0.612 0.701 0.695 0.877 0.881 0.859 0.651 0.711 0.758

Tabla A.7: Resultados de clasi�cación sobre el conjunto de datos Letter2.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.995 1.000 1.000 0.995 0.995 0.995 0.998 0.998 0.997 0.991 0.993 0.995
J48 0.943 0.999 0.996 0.966 0.955 0.955 0.971 0.971 0.968 0.890 0.916 0.937
MLP 0.886 1.000 0.995 0.998 0.940 0.938 0.941 0.943 0.935 0.784 0.835 0.875
NBC 0.858 0.992 0.986 0.811 0.834 0.833 0.922 0.925 0.914 0.737 0.794 0.839
RBF 0.830 0.996 0.990 0.899 0.864 0.863 0.909 0.913 0.898 0.689 0.758 0.813
SVM 0.850 0.997 0.992 0.931 0.890 0.889 0.921 0.924 0.912 0.722 0.785 0.835
1−NN+ DP 0.999 0.999 0.999 0.971 0.985 0.985 0.999 0.999 0.999 0.997 0.997 0.998

Tabla A.8: Resultados de clasi�cación sobre el conjunto de datos Optdigits.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.966 0.999 0.996 0.993 0.979 0.979 0.982 0.982 0.979 0.933 0.949 0.962
J48 0.828 0.988 0.972 0.879 0.853 0.853 0.904 0.908 0.884 0.687 0.753 0.805
MLP 0.965 0.998 0.995 0.982 0.973 0.973 0.981 0.981 0.978 0.931 0.947 0.960
NBC 0.899 0.860 0.864 0.413 0.609 0.566 0.879 0.880 0.842 0.804 0.789 0.777
RBF 0.000 1.000 0.901 0.000 0.000 0.000 0.000 0.500 -0.099 0.000 0.000 0.000
SVM 0.785 0.991 0.971 0.909 0.845 0.842 0.882 0.888 0.855 0.617 0.698 0.762
1−NN + DP 0.977 0.999 0.996 0.987 0.982 0.982 0.988 0.988 0.986 0.955 0.965 0.974

Tabla A.9: Resultados de clasi�cación sobre el conjunto de datos Pendigits.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.992 0.999 0.999 0.993 0.993 0.993 0.995 0.995 0.995 0.983 0.987 0.990
J48 0.947 0.997 0.992 0.971 0.959 0.959 0.972 0.972 0.967 0.898 0.921 0.940
MLP 0.593 1.000 0.961 0.997 0.769 0.744 0.770 0.796 0.705 0.352 0.472 0.569
NBC 0.583 0.972 0.935 0.690 0.634 0.632 0.753 0.777 0.684 0.346 0.456 0.544
RBF 0.725 0.993 0.967 0.917 0.815 0.810 0.849 0.859 0.811 0.527 0.624 0.701
SVM 0.711 0.991 0.964 0.892 0.797 0.791 0.839 0.851 0.800 0.507 0.606 0.685
1−NN + DP 0.996 0.999 0.998 0.986 0.991 0.991 0.997 0.997 0.997 0.991 0.993 0.994
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Tabla A.10: Resultados de clasi�cación sobre el conjunto de datos Phoneme.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.804 0.943 0.903 0.855 0.829 0.829 0.871 0.874 0.823 0.653 0.706 0.748
J48 0.787 0.898 0.865 0.761 0.774 0.774 0.841 0.842 0.800 0.629 0.668 0.699
MLP 0.718 0.849 0.811 0.664 0.691 0.690 0.781 0.784 0.727 0.530 0.570 0.602
NBC 0.730 0.773 0.760 0.572 0.646 0.641 0.751 0.751 0.731 0.539 0.552 0.561
RBF 0.564 0.866 0.777 0.636 0.599 0.598 0.699 0.715 0.566 0.341 0.414 0.473
SVM 0.573 0.857 0.773 0.624 0.598 0.000 0.701 0.715 0.575 0.351 0.421 0.477
1−NN + DP 0.876 0.916 0.904 0.812 0.843 0.843 0.896 0.896 0.882 0.771 0.786 0.799

Tabla A.11: Resultados de clasi�cación sobre el conjunto de datos Pima.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.525 0.792 0.699 0.575 0.549 0.549 0.645 0.658 0.496 0.304 0.360 0.404
J48 0.586 0.821 0.739 0.637 0.611 0.610 0.694 0.704 0.572 0.368 0.424 0.470
MLP 0.547 0.854 0.747 0.667 0.604 0.601 0.683 0.700 0.528 0.324 0.395 0.453
NBC 0.600 0.838 0.755 0.666 0.632 0.631 0.709 0.719 0.589 0.383 0.443 0.491
RBF 0.522 0.850 0.735 0.651 0.583 0.579 0.666 0.686 0.497 0.299 0.371 0.429
SVM 0.531 0.875 0.755 0.694 0.607 0.000 0.681 0.703 0.510 0.304 0.384 0.448
1−NN + DP 0.613 0.681 0.657 0.507 0.558 0.555 0.646 0.647 0.605 0.389 0.404 0.415

Tabla A.12: Resultados de clasi�cación sobre el conjunto de datos Satimage.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.705 0.960 0.935 0.656 0.680 0.679 0.823 0.833 0.782 0.504 0.591 0.660
J48 0.550 0.959 0.919 0.589 0.569 0.569 0.726 0.755 0.648 0.312 0.420 0.506
MLP 0.637 0.966 0.934 0.669 0.653 0.653 0.785 0.802 0.729 0.413 0.515 0.596
NBC 0.870 0.815 0.820 0.337 0.541 0.485 0.842 0.843 0.788 0.749 0.729 0.713
SVM 0.000 1.000 0.903 0.000 0.000 0.000 0.000 0.500 -0.097 0.000 0.000 0.000
RBF 0.000 1.000 0.903 0.000 0.000 0.000 0.000 0.500 -0.097 0.000 0.000 0.000
1−NN + DP 0.837 0.933 0.924 0.574 0.693 0.681 0.884 0.885 0.869 0.706 0.743 0.773

Tabla A.13: Resultados de clasi�cación sobre el conjunto de datos Scrapie.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.805 0.274 0.365 0.186 0.387 0.302 0.470 0.540 -0.127 0.338 0.280 0.233
J48 0.116 0.974 0.828 0.482 0.236 0.187 0.336 0.545 0.040 0.016 0.064 0.103
MLP 0.168 0.956 0.822 0.441 0.272 0.243 0.400 0.562 0.120 0.034 0.097 0.148
NBC 0.030 0.992 0.828 0.437 0.115 0.056 0.173 0.511 -0.113 0.001 0.016 0.027
RBF 0.009 0.996 0.828 0.311 0.052 0.017 0.093 0.502 -0.155 0.000 0.004 0.008
SVM 0.000 1.000 0.829 0.000 0.000 0.000 0.000 0.500 -0.171 0.000 0.000 0.000
1−NN + DP 0.805 0.274 0.365 0.186 0.387 0.302 0.470 0.540 -0.127 0.338 0.280 0.233

Tabla A.14: Resultados de clasi�cación sobre el conjunto de datos Segmentation.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.903 0.987 0.975 0.922 0.912 0.912 0.944 0.945 0.931 0.816 0.854 0.884
J48 0.869 0.977 0.962 0.865 0.867 0.867 0.922 0.923 0.903 0.757 0.803 0.840
MLP 0.914 0.984 0.974 0.905 0.909 0.909 0.948 0.949 0.937 0.836 0.868 0.893
NBC 0.922 0.686 0.720 0.329 0.551 0.485 0.796 0.804 0.573 0.783 0.708 0.648
RBF 0.276 0.972 0.873 0.623 0.415 0.382 0.518 0.624 0.315 0.081 0.175 0.249
SVM 0.896 0.981 0.969 0.889 0.893 0.893 0.938 0.939 0.924 0.805 0.842 0.872
1−NN + DP 0.945 0.976 0.972 0.867 0.905 0.905 0.961 0.961 0.956 0.895 0.909 0.920

Tabla A.15: Resultados de clasi�cación sobre el conjunto de datos Spambase.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.881 0.925 0.908 0.885 0.883 0.883 0.903 0.903 0.883 0.779 0.797 0.811
J48 0.904 0.942 0.927 0.910 0.907 0.907 0.923 0.923 0.906 0.819 0.835 0.848
MLP 0.905 0.930 0.920 0.894 0.899 0.899 0.917 0.917 0.906 0.820 0.831 0.839
NBC 0.953 0.692 0.795 0.668 0.798 0.786 0.812 0.823 0.636 0.832 0.746 0.677
RBF 0.849 0.782 0.808 0.717 0.780 0.777 0.815 0.815 0.767 0.709 0.686 0.668
SVM 0.832 0.952 0.905 0.918 0.874 0.873 0.890 0.892 0.838 0.698 0.745 0.783
1−NN + DP 0.781 0.850 0.823 0.772 0.777 0.777 0.815 0.816 0.781 0.619 0.641 0.659
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Tabla A.16: Resultados de clasi�cación sobre el conjunto de datos Vehicle.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.458 0.844 0.747 0.495 0.477 0.476 0.622 0.651 0.451 0.238 0.312 0.372
J48 0.509 0.862 0.774 0.553 0.531 0.530 0.663 0.686 0.517 0.284 0.362 0.424
MLP 0.617 0.909 0.835 0.693 0.654 0.653 0.749 0.763 0.644 0.397 0.479 0.544
NBC 0.614 0.718 0.692 0.421 0.509 0.500 0.664 0.666 0.614 0.395 0.418 0.436
RBF 0.397 0.870 0.752 0.506 0.448 0.445 0.588 0.634 0.378 0.182 0.264 0.329
SVM 0.645 0.864 0.809 0.613 0.629 0.629 0.747 0.755 0.664 0.436 0.497 0.545
1−NN + DP 0.458 0.790 0.706 0.421 0.439 0.439 0.601 0.624 0.440 0.241 0.301 0.349

Tabla A.17: Resultados de clasi�cación sobre el conjunto de datos Yeast.

tvp tvn Acc precision Gpr f1 Gm AUC OP IBA IBA0.5 IBA0.1

1−NN 0.478 0.818 0.720 0.516 0.497 0.496 0.625 0.648 0.457 0.258 0.324 0.378
J48 0.462 0.874 0.755 0.598 0.525 0.521 0.635 0.668 0.446 0.237 0.320 0.387
MLP 0.515 0.866 0.765 0.610 0.561 0.559 0.668 0.691 0.511 0.290 0.368 0.431
NBC 0.486 0.865 0.756 0.595 0.538 0.535 0.648 0.676 0.475 0.261 0.341 0.404
RBF 0.312 0.916 0.741 0.602 0.433 0.411 0.535 0.614 0.249 0.113 0.199 0.268
SVM 0.175 0.971 0.741 0.708 0.352 0.281 0.412 0.573 0.047 0.035 0.102 0.157
1−NN + DP 0.606 0.733 0.696 0.480 0.539 0.535 0.666 0.669 0.601 0.387 0.416 0.438



Anexo B

Interpretación de los
links de Tomek

La de�nición de los links que aparece en el artículo original de Tomek (1976b)
puede describirse de la siguiente manera. Para un conjunto de puntos D, un par
(x,y) será un link de Tomek si no existe ningún elemento de D que caiga dentro
de una hiperesfera con centro en el punto medio entre x e y y diámetro igual a la
distancia entre ellos. Esta descripción puede verse con más claridad en la Figura
B.1, donde la región de color azul representa la circunferencia vacía de�nida por los
puntos x e y y cuyo centro corresponde al punto Z1.

Figura B.1: Ejemplo para comparar diferentes versiones de los links de Tomek.

Cabe mencionar que la descripción de los links de Tomek coincide con la idea
de los grafos de Gabriel (Gabriel y Sokal, 1969). La única diferencia entre estos dos
conceptos se re�ere a que los links de Tomek se de�nen para pares de puntos de
clase diferente (Toussaint, 1994).

Al analizar la de�nición que ofrecen Kubat y Matwin (1997) sobre lo que ellos
denominan links de Tomek, podemos observar que dicha de�nición presenta una
importante variación que modi�ca en realidad el propio concepto. Para ellos, un
par de puntos (x,y) forman un link de Tomek si no existe ningún ejemplo z tal
que d(x, z) < d(x,y) o d(y, z) < d(x,y). De acuerdo a esta de�nición, la distancia
entre x e y determina el radio de la hiperesfera, dando lugar a una región mucho
más grande que la producida por los verdaderos links de Tomek. El resultado de
esta importante diferencia está en que habrá muchos menos pares de puntos que
puedan cumplir la condición impuesta para formar los links, es decir, el número de
links producidos mediante el procedimiento de Kubat y Matwin (1997) será (muy)
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inferior al número de los links de Tomek.
La diferencia que acabamos de comentar puede observarse en la Figura B.1,

donde se han representado las circunferencias resultantes de aplicar las dos versiones
de links de Tomek. Así, dado un punto Z2, éste quedaría fuera de la circunferencia
que se forma de acuerdo a la versión original del algoritmo de Tomek (región azul)
y, por tanto, el par (x,y) constituiría un link. Sin embargo, de acuerdo a la versión
modi�cada, este par no representaría un link porque el punto Z2 queda dentro de
la región que forman las dos circunferencias.



Anexo C

Tablas de pruebas t−student

Tabla C.1: Prueba t−student sobre resultados de clasi�cación por la regla del vecino más
cercano con distancia Euclídea y distancia ponderada según las métricas tvp, tvn, Acc, f1,
IBA0.1 y Gm

tvp tvn Acc
(2) (3) (4) (2) (3) (4) (2) (3) (4)

(1) 1-NN+DP 13/3/1 16/0/1 16/0/1 0/1/16 0/1/16 1/3/13 1/4/12 3/2/12 5/0/12
(2) 1-NN 12/4/1 13/3/1 3/3/11 3/2/12 4/2/11 6/0/11
(3) 7-NN 10/6/1 2/6/9 5/9/3
(4) 13-NN

f1 IBA0.1 Gm
(2) (3) (4) (2) (3) (4) (2) (3) (4)

(1) 1-NN+DP 5/8/4 7/8/2 11/4/2 10/6/1 13/2/2 15/1/1 11/5/1 13/2/2 15/0/2
(2) 1-NN 8/6/3 11/3/3 10/4/3 13/2/2 10/5/2 13/2/2
(3) 7-NN 8/8/1 9/7/1 9/7/1
(4) 13-NN
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